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OZET

Giliniimiizde, internetin kisisel olarak hayatimiza girmesi ile birlikte ulasilabilir
olan bilgi hacmi giinden giline katlanarak biiyiimektedir. Ancak, bir sahsin ¢ok biiylik
miktarlardaki verileri tek basina kiimeleyip bu verilerden yararli bilgiler elde etmesi ¢ok zor
olabilir. Insanlarin daha dogru ve ilgili bilgiye ulasma igin son donemlerde “Bilgi Filtreleme
Sistemleri” kavrami tartisilmaya baslamistir. Bilgi Filtreleme Sistemlerinin amaci; kullanict
icin gereksiz ve istenmeyen verilerden saf bilgiyi otomatik olarak sunmaktir. Bu baglamda
da, “Oneri Sistemleri” ortaya cikmistir. Oneri sistemlerinde temel amag, insanlarin
begenisini tahmin edip onlara bu begenileri dogrultusunda 6nerilerde bulunmaktir. Bu tezde
Anadolu Universitesi [IBF 6grencileri igin gelecek dénemlerde alacaklari zorunlu ve segmeli
derslerin basari notlarini tahmin ederek ders se¢iminde yardimci olacak oneri sistemi modeli
olusturulmaya calistlmistir. Oneri modelinde &grenci-6grenci ve ders-ders benzerlikleri
tekniklerinden yararlanilmistir. Bu tekniklerde benzerlik Olgiitii olarak yaygin olarak
kullanilan pearson korelasyon degerinden yararlanilmistir. Benzerlik Ol¢iitii yardimiyla
model ve memory (hafiza) tabanl 6neri algoritmalar1 kullanilmistir. Hafiza tabanli isbirlikei
filtrelemede tiriin tabanli Oneri sistemi teknikleri, Model tabanli isbirlik¢i filtreleme
tekniklerinde ise; k-Ortalama, K En yakin Komsu ve Tekil deger ayrisimi yaklagimlariyla
Ogrenci basar1 notu tahmini yapilmigtir. Uygulamada dort fakli algoritma sonucunda elde
edilen sonuglar karsilastirilmistir. Sonug olarak ders se¢iminde 6neri sunmada yararlanilacak
Ogrenci bagart notlarimi gizil oriintliyii belirleyen, tekil deger ayrisimi teknigi ile tahmin
edilmistir. Uygulanan Oneri sistemleri algoritmalari igin en iyi tahmin dogruluk &lgiitii olan
(MAE) mutlak ortalama hata degerine Tekil deger ayrisimi algoritmasi sonucunda

ulasilmistir.

Anahtar Kelimeler: Oneri Sistemleri, Ogrenme Analitigi, isbirligine dayal filtreleme,

Tekil deger ayrisimi, Kiimeleme, K en yakin komsuluk
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SUMMARY

Nowadays, the volume of the available information is increasing day by day with the
inclusion of internet in to our personal lives. However, it may be very difficult for a person
to cluster big data and obtain/interpret useful information out of them. In order to reach more
accurate and relevant information, recently the discussion of “Information Filtering
Systems” has been started. The purpose of Information Filtering Systems is to provide the
user with pure information from unwanted and cluttered data automatically. In this respect,
“The Recommendation Systems” have been emerged. The main purpose of the
recommendation systems is to estimate the likes of people in order to make
recommendations accordingly. In this thesis, a recommendation system model is purposed
to help the students, of Anadolu University Faculty of Economics and Administrative
Science, in the selection of the courses to be taken in the future by predicting the grades of
future compulsory and elective courses offered in students’ curriculum. In the
recommendation system model, the student-student and course-course similarities are used.
In order to reflect the similarity, the well-known Pearson’s correlation coefficient is used.
Model and memory-based recommendation algorithms are used via similarity measure. In
memory based collaborative filtering, product-based recommendation systems are used; In
model based collaborative filtering, k-means, k nearest neighbours, and singular value
decomposition is used to predict the students’ grade scores. In the application part of the
study, the results of four different algorithms are studied in detail. As a result, the singular
value decomposition, because of its ability to show the latent pattern, is used as the prediction
method for students. Among the recommendation algorithms used in this study, the

minimum mean absolute error indicator is achieved by the singular value decomposition.

Keywords: Recommendation Systems, Learning Analytics, Collaborative Filtering,
Singular value decomposition (SVD), Clustering, K nearest neighbours
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1. GIRIS VE AMAC

Yiiksekogretimde bazi 6zel boliimler haricinde ders miifredati genellikle esnektir.
Bu esnek miifredat, zorunlu dersler, mesleki zorunlu dersler veya se¢meli derslerden
olusmaktadir. Ogrenciler her donemin basinda yonetmeliklerle belirlenen ders kredi kotasi
kadar zorunlu ve segmeli dersler arasindan ders se¢imi yaparlar. Bu ders se¢im siirecinde,
ogrencilerin bazilar1 fazladan zorunlu dersler disinda bir iist dednemden ya da segmeli ders
secim yaparak ders kredilerini artirilabilirler. Baz1 6grencilerde, daha sonra almak {izere bazi

dersleri segmeyerek ders kredi miktarini azaltabilirler.

Yiksekogretimde 6grencilere ders segimlerinde yardimci ve yonlendirici olarak
veya akademik olarak izlenmeleri amaciyla danisman Ogretim elamani gorevlendirilir.
Ancak gercekte ders se¢cim onay1 disinda akademik izleme ve bu akademik basariya gore
ders seciminde yonlendirme yapilmadig: goriilmektedir. Danigman Ogretim elemanlarinin
cogunlugu danigsmani olduklar1 6grencilerin  ¢ogunu c¢ok iyl tanimazlar. Ayrica
danismanlarin yogun is yiikii nedeniyle danmigmanlik hizmeti sadece ders c¢akismalarini
onlemek amaciyla 6grenci ders se¢imini onaylama seklinde yapmaktadirlar. Bir 6grencinin
bir derse kaydolmasi kosullar1 yerine getirdigi siirece sadece onun kararina dayanir. Ogrenci
ders segmeden 6nce danisman 6gretim elemanindan akademik basarisina gore hangi dersleri
alabilecegi konusunda Oneriler isteyebilir. ~ Ancak Ogrenciler bu oOnerileri nadiren
istemektedirler ve genelde ders kayitlar1 Ogrencinin bilgisine ve deneyimine
dayandirilmaktadir  (Vialardi, vd., 2009) Danismanlar ¢ok sayida Ogrenci ile
yiiklenmislerdir, yeterli zamanlar1 yoktur ve bazi 6grenciler danigmanlarin derslere iliskin

bilgi diizeylerinden memnun olmazlar.

Bu nedenle Ogrencilerin akademik basar1 beklentilerini karsilayacak, sececegi
dersten basarili olup olmayacagi gibi onsel bilgilere ihtiyag duyulur. Universitelerde
O0grenim goren Ogrenciler, bir ders se¢gmekle karsi karsiya kaldiklarinda yiizlerce ders
arasindan se¢im yapabilirler, bir anlamda bu iyi bir seydir. Ancak 6grenciler agisindan bu
kadar ¢ok sayida derse iligkin bilgi toplanmasini kolay olmadigin1 da kabul etmeliyiz. Bu
oOnsel bilgiler genellikle arkadas tavsiyesi niteligindedir. Bir 6grenci genellikle ders segim

stirecinde tavsiyelerini istedigi arkadaslar1 arasinda kendince bir smiflama yapar, bu



smiflama, c¢aligkan ve derslerinde basarili ya da derslerinde basariz seklindedir. Bu nedenle
daha ¢ok ayni boliimdeki arkadaslarinin en ¢ok hangi dersi segtiklerini 6grenmek ister, ya
da 6grenci kendi ders basarisina yakin olan arkadaslarinda goriis ister. Bazen de daha
onceden o dersi almig st simiftaki diger 6grencilerin goriislerini dikkate alir. Ciinki

cogunlugun fikri veya ongdriisii ortalamaya en yakin deger olarak karsimiza ¢ikmaktadir.

Toplulugun goriistiniin ortalamasi gergege en yakin goriis “kalabaligin bilgeligi”
kavrami olarak tanimlanir. Sosyal tabanli ya da isbirligine dayali 6neri sistemlerinde
kalabaligin bilgeligi kavrami burada daha da 6nem kazanmaktadir. Ogrencilerin ders
secimlerinde kalabaligin giiciinden faydalanmalarin1 saglayacak, bu kalabalik topluluktan
elde edilecek bilgiyi filtreleyip 6grenciye uygun bir saf bilgi seklinde sunacak bir sisteme

gereksinimi vardir.

Ogrenciler yiizlerce dersin arasindan ders segmek zorundadirlar. Bu konuda
danigsmanlar yardimci olsa bile, uygulamada danigsmanlara ¢ok 6grenci yiiklenmekte ve
ogrenciler bazen damigmanlarin ders se¢imi konusundaki bilgi diizeylerine
giivenmemektedirler (Unelsred, 2011). Universiteler tarafindan sunulan ¢ok sayida ders
arasindan, basarili olacagi dersleri veya ilgi duydugu dersleri segmek 6grenci i¢in oldukga
zor bir olaydir. Universite ders tanitimlarinda derslerin igerikleri bulunsa da, 6grenciler bu
derslerden ne olgiide basari saglayacagini bilemez. Ogrencilerin bu memnuniyetsizlik
durumlarin1 ve ¢ok sayida ders igerisinde ders segmelerine ve bu segecekleri derslere iligkin
onceden tahmin edilmis performans (basari notu) bilgisine dayali bir dneri sistemine ihtiyag

vardir.



Sekil 1.1. Ders se¢iminde 6grenci labirenti

Ogrencinin ders segmedeki ilk hedefi segecegi dersten basarili olmaktir. Basit gibi
goriinen ders se¢imi siirecinde Ogrenciler bir Sekil (1.1)’de verilen labirentte dolasirlar.
Labirent Kelimesi TDK sozliigiinde “ Cikis yeri kolay bulunamayacak kadar karigik
koridorlar1 olan yap1” olarak tanimlanmaktadir. Hatta bu tanimin yaninda iinlii yazar Yakup
Kadri Karaosmanoglu’nun “Bu labirentte yolumu kaybedip gitmem isten degildi” (TDK,
2018) sodziinii de &rnek olarak vermektedir. Unlii yazarin bu sozii ders secimlerindeki
belirsizlik ortaminda kaybolan 6grencileri ¢ok iyi anlatmaktadir. Ciinkii O6grencilerin
sectikleri derslerden basarili olup olamayacaklarini 6nceden bilemezler, genellikle kulaktan
kulaga duyuma dayal1 veya arkadas gruplari arasinda tavsiye niteligindeki bilgilere gore ders

secimi yapmaktadirlar.

Ogrenci ders se¢me asamasinda, labirent iginde dolasirken uygun verileri
toplayamaz, elde edemez veya filtreleyip bilgiye doniistiirerek karar veremez. Bu verilerin
yiiksekdgretim kurumlari tarafindan filtreleyerek bir ders dneri modelinin gelistirilmesi ve
bir ders se¢iminde tavsiye niteliginde Ogrenciye bilgi olarak sunulmasi gereklidir. Bir
Ogrencinin kendi ilgi ve yeteneklerine veya birkag¢ arkadas tavsiyesine gore uygun dersleri

secerek bu derslerin tamamindan yiiksek basariy1 elde etmesi, 6grencinin ya ¢ok caliskan



olmasina veya bir¢ok sans faktoriiniin birlikte olumlu yonde gergeklesmesi ile miimkiin
olabilir. Her ne kadar ders programlar1 boliim veya program ¢iktilari gz oniine alinarak
belirlenmis olsa da, bir boliimde veya bir siniftaki 6grencilerin hepsinin ayni basariy1 elde

etmeleri nadirdir.

Bir 6grencinin segecegi her ders icin ise AA notu almasi olasilig1 oldukea kiigtiktiir.
Kisaca, bu durum o6grencinin Sekil 1.2.°de verilen dort yaprakli yoncayr bulmasina

benzetilmektedir. Dort yaprakli yonca dogada mutasyon sonucu 1/10000 oraninda

goriilmektedir.
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Sekil 1.2. Ders se¢iminde ders ad1 ve kodlarindan olusan kelime bulutu

(WordCloud R programlama)

Bu tez calismasinda; 6grencilerin donemlik ders se¢imlerinde Oneri sistemlerine

dayal1 ders segme modeli olusturulmustur. Tezde; Yiiksekogretimde kredili sistemde egitim



goren Ogrenciler i¢in Oneri sistemlerine dayali ders se¢me modeli olusturulmasinda
ogrencilerin heniiz se¢medikleri ders bagar1 puanlar1 tahmin edilerek, tahmin algoritmalari
karsilastirilmistir. Isbirligine dayali filtreleme teknigi ile tahmin edilen basar1 puanlari ile bir
Oneri sistemi gelistirilmesi Ogrencilerin akademik hayatlarina yardime1 olacagi
diisiiniilmektedir. Isbirligine dayali dneri sistemleri, kullanicilara iiriinler arasindan se¢mesi
icin Oneriler yapan sistemlerdir. Bu sistemler benzer 6zelliklere sahip olan bireylerin,
genelde aynmi seyleri sectikleri diisiincesine dayanmaktadir. Isbirligine dayali 6neri
sistemleri, film, kitap, miizik, haber, ders se¢cimi gibi ¢ok sayida Oneri sunan uygulama

alaninda yliksek derecede kabul gérmiis Ve iyi sonuglar vermistir.

Bu tez calismasinda, kredili ders ge¢me sistemi uygulanan iiniversitelerde,
Ogrencilere ders segimlerinde de yardimeir olacak danigsman Oneri sistemi modeli
olusturulmasi amaglanmistir. Danisman Oneri sistemi bir filtreleme teknigidir (Venkatesan
ve Thangadurai, 2016). Ogrencinin ihtiyacina ve ilgisine gore verileri filtreler ve onlara
rehberlik eder. Ogrencilere tahmin degerine gore basarili olacagi en uygun dersi 6grenciye
onerir. Clinkii 6grenciler ders se¢imi asamasinda (Bkz.Sekil 1.1) bir labirent igerisinde kendilerine
yol ararlar. Ogrencilere bu labirentin i¢inden ¢ikmalaria ve hedeflerine erisimi saglayacak bir yol
gostericiye (Pathfinder) ihtiyag vardir. Bu ihtiyacin karsilanmasinda 6grencilerin o dersi daha
onceden almis diger Ggrencilerin bilgisine, ders forumlarindan elde ettikleri bilgilere benzer
iiretilecek bilgi karar vermelerine yardime1 olacaktir. Ogrencinin diger derslerdeki performanslarina
bagli olarak yeni segecegi dersleri onerme siirecinde yararlanilacak tahmine dayali bilginin elde
edilmesi arastirmanin ¢ozlilmesi gereken problemidir. S6z konusu problemin ¢oziilmesinde
Ogrencilerin gegmis ders basar1 puanlari ile heniiz segmedikleri ders basari puanlar1 tahmin edilerek,
ders kaydi sistemine entegre edilmek {izere ¢evrimici ders se¢iminde yol gosterici bir 6neri sistemini
modellemektir.

Tezde bu amagla;
1. Literatiir taramasi,
Ders 6neri sistemleri hakkinda yapilmis ¢alismalarin bazilarini 6zetlemek,

Oneri sistemini tanitmak,

Oneri sistemlerinin 6zetini vermek,

2

3

4. Oneri sisteminin tarihsel gelisimini 6zetlemek,

5

6. Oneri sistemleri yontemleri ve algoritmalar1 tanitmak,
7

Oneri sistemlerinde karsilasilan sorunlar1 &zetlemek,



8. Oneri sistemleri teknikleri yardimiyla 6grencilerin ders basarilarin1 tahmin
edilmesi,
9. Tahmin edilen ders basar1 puanlar ile ders se¢ciminde yol gosterici bir oneri

sistemi modellemektir.

Tezin uygulama asamasinda veri olarak, Anadolu Universitesi Iktisadi idari
Bilimler Fakiiltesi’nin Iktisat ve Isletme boliimii dgrencilerinin 2009 ve 2014 dénemleri
arasindaki ge¢mis ders puan verileri kullanilmistir. Tezde yararlanilan veriler 2015 yilinda
gorev yapan Anadolu Universitesi Bilgisayar Arastirma ve Uygulama Merkezi (BAUM)
Midiiriiniin izni ile BAUM’deki gorevli eleman tarafindan hazirlanarak mail yoluyla

gonderilmistir.

Uygulama asamasinda kullanilacak Ogrenci geg¢mis basart notu verileri ile
gelecekte secebilecegi dersler igin basari puanlarinin tahmini yapilmistir. Béylece gelecekte
basarili olacagi ongdriilen derslerden bir ders 6neri sistemi i¢in gerekli olan basar1 puanlari

tahmin eden algoritma sonuglari karsilastirilarak tartisilmistir.

Yiiksekogretim 6grencileri i¢in ders seciminde yardimci olacak basar1 puanlarinin
tahmin edilmesinde isbirligine dayali filtreleme tekniklerinden yararlanilmistir. Oneri
sistemlerinde Isbirligine dayali filtreleme ile ders-ders benzerligine dayali teknikleri ile
ogrenci benzerligine dayali kiimeleme tabanli K-Ortalamalar (k-Means) , En Yakin Komsu
( KNN) ve boyut indirgeme ve gizil yapiy1 belirlemeye yarayan Tekil Deger Ayrigimi

(SVD) algoritmalarindan yaralanilmistir.

Isbirligine dayal: filtreleme teknikleri ve kullanilan algoritmalar karsilastirilarak bir
Yiiksekogretimde ders segme modeli gelistirilmistir. Yiksekogretimde ders segcme
modelinde, oneri sistemleri tekniklerinden birisi olan isbirligine dayal: filtreleme teknikleri
yardimiyla 6grenciye en ¢ok hangi derslerden daha basarili olacagi tahmin edilecek ve
ogrenciye basarili olacagi dersler 6neri olarak sunulacaktir. Bu sistemde tahmin modelinde
geemis donem derslerinden almis olduklar1 basar1 puanlar bilgilerinden yaralanilmistir. Bu
tez calismasinda tipki film veya kitap oneri sistemlerindekine benzer derecelendirme
ogrenci-kullanici (user) ve ders basar1 notu (begeni puanlari gibi ele alinarak) yardimiyla

heniiz se¢gmedikleri derslerin basari notlari tahminleri yapilmstir.



Elde edilen tahminler yiiksek puandan kiigiige siralanarak, 6grenciler icin ders
seciminde alacaklar1 tahmini notlar ile 6neri 6rnek olarak sunulmustur. Oneri sistemleri
iiretim sistemlerinde, biiyiik miktarda bilgiyi filtreleme amaciyla basariyla kullanilmistir.
Oneri sistemlerinin en yaygin olarak kullanildig1 alanlar, web siteleri, haber, miizik, film,
ders ve diger eglence medyasi iirlinleridir. Bu baglamda tezde, film dnermede kullanilan

ayni1 teknikleri iiniversiteler de ders 6nerme amaciyla kullanmak i¢in modellenmistir.

Yiiksekogretimde ogrencilere segmeli ders se¢iminde Oneri sistemleri yardimiyla
ders se¢iminde oneri sistemleri modeli olusturmak boliimlerinden olugsmaktadir. Literatiirde
oOneri sistemleri ve ders 6neri sitemlerine iliskin daha dnce yapilan ¢alismalarla ilgili bilgiler

bir sonraki boliimde verilmistir.



2. LITERATUR ARASTIRMASI

fletisim teknolojilerinde meydana gelen gelismeler giiniin egitim sistemlerini
dogrudan etkilemektedir. Ciinkii iletisim, 6grenen ile 6greten arasindaki basarili bir egitimin
olmazsa olmazlarindan biridir. Bir iletisimin olusmasi i¢in en az bir kaynak, bir alic1 ve bir
mesaja ihtiya¢g vardir. Eger iletisimdeki bu mesaj egitsel ise bunun i¢in 6gretmen ve
ogrenciyle birlikte iletisimin olusabilecegi bir ortamda gereklidir. Geleneksel egitim
sistemlerinde bu ortamlar, siniflar gibi 6grenen ile 6gretenin ayni ortamda bulunmasini

gerektiren mekanlar olmustur.

Ogrenen ile etkilesim, teknolojik gelismelere bagl olarak egitimdeki yeni
yaklagimlar sonucunda fakli sinif ortamlariin yaratilmasi sonucunu dogurmustur. Bu yeni
ortamlarda elde edilen akilli veriler 6grenen ile dgretici arasindaki etkilesiminde bilgi olarak
karsilikli akisa sahip olmasi gerekmektedir. Akilli veri, gelismis uygulama teknolojileri
(akilli sensorler, akilli dontistiiriictiler, elektronik aygitlar, gelismis islevlere sahip
donanmmlar vb.) ile otomatik olarak elde edilen, sistematik olarak islenen ve aktif paylasim,
ileri degerlendirmeler ve yorumlamalar i¢in anlamli bir formda sunulan veridir. Bu toplanan
akilli veriler baglaminda 6grenme analitigi kavrami burada daha da onem kazanmaktadir.
Ogrenme analitiginin Siemens tarafindan yapilan tanimima gore 6grenme analitigi, "akilli
verilerin ve 6grenicinin iirettigi verilerin kullanimi, enformasyonu ve sosyal baglantilarin
kesfetme amaciyla kullanilan modellerin analizleri ve 6grenme konusunda kestirim ve
onerilerin tretilmesidir" (Siemens, 2010). Bu tanim 6grenme analitigi ile tahmine dayali
istatistik tekniklerin uygulandigi oneri sistemlerinin ve egitsel veri madenciliginin ¢ok

yakindan iligkili olduklarini géstermektedir (Manouselis, vd., 2012).

Ogrenciler, cinsiyet, dil, genetik kokenleri, etnik kdken, sosyal ve kiiltiirel
cevreleri, biligsel becerileri, onceki bilgi ve deneyimleri, akademik performans ve 6grenme
ihtiyaglar1 ile giidiilenmeleri agisindan farkliliklar gosterirler. Ogrencilerde bu farkliliklarin
cogu degismezken, egitim-6gretim etkileri sonucunda sosyal ve kiiltiirel ¢cevreleri ile yagam
kosullar1 siirekli olarak degisir. Bu degisen kosullarda egitim ve ogretim etkisiyle,
Ogrencilerin 6grenme ihtiyaglari ve sahip olmak istedikleri kazanimlar agisindan bir iyilesme
siireci baglar. Mezun olduklarinda 6grenim gordiikleri alanda sahip olduklar1 kazanimlar

onlarin gelecekteki yasantilarini sekillendirecektir. Ogrencilerin, gelecege iliskin ydn



belirlemeleri ve giidiilenmeleri sonucunda egitim-6gretim donemlerinde ilgi duyduklari
veya sahip olmak istedikleri alanlardaki bilgi gereksinimlerinin artmasini saglar. Ogrenme
analitigi kapsaminda, Ogrencilere yatkin olduklar1 ve bilgilenmek istedikleri alanlarda
ihtiyaclarinin  karsilanmasi igin Ogrenme c¢abalarinin izlenmesi ve yonlendirilmeleri
gerekmektedir. Bu nedenle Ogrencilere basarilarini artirmak amaciyla rehberlik ve
damismanlik hizmeti 6nem tagir. Ogrenme rehberlik ve danismanlik hizmeti siirecinde basar1
basarty1 getirir, soziiniin etkisi anlam kazanir. Bdylece, Ogrencilerin almis olduklar
derslerden basarili bir donem gegirmelerine, onlarin akademik dénemde zaman kaybim
onledigi gibi 6grenme gilidiistinii artirarak daha fazla bilgi ile donanma istekleride artirir.
Aryrica yeni alanlara yoOnelmelerini bdylece bireysel gelisimlerinede katki saglar. Bu
nedenle Ogrencilerin, egitim Ogretim donemlerinde ilgi duyduklari, yeteneklerine ve
performanslarina goére basarili olacaklari dersler konusunda danismanlik ve Onerilere

ihtiyaglar1 vardir.

Akademik danmigmanlik, yiiksekogretimde egitim ve 6grenim amaglarinin yerine
getirilmesinin  ayrilmaz bir parcasidir. Akademik danismanlik yoluyla, 6grenciler
yiiksekogretim topluluklariin bir iiyesi olmayi, 6grenciler olarak rolleri ve sorumluluklari,
demokratik ve kiiresel bir toplulugun bir pargasi olarak elestirel diistinmeyi ve egitimli birer
vatandas olmaya hazirlanmayr Ogrenirler. Akademik danigmanlar, Ggrencilerin egitim

ortamindan neler bekledikleri ve bu ortamda yasadiklar1 durumlar arasindaki uyumsuzluga
aracilik eder (Habley, 1981).

Fakiilte 6grencilerinin, akademik danigmanlar ile sik sik iletisim kurmasi, 6grenci
motivasyonunda ve derslere katiliminda en Onemli faktordiir. Fakiilte ogretim tiyeleri
arasindan gorevlendirilen akademik danismanlik, 6grencilerin mezun olmak igin gerekli
sartlar1 tamamlamalarima yardimer oldugu gorevleri igerir. Bu gorevlerin yerine
getirilmesinde, hem 6grencilerin hem de danismanlarin 6nemli 6lgiide planlanma yapmasini
gerektirir. Akademik danismanlar, teknoloji iiniversite kampiislerinde daha yaygimn hale
geldikce cesitli firsatlara, iyilestirmelere, sorunlara ve seceneklere maruz kalmaktadir
(Steele, vd., 2013).

Diinyadaki ¢esitli tiniversiteler ve diger egitim kurumlarmin bazilart otomatik

danismanlik sistemlerini kullanmaktadirlar. Bu sistemler; miifredat olusturma, &grenci



10

basarisini izleme ve yonlendirme gibi hizmetlerin yaninda ders se¢iminde de Oneri
sunulmasinda yardimci olmaya katkida bulunduklari i¢in hem akademik danismanlar hem
de dgrenciler i¢in yararhidir. (Murray ve Renaud, 1995). Literatiirde bazi {iniversite ve
egitim kurumlarinda gevirimi¢i danismanlik sistemleri olusturulmus ve 6grencilerinin dijital
izleri stirekli takip edilmektedir. Bu Sistemler, Ogreticilere bir yetkilendirme ile bir
Ogrencinin not dokiimiinii goériintiilemesine ve 6grenci ddevlerinin ve smavlariinin not
girisine olanak tanir. Ayrica bu sitemde 6grenci danismani olarak gorevlendirilen bir kisi,
Ogrencinin aldig1 tiim dersler ve o 6grencinin mezuniyetini bitirmesi i¢in hala karsilanmasi
gereken dersler hakkinda bilgi saglar. Web tabanli danigsmanlik sistemlerinde, 6grencinin
(danisan) ve akademik yetkilinin (danigman) iliskisini yiikselten, erisimi kolay web tabanli
bir karar destek araci 'Cevrimi¢ci Danisman' olarak tanimlanmaktadir. Cevrimigi
Danisman'in gorevi, personelin biiro yiikiinii hafifletmek ve danismanlarin 6grenci merkezli
olmasimi saglamak, akademik danigsmanlarin rutinin otesinde ogrencilere yardimeci
olmalarin1 saglamak ve danismanlarin 6grenci gelisimine odaklanmalarini saglamaktir
(Davenport, vd., 2010) Etkili danismanlik, tavsiyeye ihtiya¢ duyan Ogrencinin plan ve
hedeflerinin bilgisine baglidir. Her bir 6grenciye, gorevin eksik kisimlarini basarmak i¢in
acik adimlar atmalari i¢in tavsiye verilmelidir (Golumbic, vd., 1986). Basarili akademik
danmigsmanlik i¢in ¢ok sayida beceri kritik 6neme sahiptir. Bunlar arasinda, fakiilte-68renci
iletisimi veya 6grencinin kurumla kisisel bir baglant1 kurmasi i¢in bir firsat sunan, danisan
ve danigman arasindaki bire bir iliski vardir (Heisserer ve Parette, 2002). Ayrica, bir
danisman kurumdaki akademik programlar ve miifredat gereksinimleri hakkinda bilgi sahibi
olmalidir. Dogru ve bilgiye dayali akademik rehberlik vermesi beklenir (Davenport, vd.,
2010) Oneri sistemlerinde Ogrencinin ders se¢mesinde tavsiyede bulunacak akademik

danigmanlik sistemi i¢in, Oncellikle 6grencinin basarisinin tahmin edilmesi gerekmektedir.

Ogrenci Damigmanlik hizmeti, danisman icin akademik yasaminda 6nemli ve
zaman alic1 bir c¢abadir. Ogrencilere danismanlik hizmeti dgrencilerin gerekli sartlari
tamamlayarak mezun olmalarina yardimci olacak gorevler igermektedir. Bu nedenle
danigsman Ogrencinin basarili bir akademik donem gecirmesinde onemli bir bilesendir.
Danisman ve 6grenci bu siiregte birlikte akademik bir planlama yapmalarini gerektirir.
Ancak danigsman 6gretim elemanlarinin ¢ogunlugu danismanlik yaptigi 6grencilerin ¢ogunu
cok iyi tanimazlar, ya da yogun is yiikiinden otiiri ders se¢ciminde danismanlik yalnizca

sistemde ders ¢akigsmalarint Onlemek amaciyla ders se¢imini onaylama seklinde
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yapilmaktadir. Akademik danigmanlik dort tiir baglik altinda tanimlanmaktadir. Literatiirde
kuralc1 danigmanlik modeli, gelisimsel danismanlik modeli, biitiinlesik danismanlik modeli

ve sorumlu (katilimc1) modeli olarak siralanmaktadir.

Kuralc1 danigmanlik modeli karar verme sorumlulugun danigmanda oldugunu
varsayar, Ogrencilerin ders segiminde, karar verici otorite danismandir (Crookston,
1972). Gelisimsel danismanlik modelinde ise, danmisman O6grenciyi dogru kaynaklara
yonlendiren kisidir. Boylece 6grenci ile danisman arasinda sorumluluk paylagilmaktadir.
Ogrenci, kuralc1 damigmanlik modeline gore gelisimsel danismanlik modelinde daha &zgiir
karar verme ve gelisimini yonlendirebilme yetisine sahiptir (Heisserer ve Parette,
2002). Biitiinlesik (entegre) damismanlik modeli, kuralci ve gelisimsel danismanlik
modellerinin elemanlarini birlestirir. Etkili akademik danismanlik, katilimci1 modeli olarak
tanimlanir ve 6grenci gereksinimlerini tamamlamak ve 6grenci 6z yeterliligini arttirmak i¢in
ogrenci danismani ve Ogretim iiyesi arasinda iliski kurmayi igerir. (Crookston, 1972).
Ogrencinin &6zellikle ders segimi ve mezuniyet gereklerini yerine getirmek icin 6grenci-
danigman arasindaki etkilesimi olusturma etkinligini kapsar. Cevrimi¢i danigsmanlik
modellinde 6grenci danigsman etkilesimini artirmak yerine Ogrencinin bilgiye erigimini

kolaylastirmak i¢in kullanilmalidir (Dyarbrough, 2011).

2.1. Ders Oneri Sistemleri

Akademik danismanlik Ggrencinin, basarili bir akademik siire¢ gecirmesinde
onemli bir bilesenidir. Danigsmanin 6zellikle 6grencileri, yonlendirme g¢abasi bir Oneri
niteligindedir. Bu 6neriler danismanin bilgi deneyim, teknoloji kullanim1 veya danigsmanlik
sisteminin ortamina baglidir. Egitim ve teknoloji birlikte gelisen ve i¢ ige girmis bir olgudur.
Buna bagli olarak da teknoloji tabanli egitim ortamlar siirekli gelismektedir. Bu teknoloji
tabanli 6grenme ve ortamlar1 sayesinde akademik danigmanlik sistemlerinde teknoloji
kullanim1 daha ekonomik olabilecegi gibi dgrencilere daha iyi hizmet verilebilir. Universite
yonetimi teknolojik tabanli akademik damigmanlik hizmetinde, ©6grenci merkezli
uygulamalar ile damismanlar1 ve 6grencileri daha iyi bilgilendirerek daha etkin karar
vermelerini iyilestirebilir. Ancak, teknoloji danigman 6grenci etkilesimleri yerine ge¢mez.
Bu nedenle, danismanlarin yerini almak i¢in degil, danismanlik deneyimini ve hizmetini

gelistirmekte bir arag olarak teknoloji kullanim1 gerekir (Steele, vd., 2013).
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Ders seciminde Oneri sistemleri uygulamasinda temel hedef 6grencinin basarisini
tahmin etmektir. Bu basar1 tahmini 6grenme analitiinin ilk hedeflerinden birisidir. Bu

13

nedenle Ogrenci basarisiin tahmin edilmesinde “ Kestirimsel Analitik” ve “Ogrenme

analitigi” kavramlarinin agiklanmasi gerekir.

2.2. Ders Oneri Sistemlerinde Kestirimsel Analitik

Analitik kavrami, Fransizca kdkenli “Analytic” kelimesinden tiiremis olup Tiirkce
’de ¢oziimlemeli, ¢ozlimsel veya tahlil etme anlamlarinda kullanilmaktadir. Analitik, veri
odakli kararlar almayi saglayan kapsayici bir kavram olarak da nitelendirilebilir. Kestirimsel
analitik ise; biiyiik hacimleri veriler i¢cindeki iliskileri, kaliplar1 ortaya ¢ikararak davraniglari
ve olaylar1 tahmin etmek i¢in ¢esitli teknolojileri kullanan istatistiksel analiz alani olarak
tanimlanabilir (Barneveld, vd., 2012). Ozellikle modelleme ile kestirimsel analitik
tekniklerinde oldukca sik bagvurulan oneri sistemlerinin (Recommender Systems) ve Veri
Madenciliginin (Data Mining) en énemli gdrevlerinden biri model olusturarak bir olayin

gerceklesmesini kestirmektir

Ongoriisel veya tahmine dayali analitik olarak Tiirkgeye gevrilen Predictive
Analitcs, Is diinyas: icin, gelecekteki beklentiler, riskler veya firsatlarin olusumunu
belirlemek i¢in kullanilmaktadir. Kestirimsel analitik; gelecekteki belirsiz olaylar hakkinda
cikarim yapmak icin kullanilan bir grup tekniktir. Egitim Veri Madenciligi (EDM), Oneri
sistemleri ve 6grenme analitigi (LA) gibi alanlarda, kestirimsel modelleme, aragtirmacilarin
temel bir uygulamasi haline gelmistir ve 6grencinin akademik basarisini operasyonel olarak

tahmin etmeye odaklanmigtir (Manouselis, vd., 2012).

Oncelikle, kestirimsel modellemeyi, agiklayict modellemeden ayirmak énemlidir.
Aciklayic1 modelleme, amag belirli bir sonug i¢in bir agiklama saglamak {izere mevcut tiim
etkileyen faktorlerin cogunu ya da bazilarini kullanarak agiklamaktir. Ornegin, dgrencinin
ders basarisi lizerimde, yas, cinsiyet ve sosyoekonomik statiisiine iliskin degiskenlerin nasil
katkida bulunduklarini agiklamak i¢in bir regresyon analizi ile modellenebilir. Boylece, bu
yaklasimlart kullanilan modelde genelde nedensellik (karsi bagintili)) olmakla birlikte
sunulan sonuglar siklikla deneysel ¢alismalardan kacinilmis ve nedenselligi ima etmek igin

teorik yoruma dayanmistir (Brooks ve Thompson, 2017).
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Buna karsin, kestirimsel modellemede amag, gozlemlere dayali yeni verilerin
degerlerini (veya tahmini sayisal veriyle ilgilenmiyorsa sinifi) 6ngdren bir model
olusturmaktir. Kestirimsel modelleme, agiklayict modellemeden farkli olarak, bilinen veri
kiimesinin (egitim verilerinin) varsayimina dayanir. Kestirimsel tahminlemede kullanilan
veriler egitim verisi ve test verisi olarak adlandirilir (Brooks ve Thompson, 2017; Johnson
ve Wichern, 2007).

2.3. Ders Oneri Sitemlerinde Ogrenme Analitigi

Ogrenme analitikleri literatiirde yeni bir kavram olsa da egitsel veri madenciligi
(educational data mining), isletme analitikleri (business analytics), web analitikleri (web
analytics) ve akademik analitikler (academic analytics) kavramlar ile yakindan ilgilidir.
Ogrenme analitigi kavranmi tipki Isletme analitigi veya Web analitigi kavramimna benzer
sekilde, egitim sistemlerinde iiretilen verinin toplanmasi, analiz edilmesi ve raporlanmasi

gibi konular ve uygulamalar s6z konusudur.

Ogrenme analitiklerine temel olan analitik kelimesi, veriler 15181nda agik ve kesin
sonuglara ulasabilmek i¢in yollar sunan bilimsel bir siireci ifade etmektedir. 1980 ve
1990'larda popiiler hale gelen verilere dayali karar verme, genel olarak analitik olarak
adlandirilan yazilim yaklasimlarina dayanmistir. Gilintimiizde ise analitik, sosyal ag, metin,
web izleri vb. bilyiik verilerden yararlanma olarak bilinen daha karmasik bir kavram haline
dontismektedir. Ogrenme analitigi (LA) alani, veri analizindeki hesaplama veya algoritmalara bagl
yontemlere dogal olarak ilgi géstermektedir. Bu perspektifte "6grenme analitigi", teknoloji agisindan
zengin ortamlarda 6grenme etkilesimlerinin deneysel analizinden baska bir sey degildir. Aslinda
analizin bir pargasi olarak belirli hesaplama ve matematiksel yaklasimlar1 da gerektirir (Young ve
Muller, 2015). Ogrenme Analitigi kavrami haliyle heniiz yeni tanisiimis olsa da bu konuda

yapilmis g¢esitli uygulamalar ve gelistirilmis araglar bulunmaktadir (Johnson, vd., 2014).

Ogretim uygulamalar1 igin bilyiik veri ve analitik c¢alismalar1 emekleme
asamasindadir ve var olmalar1 halihazirda hissedilmekte ve goz ardi edilmemesine ragmen
olgunlagmasi birkag¢ yil alacaktir. Biiylik veri ve analitik, yiiksekdgretimdeki yoneticilerin

karsilastig1 tiim sorunlar1 ve kararlari ele almak i¢in kapsamli ¢6ziimler olmamasina ragmen,
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yonetim ve Ogretim isglevlerine biitlinlesmis ¢dziimlerin bir pargasi haline gelebilirler

(Picciano, 2012).

Daha genel bir ifadeyle analitik, veriye dayali sistematik bir akil yiirtitmedir
(Davenport, vd., 2010). Bu siirecte ki temel amag istatiksel analiz yontemlerine ek olarak
yapay zeka ve tahmin modelleme gibi farkli yaklasimlarla verilerdeki anlamli kaliplarin
kesfedilmesi, yorumlanmas1 ve iliskilendirilmesidir. Ogrenme Analitigi dgrenmenin ve
O0grenmenin gergeklestigi ortamin anlasilmasi ve optimize edilmesi amaciyla; 6grencinin
bulundugu baglam hakkindaki verilerin Olciilmesi, toplanmasi, analiz edilmesi ve
raporlanmasi olarak tanimlanmaktadir (Chatti, vd., 2012). Ayrica Ogrenme analitiginin
Siemens tarafindan yapilan tanimina gore "akilli verilerin ve dgrenicinin iirettigi verilerin
kullanimi, enformasyonu ve sosyal baglantilarin1 kesfetme amaciyla kullanilan modellerin
analizleri ve 6grenme konusunda kestirim ve tavsiyelerin liretilmesidir". Bu tanim 6grenme
analitigi ile egitsel veri madenciliginin ¢ok yakindan iligkili olduklarini gostermektedir

(Manouselis, vd., 2012).

Ogrenme analitigi, Ogrenen tarafindan iiretilen ve dgrenenle ilgili bircok verinin
analizine olanak saglar. Bunlari Ogrenen aktivite ve gelisimini izlemeyi miimkiin kilar ve
ogrenen ¢iktilarini tahmin etmeyi amaclar. Ogrenmeye, ogreten ve Ogrenenlerin
miidahalelerine ve karar vermelerine olanak saglar (Diaz ve Brown, 2012) Ogrenme
analitiklerinin tanimina bakildiginda amagclarin benzer olabilecegi diisiiniilse de egiticiler ve
ogrenenler 6grenme analitiklerini farkli amaglarla kullanabilmektedir (Sharples, vd., 2013).
Sofistike analitik araglar1 6grenme ve egitimi iyilestirmek i¢in kullanildig1 gelismekte olan
bir alan" olarak 6grenme analitigi olarak tanimlanir. Ayrica 6grenme analitigi, bilgi ve
sosyal baglantilar1 kesfetmek ve tahmin etmede 6grenme Oneri akilli veri, 6grenen tretilen
veri, analiz ve modellerin kullanim1" olarak tanimlamaktadir (Siemens, 2010). Yeni nesil
ogrenmede "Ogrenci ilerlemesini ve performansini tahmin etmek igin veri ve modellerin
kullanim1 ve bu bilgilerle hareket yetenegi" 6grenme girisimi olarak tanimlanir. Burada
model kullanim1 6grenen tarafindan iiretilen veriden, akademik ilerlemeyi degerlendirmek
ogrencinin gelecek performansini tahmin ve potansiyel sorunlari belirlemek adina toplanan
bliyiik verilerin yorumlanmasi anlaminda kullanilmaktadir. Bazi ayrintilarda farkli olmakla
birlikte, bu tanimlar egitim verilerini Ogrenmeyi tesvik etmede yararli eylemlere

doniistiirmek olarak da adlandirilabilir (Chatti, vd., 2012).
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2.4. Ders Oneri Sistemlerinde Ogrenme Analitikleri Siireci

Ogrenme analitigi, 6grencinin iirettigi verilerden 6grenme siirecini ve sosyal
baglantilarim1 kesfetmek i¢in yapay zeka veya akilli 6grenme analizleri yardimiyla tahmin
ve tavsiye amaciyla modellenmesidir. Kisaca, analitik programlar1 en iyi ders belirlemeye
yardimci olabilecek bilgileri karar vericilere sunmak ig¢in biiyiik veri kiimelerini
degerlendiren bir organizasyondur. Egitsel veri madenciligi son yillarda ilgi ¢ekiyor
(Manouselis, vd., 2012). Ogrenme analitigi cesitli bilgisayar sistemleri ile dgrenci etkilesimi
arasindaki faaliyetlere iliskin bilgileri toplar ve 0grenme c¢iktilar1 arasindaki korelasyon
aramak icin "dijital kirintilar1" analiz eder. Ogrenme analitigi yazilimlar1 her bir 6grenci icin
bir model olusturmada, dersi alan 6grenci ile daha dnce sinifta dersi alan diger 6grencilerin
aktivitelerini karsilastirir. Bu sekilde, 6grenme analitii cogu yiiksekokul ve iiniversite
ogretimi gelistirmek igin kullanilan desenleri bulmak i¢in biiyiik miktarlarda toplanan
verilerden istifade eder. Ogrencilerin grenme deneyimlerinin kalitesi tiim egitim kurumlar
icin kritik bir konudur. Modern teknolojik gelismelerin yardimiyla, egitim kurumlar
ogrenme programlarinin gii¢lii ve zayif yanlarini daha iyi anlama yetenegine sahiptir (Singh,

vd., 2008).

Ogrenme analitik en yaygin kullanimi akademik olarak basarili ve etkinlestirmek-
hatta daha iy1 sonuglar elde yardimci olmak i¢in 68rencileri tespit etmektir. Ayn1 zamanda,
baz1 Fakiiltelerde belirli birimlerin genellikle Ogrencilerin bir ders ¢alisma veya
atamalarindaki zorluk nedenleri tanimlamak igin Ogrenme analitigi araglar1 kullanir.
Boylece tiim 6grencilerin bir kisminda 6grenme gelistirmek i¢in ders degisiklikleri yapmak
veya sonra miifredat ya da 6grenme faaliyetlerini degistirebilir (Chatti, vd., 2012). Ogrenme
Analitikleri Siireci Siemens, G’nin “What are Learning Analytics?” baslikli makalesinden

Sekil 2.1.’deki gibi uyarlanmistir.


https://translate.googleusercontent.com/translate_c?depth=1&hl=tr&prev=search&rurl=translate.google.com.tr&sl=en&sp=nmt4&u=http://en.wikipedia.org/wiki/Learning_analytics&usg=ALkJrhjCgNkyHytk9iUjNR14pAeiTRS9QQ
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VERILERI DATA)
e Mobil araglar Dersler / Miifredat
e Sosval Medya Semantik (anlamsal)
e Kisisel Ogrenme veri .
Ortamlar: (PLE) / = Baglamsal veri
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Sistemleri ,"’
LMS)
v v
[ : ANALIZ
PROF]L 0O Kavramsal anlama
O Ogrenen tarafindan tanimlanan E ]SEZGS_Yal Ag Analizi
O Mevcut verilerden iiretilen o Bagari-Bagarisizlik sinyalleri

= ~

TAHMIN (KESTIRIMSEL ANALITIK)

o Karar Agacglan
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Sekil 2.1. Ogrenme analitikleri siireci (Siemens, 2010).
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2.5. Ders Oneri Sistemleri Ornekleri

Glinlimiizde yeni teknolojilerin gelisimi siirekli olup, bu gelisen teknolojiler
ogrenme siireclerine dahil edilmistir. Ogrenme siiregleri icerisinde 6zellikle
yiiksekogretimde uzaktan egitim ve orgilin tiniversite egitiminde de kismen dahil edilmistir.
Boylece yiiksekogretimde bilgi ve iletisim teknolojilerinin dahil edilmesi, geleneksel
liniversite egitimine sayisiz avantaj saglamaktadir. Bu avantajlar arasinda, esneklik
vurgulanabilir, boylece Ogrenciler, herhangi bir zamanda, bir igerige erismek ic¢in bir
bilgisayar veya mobil bir cihaza sahip olarak, egitim icerigine erisebilirler. Yani bilgiye

erisim ¢ok daha hizli ve daha iiretken ve gerektiginde bilgi alinabilir bir yapidadir.

Bilgi teknolojileri sayesinde 6greten ve dgrenen arasindaki iletisim ve etkilesimde
degismistir. Iletisim ve etkilesimdeki bu degisim sonucunda, bilgi aligverisi ve aralarindaki
isbirligi daha akici olmaya basladig1 gibi, 6grenen i¢in 6grenimini kisisellestirilmis bir
sekilde gelistirmesinin yolunu agmistir. Boylece, egitim kurumlart hem 6grencilerin ilgisini
ve performanslarini, icerige erisim ve dgreten ile iletisimdeki iyilesme artirmak i¢in ve yeni
metotlarr gelistirmigtir. Universitelerde egitim ortam1 baglaminda ortaya ¢ikan birgok yeni
teknoloji vardir. Ozellikle dijital platformda uygulanan Web tabanli dgretim teknolojileri,
yigm veri deposu haline gelmistir. Bu yigin verinin analizi ve bu alandaki tekniklerin
gelismesine yeni uygulamalara neden olmustur. Ogrenci her tiirlii bilgi ve belgeye hizlica
ulastig1 gibi, 6grenci bu siirecte daha yakin izlenebilir olmustur. Ogrencinin izlenebilirligi,
ozellikle ogrenme siirecini faaliyetlerinin analizi anlamina gelmektedir. Ogrenme
faaliyetlerine iliskin izlerin takibi Ogrenme analitigi kavramini ve {iniversitelerde bu alanda
calismalar1 ve gelismeleri beraberinde getirmistir. Ogrenme analitigi kavrami tanimi,
O0grenmeyi ve gerceklestigi ortamlar1 anlamak ve optimize etmek amaciyla, 6grenciler ve
baglamlar1 hakkindaki verilerin 6l¢iimii, toplanmasi, analizi ve raporlanmasidir (Chih, vd.,

2005).

Ogrenme analitigi cesitli bilgisayar sistemleri ile dgrenci etkilesimi arasimdaki
faaliyetlere iliskin bilgileri toplar ve 6grenme ¢iktilar1 arasindaki korelasyon aramak icin
"dijital izleri" analiz eder (Manouselis, vd., 2013). Bu dijital izler, yapilandiriimis veya
yapilandiriimamis verilerden olusmaktadir. Ogrenme analitigi yazilimlar1 her bir dgrenci

icin bir 6neri modeli olusturmada, biitiin 6grencilerden toplanan yapilandirilmis ve
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yapilandirilmamis verilerden yararlanir. Boylece dersi alan 6grenci ile daha 6nce dersi alan
diger 6grencilerin aktivitelerini karsilastirir. Bu sekilde, 6grenme analitigi cogu yiiksekokul
ve Universite 6gretim siirecini gelistirmek ve iyilestirmek amaciyla kullanilan desenleri
bulmak i¢in biiylik miktarlarda toplanan verilerden istifade eder. Bu nedenle 6§renme
analitigi baglaminda egitsel veri madenciligi son yillarda ilgi gekmektedir. (Manouselis, vd.,
2013).

Ogrenme analitik en yaygin kullammi &grencilere akademik olarak basarili
olmalarinda yardimci olacak &grenme etkinliklerini artirici, gelistirici ve yol gosterici
Oneriler sunmak amaciyla tespitlerde bulunmaktir. Ayni zamanda, Yiksekogretim’de
genellikle Ogrencilerin ders calisma ve basarilarinin izlenmesiyle, ders sec¢imlerinde

yasadiklar1 zorluk nedenlerini tanimlamak i¢in Ogrenme analitigi araglar1 kullanilmaktadir.

Ogrenme Analitigi kavrami ile &neri sistemleri heniiz yeni tanismis olsa da bu
konuda yapilmis gesitli uygulamalar ve gelistirilmis araglar bulunmaktadir (Johnson, vd.,
2014). Ogrenme analitigi baglaminda gelistirilen Oneri sistemi araglarindan bazilarinin

islevleri ve uygulama bigimleri asagida kisaca agiklanmustir.

Ogrenme analitiklerinin yiiksekdgretimdeki ilk kullanim rneklerinden biri olan ve
ilk deneme projesi 2007 yilinda gerceklestirilen Course Signal’s, (ders sinyalleri) belirli bir
ders kapsaminda basarisiz olma riski yiiksek d6grencilerin dnceden belirlenebilmesi amaciyla
gelistirilmis bir projedir (Harmelen ve Workman, 2012; Arnold ve Pistilli, 2012). Purdue
Universitesi tarafindan 2007 yilinda hayata gecilen projede ders notlari, ¢alisma zamani ve
gecmis 0grenme performanst gibi 6grenci bilgi sisteminden elde edilen bilgiler 6grenme
yonetim sistemi kullanim verileri ile eslestirilerek 6grencilerin basarisizlik riski farkl
seviyelere gore siiflandirilmaktadir. Bu sayede risk seviyesi yiiksek 6grencilerin 6nceden
tespit edilerek gerekli akademik, teknik veya sosyal yardim mekanizmalarinin zamaninda
devreye sokulmasi saglanmaktadir (Johnson, vd., 2011). Course Signal’s ile bir yariyil
boyunca okutulan dersler kapsaminda A ve B notu alan 6grenenlerin sayisini %10 arttirdigi,
D ve F alan 6grenenlerin sayisini ise %6,41 azalttigi sonucu gorilmistiir (Arnold ve Pistilli,
2012). Course Signal, hangi 6grencilerin kotii performans gosterebilecegini tahmin etmek
icin bireysel 6grenci performansini analiz eder ve bdylece bu riski azaltmak i¢in olumlu

miidahalelerde bulunmaya olanak saglar (Harmelen ve Workman, 2012).
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Ogrenme analitikleri, &grencilerin akademik basarilarinin iyilestirilmesi ve
yonlendirilmesi amaciyla da kullanilabilir. Bu amacla, Tennessee Eyalet Universitesi Austin
Peay’de Tristan Denley tarafindan tasarlanan Degree Compass bir ders Oneri sistemi ilk
orneklerden biridir. Degree compass Oneri sistemi Arizona’daki Peay State
Universitesi’ndeki dgrencilerin hem giiclii yanlarin1 hem de gelismelerine 151k tutacak bir
penceredir. Degree Compass Oneri sistemi; Amazon, Netflix ve Pandora gibi sirketler
tarafindan kullanilan oneri sistemlerinden esinlenilerek tasarlanmistir. Degree compass,
hangi dersleri basariyla tamamlayabileceklerini 6nerisi sunarak 6grencilerin ders se¢ciminde

karar vermelerine yardimci olmak amaciyla kullanilmaktadir (Johnson, vd., 2013).

Degree Compass Oneri sisteminin amaci, sistemdeki Ogrencileri yeteneklerine
uygun bicimde derslerle eslesmelerini saglamak ve Ogrencilere gelecek donemlerdeki
caligmalar1 i¢in programlar Onermektir. Degree Compass, Ogrencilerin gecmis
donemlerdeki verileri 1s1ginda kisisellestirilmis bir oneri sunmaktadir. Degree Compas
sisteminde algoritmasi yararlanilan algoritma, 6grenci ders puanlar1 ve kayit verilerine
dayanan tahmin analitikleri kullanilarak bir 6grencinin kayithi oldugu programi boyunca

akademik gelisimine hangi derslerin ne diizeyde katk1 saglayabilecegi hesaplanmaktadir.

Bu hesaplamalar sonucunda olusturulan oneri listesi kayitli olunan programin
miifredatina uygun bir ¢aligma plani ile 68renciye 1’den 5’e kadar derecelendirilmis ders
onerisi sunulmaktadir. Degree Compass uygulandig: tiim kampiislerde bir 6grencinin A ve
B notu alma olasiliginin 0,62 ile 0,63 arasinda oldugu hesaplanmistir. Oneri sisteminde B
notu alacagi tahmin edilen ve bu dersi alan 6grencilerin %90’indan fazlasinin A ve B i harf

notunu aldigi gézlemlenmistir (Denley, 2013).

Ogretimi 6zellestirme, 6zellikle web tabanli 6grenim igin dgretici sistemler icin
cok onemli bir hedeftir. Genel olarak, ¢cogu 6zel sistem kisisellestirilmis hizmetler saglamak
i¢in bilgi, ilgi alanlar1 ve seceneklerin tarihini dikkate alir. isbirligine dayal: filtreleme
yaklagimi olan PEL-IRT, sunulan igerigin kullanic1 bilgisi diizeyine uyarlanmasi i¢in ders
materyallerinin zorluk parametrelerini analiz eder. PEL-IRT, kisisellestirilmis 6grenmeyi
saglamak i¢cin hem ders materyallerinin zorluklarint hem de dgrencilerin yeteneklerini analiz
eden madde cevap teorisine dayanan kisisellestirilmis bir 6grenme sistemidir (Chih, vd.,

2005).
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Montreal Universitesi Bilgisayar Bilimleri béliimiindeki lisansiistii dgrenciler igin
RARE (Recommender system based on Association RUlES) olarak tanimlanan bir ders 6neri
sistemi gelistirilmistir. RARE ders Oneri sistemi, veri madenciligi teknikleri ile oneri
sistemleri tekniklerinin birlestirilmesi yoluyla ¢alismaktadir. Gelistirilen RARE ders oneri
sistemi, Bilgisayar boliimiindeki 6grenciler igin ilgili olduklari diigiiniilen ders Onerilerini
sunar ve Ogrencilerin degerlendirmelerini istemektedir. Boylece Ogrencilerden gelen
geribildirimler ile 6grencilerin davramislarini 6rtiikk olarak analiz etmektedir. (Bendakir,
2006). Akademik kullanicilar yeterlilikleri, bagliligi ve degerlendirme cevaplarini detayli
olarak inceleyebilmektedirler. Cesitli model yonetimi, tahmin ve veri gorsellestirme
yetenekleri sistem bireysellestirilerek kullanilabilmektedirler (Harmelen ve Workman,
2012).

CourseRank, Stanford Universitesi tarafindan uygulanan bir ders 6neri sistemidir.
CourseRank, 6grenciler tarafindan 6nceden alinmis popiiler kurslar1 ve kurslar1 Onerir.
Ozellikle, bu sistem, ders onerilerinde dgrencinin mezun olmasi icin, alacagi derslerin
gerekli kosular1 saglamasi igin, bir yonlendirme sistemi gelistirmek ve belirli kisitlamalari
dikkate almaya odaklanmaktadir. Bu kisitlamalar1 kontrol etmek i¢in maksimum akis
algoritmast kullanilir. Bu sistemde O6grencilere sadece kisitlamalarin karsilanmasina
yardimc1 olmakla kalmayip ayn1 zamanda da (6rnegin, popiiler ya da benzer 6grenciler
tarafindan alinmak) arzu edilen dersleri dnermektir. Ogrencilerin Stanford Universitesi'nde
akademik programlar1 planlama siireci CourseRank sistemi kapsaminda yapilmaktadir.

(Parameswaran, vd., 2011).

Onerici sistem, karmasik bilgi ortamlar1 altinda kullanicilar icin bir karar verme
stratejisi olarak tanimlanmaktadir. Miisterilerin ihtiya¢ ve tercihlerine gore uyarlanmig
trlinler i¢in benzersiz bir satis noktasi sagladigindan, kisisellestirilmis Oneri sistemleri
siklikla e-ticarette kullanilmaktadir ( Schafer, vd., 1999 ). Bununla birlikte, son yillarda
kisisellestirilmis Oneri sistemlerinin ticari olmayan amagclar i¢in potansiyeli arastirilmaya
baslanmigtir. Bunlar arasindan egitim baglaminda; Eski kiitiiphane sistemlerinde dagitik
Oneri hizmetleri igin bir biitiinlesme stratejisi ( Geyer, vd. 2001). Genis bir iiriin yelpazesi
Oneren cesitli egitim Oneri sistemleri tasarlanmistir (Lawlws, 2003)., Web 2.0 kaynaklari
( Drachsler, vd., 2010 ).,Yabanci dil dersleri oneri sistemi ( Hsu, 2008 )., Bilingli 6grenme

Onerisi i¢in nesne baglaminda isbirligine dayali filtreleme ve ¢ikarim kurallari. (Lemire, vd.,
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2005)., Sinav ogeleri ve odevler ( Rafaeli, vd., 2004)., E-6grenmede sosyal navigasyon
destegi: Gergek ayak izleri nelerdir? (Farzan ve Brusilovsky, 2006) (Farzan ve
Brusilovsky,2005)., Bir ders tavsiyesi sisteminde sosyal navigasyon destegi ( Farzan ve
Brusilovsky,2006) ., Uygulamalar kiitiiphane sistemlerinin kullanimi gibi ¢ok farkli
O0grenme ve egitim alanlarin1 kapsamaktadir( Geyer , vd 2003)., Informal 6grenme
( Drachsler, vd., 2009 )., Mobil 6grenme (Andronic, vd. 2003)., ve benzer bir¢ok arastirma
yapilmistir. Kisissellestirilmis oneri sistemleri ile ilgili arastirmalarin bazilar1 uygulmalari

sistemlerine eklenmis ve basarili sonuglar1 rapor edilmektdir.
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3. MATERYAL VE YONTEM

3.1. Materyal

Bu tez c¢alismasinda, Yiiksekogretimde Oneri sistemlerine dayali ders segme Oneri
sistemi modellenmistir. S6zkonusu modelin gelistirilmesi siirecinde Anadolu Universitesi
2009-2014 yillar1 arasinda 6 egitim yili ve 12 yaridonem Ogrenci ders notlarindan
yaraylanismistir. Anadolu Universitesi iktisadi Idari Bilimler Fakiiltesi 6grenci verileri
yardimiyla hem zorunlu derslerde hem de segmeli dersler i¢in alabilecekleri notlar1 tahmin
edilecektir. Oneri tahmin algoritamalar1 i¢in, kullanilacak veri; Anadolu Universitesi Orgiin
Ogrenci Bilgi Sisteminden (BAUM) izni ile alinarak veri tabanina aktarilmistir. Anadolu
Universitesi 1IBF dgrencelerine ait 2009-2014 6gretim yillaridaki 6grenci not bilgileri

yillar bazinda alinarak MS SQL Server veri taban1 yonetim sistemine aktarilmistir.

Verinin hazirlanmas1 agamasimin birinci adiminda, farkli yapilardaki veriler
diizenlenerek standart hale getirilerek tek bir tablo haline getirilmistir. Bu islem adimindaki

MS SQL Server Veri tabani yonetim sistemi ekran goriintiisii Sekil 3.1’de verilmistir.

5 SQLQuery1.sql - localhost.bbatmaz (OFISMACPRO2\Sinan (34)]* - Microseft SOL Server Management Studic - o X
File Edit View Query Project Debug Tools Window Help

Pl S bl | NewQuey [ pBof | 8 A @9 - - S-E (Kb | 2 [prcit - 5 S e o

i 2 1| [bbatmaz | ¥ Becste b Debug ® 55 = 1|37 S| g0 85| = 2
Sacuenisq - - aceeczsnan 0 I

Connect~ 3] %l m T [2] \H Etlect * into Orgun| from ( +
[ localhost (SOL Server 12.0.4213.0 - C & LECT QGRETYIL. DONEMKOD, QGRNQ, KBIRIMKD, HARFNOT, HAREKATS. DRSKREDI, DRSBASDR, KAYYEYRY, DERSKOD, DERSGRUP, DRSLISAN, DERS
8 04213, OGEKIMNO. NI, NZ, N3, M4, NS, NS, N7, NS, N3, Wie, N1l [Alan Sayas:]. Basaritotu
& [ Databases 104 Orgun2eeg
(23 System Databases don AL
1 3 Database Snapshots LECT OGRETYIL, DONEHKOD, OGRNO, KBIRTMKD, HARFNOT, HAREKATS, DRSKREDI, DRSBASDR, KAYYEVRY, DERSKOD, DERSGRUP, DRSLISAN, DERSSINE, C
5 (J bbatmaz QGEKIINQ. NI, NZ, N3, MA. NS, NG, N7, NE. N3, wie, Wil [lan Sayasa]. Basaratotu
[3 Database Diagrams
(= 3 Tables 104 Orgun2e1d

3 System Tables 1den AL
FileTables LECT QGRETYTL, DONEMKOD, QGRNO, KBIRTMKD, HARFNOT, HARFKATS, DRSKREDI, DRSBASDR, KAYYEVRY, DERSKOD, DERSGRUP, DRSLISAN, DERS
Eg dbo.0 OGEKTMNO, N1, N2, N3, N4, N5, N§, N7, N8, N9, Ni@, N11, [Alan Sayisi], Basarihotu
= dbo.Orgun2002 o4 Qrgun2011
= dbo.Orgun2010 \ion ALL
& dbo.Orgun2011 LECT ) DERS
3 dbo.Orgun2012 NS, N6, N7, N8, N3, NG, N11, [Alan Sayisi], BasariNotu
& dbo.Orgun2013
= dbo.Orgun2014 o Orgun2012
idon ALL
(4 Hews LECT QGRETYIL, DONEMKOD, QGRNO, KBIRIMKD, HARFNOT, HARFKATS, DRSKREDI, DRSBASDR, KAYYEVRY, DERSKOD, DERSGRUP, DRSLISAN, DERS
1 [ Synonyms OGEKTMNO, N1, N2, N3, N4, NS, N6, N7, NS, N9, W1@, N11, [Alan Sayisi]. BasariNotu
@ [ Programmability SVSTSRE R B TR R REe SR Ry R ARy RSy Ry WRSRASIRASD SERSNASES
[ Service Broker oM orgunae13
3 Storage 0% =
3 Security .
[ iller L3 Messages

[ Omekl

) ReportServer (580136 row(s) affected)
L

| ReportServerTempDB

| Student DB

[ ZAylin
| Z_Fikret
[ Security 00% -
1 3 Server Obiects M P
qQ 5 0@ Query executed successiully. localhost (12.05P1) | OFISMACPROZ\Sinan (54) | bbatmaz | 03:00:00 | 0 rows

Sekil 3.1. Veri hazirlik asamasinda verilerin birlestirilmesi ve diizenlemesi

Verinin hazirlanmasinin ikinci adiminda ise; 14.111 farkli 6grencinin not

bilgilerini i¢eren yap1 her satir da bir 6grenci ve her bir siitunda ders kodu olacak sekilde
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satir ve siitunlara doniistiiriilerek bir matris veri elde edilmistir. Ogrencilerin birden fazla
almis olduklar1 ders ile elde edilen dikey matriste 1031711 satir veri igermektedir. Bu isleme

ait ayrintilar asagidaki tablonun ekran goriintiisti Sekil 3.2°de verilmistir

13 “buient s [DataSetl] - IBM SPSS Statisics Data Edtor Eaaa— & 2 Saa=v - T e 3
Fie Edi View Data Tnsom Anaize DireclMaretng Graphs UNiies Addns Window Heip

ELEL-EEETE R EN DL e

1031666 OGRETYIL 2003

| Kimiik OGRNO | OGROZLNO OGROZLHS| OGRETYIL [DONEMKOD| KBIRIMKD | DERSSINE YARIVLKD DERSKOD | DRSLISAN | DERSGRUP | DRSKREDI KRBASNOT  HARFNOT | DRSDEVMK DERSSTKD DRSORTGR. du

1031684 270188 206°*°5640 1 0 2002 100 5208070000 23 YBL103 1A 30 3520 FF 1 8 ™
1031685 270189 206***5640 1 0 2002 300 5208070000 23 YbL103 1 30 58.00 CB 1 8 ™
1031686 1 0 2001 100 5208070000 1 YeL161 1A 30 5180 OC 3 8 Ul
1031687 1 0 2001 300 5208070000 1 YBL161 1A 30 4240 0C 3 8 ]
1031688 1 0 2004 300 5208070000 11 YoL161 1 30 7200 88 1 8 U]
1031689 1 0 2002 200 5208070000 12 YPL162 18 20 46.00 CD 1 8 U]
1031690 1 0 2003 200 5208070000 12 YBL162 18 20 6820 88 1 8 M
1031691 1 0 2001 200 5208070000 10 YbL162 1A 20 27.50 FF 1 8 0]
1031692 1 0 2005 200 5208070000 24 YL201 18 40 5480 CC 1 8 U]
1031693 1 0 2002 100 5208070000 23 YBL202 1A 30 16.80 FF 1 8 U]
1031634 1 0 2002 300 5208070000 23 VbL202 1 30 14.50 FF 1 8 0]
1031695 1 0 2003 23 YpL202 18 30 2480 FF 1 8 0]
10316% 1 0 2003 23 YBL202 1 30 00 FF 1 8 ™
1031697 1 0 2004 35 YbL202 1A 30 57.00C8 1 8 ™
1031658 1 0 2002 23 YpL203 1 30 66.00 CC 1 8 ]
1031699 1 0 2003 35 YBL301 18 30 2050 FF 1 8 U]
1031700 1 0 2003 3 YBL301 1 30 000C 1 8 M
1031701 1 0 2004 3 YPL301 18 30 49,80 CD 1 [ Ul
1031702 1 0 2004 300 5208070000 35 YbLI0Y 1 30 5720 C8 1 8 U]
1031703 1 0 2005 200 5208070000 36 YbL302 1A 45 65.00 AB 1 8 0]
1031704 1 0 2005 100 5208070000 3 YbL305 1 30 51.00 CC 1 2 ™
1031705 270209 206 1 0 2005 100 5208070000 3 YBLI61 1 30 5840 CB 1 2 ]
1031706 270210 206***5640 1 0 2005 200 5208070000 48 YbL402 1A 45 3950 FF 1 8 M
1031707 1 0 2005 300 5208070000 48 YbLa02 1 45 60.00 CC 1 8 0]
1031708 1 0 2005 100 5208070000 47 YhL404 1A 45 56.00 CC 1 8 M
1031709 1 0 2005 200 5208070000 48 YBLA0S 1A 45 2790 FF 1 8 ™
1031710 1 0 2005 300 5208070000 48 YbL40S 1 45 6350 BC 1 8 ™

1 0 2003 300 5208070000 48 YbL406 1 30 6200 65 1 8 ™

1031711

Sekil 3.2. Hazirlik asamasinda verilerin matrise dontisiimii

Veri tabaninda dikey olarak depolanan verilerin yatay hale gelebilmesi igin veri
taban1 yonetim sisteminde pivot komutlar1 kullanilmistir. Her bir 6grencinin tek bir satir da
yer almasi saglanarak her bir derslerin bir siitun olacak sekilde veri yapilandirilmistir. Veri
setinden 335 ders kodundan olusan siitun ile 14.111 6grenci TC kimlik numarasindan
satirdan olusan 14.111x335 boyutunda bir matris elde edilmistir. Ogrencileri ayni dersi
birden fazla alma durumlarinda ise aldiklar1 en yiiksek harf notuna denk gelen katsayisi
secilerek tek bilgi haline déniistiiriilmiistiir. Iktisat Boliimii ve Isletme boliimii dgrencileri
ayr1 ayr1 algortmalar uygulancagi i¢in veri seti Boliim koduna gore iki ayr1 veri setine

doniistiiriilmiistiir.

Iktisat boliimii igin 2196 dgrenci ve 108 ders kodundan olusan &grenci-ders notu
bir veri matrisi olusturulmustur. Ayica Isletme boliimii icin 2239 &grenci ve 111 ders
kodundan olusan dgrenci-ders notu bir veri matrisi olusturulmustur. Ilk diizenlenen 14.111
Ogrenci — ders matrisinden, Fakiilte ve boliim ders katologundaki mevut acgik olan dersler
secilmigstir. Bu derslerin bazilar1 6grenci isleri merkezi sisteminde kayilidir. Ancak aktif
dersler degildir. Bu nedenle iktisat 108 ders ve isletme 111 ders olmak tizere 219 derse gore

veri matrisi temizlenmistir. Veri seti IIBF 6grencilere ait oldugunu belirtmistik, ancak
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fakiiltenin bazi boliimlerinde ¢ok az 6grenci vardir. Bu nedenle model gelistirmek ve test
etmek amaciyla 6grenci sayisi en ¢ok olan Iktisat béliimii ile Isletme bliimii dgrenci - ders

veri matrisi ile 6neri sistemi algoritmalar1 uygulanmustir.

3.2. Yontem

Internet diinya iizerinde yaygimlastik¢a, insanlar web iizerinden daha fazla bilgi
paylasabilir hale geldi. Bunun yani sira, neredeyse her internet kullanicisi paylasilan verilere
daha hizli bir sekilde erisebilmek ve asir1 veri yogunluguna karsi direnebilmek amaciyla

kullanicilar arasinda veri paylasiminin oldugu farkli veri aglarii kullanmaya bagladi

Gilinlimiizde bilgisayar ve internet hemen hemen her alani biiyiik 6l¢iide etkilemis
ve etkilemektedir. Peta byte diizeyindeki verilerin ucuz maliyetlerle saklanip islenmesinin
yolunu acan “Bulut Bilisim” ve biiylik verinin anlamlandirilmasina yonelik analiz
calismalart konumuzla ilgili ¢ok &nemli gelismeler arasindadir. Iktisat bize tiiketici
tercihlerinin nasil olustugunu belirli bir kuramsal ¢er¢evede agiklamaktadir. Benzer sekilde
pazarlama bilimi bu alandaki bilgiye katkida bulunmustur. Ancak giiniimiiz toplumlarinda
veri ve bilgi bombardimani ile akli karigsmis durumdaki tiiketici tercihlerini sekillendirmek

icin yardima gerek duymaktadir.

Web’ de kullanici kendisi i¢in gerekli olan bilgiyi arama siirecinde, ¢cok farkli ve
ilgisiz bilgi ile de kars1 karsiya kalmaktadir. Oneri sistemleri kullanicilarm ihtiyaglarina gére
iriin veya servis Oneren sistemlerdir. Sirketlerin 6neri sistemleri kullanmadaki temel amac1
satiglart artirmaktir. Bu amagcla e-ticaret satiglarini, Web sitesini inceleyen, kisilere
kisisellestirilmis Oneriler sunarak potansiyel miisteriye doniistiiren, ¢apraz satis saglayan ve
miisteri baglilig1 yaratmada Oneri sistemlerinden faydalanirlar. Ozellikle biiyiik verinin is
diinyasinit doniistiirdiigli bu donemlerde rekabetin veri iizerinden yapildigi, kar ve satis
rakamlarin1 artirmaya yonelik veya yeni lirlin tasariminda, iirlin 6nermede ve miisteri
begenisini analiz etmede, analitikler ve onlarla iligki diger calisma alanlar1 giderek 6nem

kazanmaktadir (Giirsakal, 2017).

Bu tez ¢alismasinda, kredili sistem uygulanan iiniversitelerde, dgrencilere ders

seciminde kullanilabilecek Oneri sistemi olusturulmasi amaglanmistir. Bu amagla bu tez
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calismasinda &grencilerin donemlik ders secimlerinde ya da sistem tarafindan ders
atamalarinda bir Oneri gelistirilmesi veya otomatik danisman modeli olusturulmasinda ders
Oneri sistemi Onerilecektir. Bu amagla, Yiiksekogretimde kredili sistemde egitim goren
Ogrenciler, ders seciminde daha basarili olacagi bir 6grenim donemi gegirmeleri i¢in Oneri

sistemi olugturulmasi amaciyla basari notlari tahmin edilmesi amaglanmaktadir.

Tezin ilerleyen boéliimlerinde, Yiksekogretim oOgrencileri icin ders segiminde
yardimet olacak basari notlarmin tahmin edilmesinde yontem igbirligine dayal filtreleme
tekniklerinden yararlanilmistir. Oneri sistemlerinde Isbirligine dayal: filtreleme teknikleri
arasindan ders-ders benzerligine dayali teknikleri ile 6grenci-6grenci benzerligine dayali
kiimeleme tabanli k-Ortalamalar (k-Means), En yakin Komsu ( KNN) ve boyut indirgeme
ve gizil yapiy1 belirlemeye yarayan Tekil deger ayrisimi (SVD) algoritmalari ile ders basari

tahmin sonuglar1 karsilastirilmistir.

3.3. Oneri Sistemleri

Yillar i¢inde, insanlarin daha dogru ve ilgili bilgiye ulagsmasi icin “Bilgi Filtreleme
Sistemleri” kavrami ortaya ¢ikmustir. Bilgi Filtreleme Sistemlerinin amact; kullaniciya
otomatik olarak islenmis, gereksiz ve istenmeyen verilerden arindirilmis saf bilgiyi
sunmaktir. Verileri topladiktan sonra, bilgi filtrelemede kullanarak tahminlerde bulunmak

i¢in filtrelemenin iki temel yolu vardir.

Bunlar Pasif filtreleme ve aktif filtrelemedir. Pasif filtreleme, en temel yontemdir.
Pasif filtrelemede tahminlerde bulunmak i¢in veri toplamalarini ortalamalarini (6rnegin, bir
ogenin ortalama derecesi gibi) kullanilabilir. Ornegin, en ¢ok izlenen ve begenilen film
oOnerisi pasif filtrelemedir. Bilgi filtrelemede kullanilan ikinci yontem ise Aktif filtrelemedir.
AKktif filtreleme, tahmin yapmak i¢in kullanici gegmisindeki kaliplari kullanmaktir. Bunun
bir 6rnegi, mevcut kullaniciya benzer kullanicilari bulmak ve bir derecelendirmeyi tahmin

etmek i¢in gegmis begernilerini ya da notlarin1 kullanabilir.

Bu iki yontem arasindaki fark incedir, ancak temelde Onerilerin kullaniciya 6zel
olup olmamasima baglhdir. Pasif filtrelemede, her kullanictya belirli bir {iriin i¢in ayn1

ongoriilerde bulunulur. Aktif filtrelemede, bir oneride bulunmak i¢in sistem kullanicinin
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geemis verileri ile diger kullanici benzerliklerini dikkate alir. Sonugta, aktif filtreleme, ¢ogu
kisinin isbirlik¢i filtrelemeden bahsettiklerinde kastettigi seydir. Pasif filtreleme c¢ok
kullanisli ve pratik uygulamalara sahip olsa da, kigisel bir 6neri sistemi sadece aktif

filtreleme kullanilarak uygulanabilir. Kisisellestirilmis oneri sistemleri aktif filtrelemedir.

Bu islemi yaparken de kullanict profilinin kiyaslanmasi ve benzer karakteristik
Ozelliklere sahip olan kullanicilar1 referans alarak benzer bilgileri sunmak veya 6nermek
temel almmustir. Iste bu noktada “Oneri Sistemleri” de ortaya c¢ikmustir. Bilgi
Filtreleme, Web {izerindeki (over abundance) bulluk igindeki veriyi elemenin bir
yoludur. Haber gruplari katlanarak arttikca, USENET veri tabani yoneticileri, e-yigilmay1
azaltma yolunda caba harcamislardir. Oneri yapan sistemler 1990’larm ortalarinda
Isbirligine dayal: filtreleme (Collaborative filtering) makalelerini yaymladiginda dikkatleri
iizerinde toplamstir. Onersi sistemlerinde bilgi filtreleme teknigi olarak “Isbirligine dayali
filtreleme” ayn1 zamanda aktif filtreleme teknigi uygulamasidir. 2006 yilinin Ekim ayinda
baslayan Netflix Odiilii yarigmasi isbirligine dayal: filtreleme alaninda gok yeni bir ilerleme
koriiklemistir. Ik kez, bilim adamlari, dgrenciler, miihendisler ve meraklilar1 binlerce
arastirma toplulugu 100 milyon sinema filmine ait derecelendirme-begeni puanindan olusan
bliyiik olgekli veri setine eristiler. Arastirmacilar bu veri seti iizerinde, rekabetin dogasi
geregi yeni nesil teknikleri ile yenilik¢i tahmin ve tahmin dogrulugu gelistirmek igin ¢aba
sarf etmislerdir. Boylece Netflix yarismasi Oneri sitemlerinin hizli gelisimini tesvik etmistir

(Greene.K, 2006).

Oneri sisteminde ilk formiilasyonlar daha gelismis ve yaygn istatistiki uygulamalar
ve makine 6grenme (machine learning) literatiirlinden daha ¢ok korelasyon istatistikleri ve
tahmine dayali modelleme iizerine kurulmustur. Baslangicta, Oneri sistemi, akilli ajan
sistemleri bir tiir kullanicilariyla ilgili 6geleri bilgi filtreleme sistemi yardimi ile 6neren
sistemlerdir. Buna ek olarak, onerilen 6geler filmler, Dersler ve haberler vb. gibi ¢esitli
secenekler var (Adomavicius ve Tuzhilin, 2005). Bu durumda, madde ve iiriin yaygin 6neri
sistemleri girdilerini tanimlamak icin kullanilan soyut terimlerdir (Ricci, vd., 2010). Oneri
sistemi daha resmi tanim1 daha once benzer {iriinlere ait begenisini belirten veya satin alan
kullanicilara benzer {irlinleri alan kullanicilara heniiz tamismadiklari ancak begenecegi
ongoriilen tirlinleri dnermede kullanan bir kullanict modeli olarak tanimlanabilir (Mahmood

ve Ricci, 2009). Uriinler hakkinda bilgi tanimina gore, kullanict modeli belirli bir kullanici
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icin tercih degerlerini vermek icin kullanilan bir terimdir. Oneri sistemleri, kullanicinin
begenilerini toplarken, hem bilgi topladigi kullaniciya hem de diger bir kullaniciya 6neri

sunmada kullanir. Bu islemde onerisi sisteminin kalitesini artirabilir (Ricci, vd., 2010).

Oneri sistemleri (Recommender System) son yillarda internetin gelismesiyle
beraber ¢ok yaygm olarak kullanilmaya baslanmistir.  Isbirligine dayali filtreleme
(Collaborative Filtering) algoritmas1 Oneri sistemleri i¢in en yaygm olarak kullanilan
algoritmadir. Isbirligine dayali filtreleme algoritmasi ilk olarak Tapestry sistem tarafindan
oneri iiretmek amaciyla kullanilmistir. CF (isbirligine dayali filtreleme) algoritmalar1 e-
ticaret, finans, sosyal ag, egitim gibi birgok alanlarda kullanilmaktadir (Goldberg vd., 1992)
Ancak en yaygin olarak e-ticaret sitelerinde kullanilmaktadir. Amazon, ebay, Netfilx gibi
popliler e-ticaret siteleri kullanicilara milyonlarca iiriin arasindan se¢im yapmaya yardimci

olmak amaciyla oneri sistemlerini kullanmaktadirlar (Ricci, vd., 2010).

ONERI SISTEMLERI

el B

ICERIK TABANLI iSBIRLIGINE DAYALI KARMA (HiBRIT)
FILTRELEME FILTRELEME FILTRELEME
MODEL TABANLI HAFIZA TABANLI
FILTRELEME FILTRELEME

- |
® Kiimeleme Kullanici (User) Uriin (item) Tabanh
Algoritmalar Tabanli Filtreleme Filtreleme
@® Birliktelik Kurallar

Ve Sepet Analizi
@ Yapay Sinir Aglan

Sekil 3.3. Oneri sistemleri yontemleri
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Bu donemde oOnerisi sistemleri hemen hemen her alanda kullanilabilmektedir.
Dersler, haber, miizik bu basliklarin en 6nde gelenlerindendir. Oneri sistemlerinde temel
amagc, insanlarin begenisini tahmin edip onlara bu begenileri dogrultusunda Onerilerde
bulunmaktir. Oneri sistemlerinde 6neri sunulacak alana, elde edilen veri yapisina ve amacina
gore bagvurulan yontemler birkag ana temel iizerine insa edilmistir. Bu ydntemlerin ve
algoritmalarin tiirleri ve birbiriyle olan baglantilarin1 gosteren, Oneri sistemleri yapisi

literatiirden derlenerek akis diyagrami halinde Sekil 3.3’de verilmistir.

Oneri sistemlerinde istenilen amaca ulasmak kullanilan ydntemler;

1. Isbirligine dayal filtreleme yontemi (CF — Kullanici profillerindeki ve Uriin
derecelendirme notu benzerliklere dayanir)

2. Igerige dayali 6neri iiretmek Icerik Bazli Yontem (dnerisi yapilacak 6genin
ya da tiriiniin temel icerik bilgilerine dayanarak)

3. Hibrid Yontemler (“icerik Bazli Filtreleme” ve “Isbirligine Dayali
Filtreleme” yontemlerinin birlesimine dayanarak)

4. Demografik Yontemler

5. Faydaya dayali 6neri

6. Bilgiye dayali 6neri sistemleri bulunmaktadir.

Oneri sistemleri (Recommender Systems), Isbirligine dayali filtreleme temel
varsayimina dayanir ve "...digerlerinin fikirlerine dayanarak kisilerin tercih yapmasi1" olarak
tanimlanir. Zaman i¢inde "Oneri sistemi" kavrami "igbirligine dayali filtrelemenin" 6niine
gecmistir.  Bu tiir bir sistem, "insanlarin onerilerini girdi olarak sagladiklar1 ve sistemin
bunlar1 toplayip uygun kullanicilara yonlendirdigi sistem" olarak tanimlanmistir. Sonug
olarak oneri sistemleri bugiin gecerli olan anlamiyla," ...biiyiik bir olas1 se¢cimler uzayindaki
ilging veya faydali nesneleri kisisel bir sekilde yonlendirme etkisi tasiyan, ¢ikti olarak

kisisellestirilmis Oneriler tireten herhangi bir sistem" olarak tanimlanmistir (Bennet.J, 2007).

Isbirligine dayali (Collaborative) filtrelemede bir kullanicinin eylemleri ve belirli
bir bilgi kirmmtisina yonelik analizleri daha biiyiik bir kitlenin ¢ikari i¢in kayit altina
alimmaktadir. Bu toplulugun {iyeleri yeni bilgiyi tiiketip tiiketmeme karar1 vermeden once
baskalarmin deneyimlerinden yararlanabilirler. Oziinde, isbirligine dayali filtreleme

sistemleri ‘agizdan-agiza’ tavsiyeleri otomatik hale getirmektedir. Otomatik isbirligine
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dayali filtreleme isbirligine dayali filtreleme kavramini alir ve otomasyonu, dl¢egi ve
anonim ligi ilave eder. GroupLens Usenet filtreleme sistemi otomatik isbirligine dayali
filtreleme yapabilen ilk sistemdir. O giinden bu yana, Minnesota Universitesindeki
GroupLens Arastirma Projesi isbirligine dayali filtreleme sistemleri lizerinde, isbirligine
dayali filtreleme i¢in matris depolama yontemleri, tahminleme kalitesinin gelistirilmesi i¢in
olduk¢a c¢alisma yapmistir. Bu ¢alismalardan bazilar1 igerik-tabanli filterbots
biitlinlestirilmesi, isbirligine dayali filtreleme ile bagimsiz filtreleme ajanlarini birlestirme,
tahminleme algoritmalarinin igbirligine dayali filtreleme deneysel analizleri ile bagimsiz
filtreleme ajanlarinin birlestirilmesi, SVD ile boyutun azaltilmasi ve isbirligine dayali
filtreleme tavsiyelerinin acgiklanmasi gibi alanlari da kapsayan ileri arastirmalar
gerceklestirmistir (Good, vd., 1999). Grouplens Usenet sistemiyle ayni zamanlarda, Ringo
miizik tavsiye sistemi ve Bellcore Video Tavsiyecisi gibi pek cok benzer sistem
gelistirilmistir. Bu ii¢ arastirma sisteminden ikisi ticari {iiriin olarak kullanilmaya
baslanmigtir, komsu-tabanli tahminleme algoritmasi olarak adlandirilan teknikleri
kullanmistir. Hizlarina, esnekliklerine ve anlasilir olmasina bagli olarak, komsu-tabanli
tahminleme algoritmalari halihazirda isbirligine dayali filtrelemede tahminlerin

hesaplanmasinda en etkin yollardan biridir (Goldberg, vd., 1992).

Oneri sistemleri, kullanic1 tarafindan daha 6nce benzer iiriinlere ait begenisini
belirten veya satin alan ancak, heniiz tanismadiklari ve begenecegi Ongoriilen triinleri
onermede kullanilan bir kullanict modeli olarak tanimlanabilir. Ayrica Cizelge 3,1°de Oneri
sistemleri ve Isbirligine dayal: filtrelemenin literatiire dayali olarak yillara gore tanimlari

verilmistir (Manouselis, vd., 2013).
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Isbirligine dayali filtreleme en basit anlamiyla insanlarin, bir bagkasimin filtreleme siirecine, onun
okuduklarina gosterdigi tepkileri kaydederek yardimci olmak iizere isbirligi yapmasidir (Goldberg, vd.
1992).

Toplumsal bilgi filtrelemesi 6ziinde ‘agizdan agiza’ Oneri siirecini otomatik hale getirir: mallar bir
kullanictya kendisiyle benzer begenilere sahip baska insanlarca belirlenmis degerlere bagli olarak 6neri

edilir (Shardanand ve Maes 1995).

Tipik bir 6neri sisteminde insanlar girdi olarak onerilerini sunarlar ve sonrasinda sistem bunlar toplar ve

uygun alicilara yonlendirir (Resnick ve Varian 1997).

Oneri sistemleri, genellikle begenecekleri iiriinleri konumlandirma gibi bunaltic1 bir iste tiiketicilere
rehberlik etmek ic¢in kullanilir ki burada bilgi uzmanlarin sundugu manuel olarak kodlanmis bilgi

olabilecegi gibi tiiketicilerin davraniglarindan veri madenciligi ile iiretilen bilgi de olabilir (Schafer, 2001).

‘Isbirligine dayal1 filtreleme’ terimi bir grubun bilinen tercihlerinin yeni bir kullamcinin tercihlerinin
tahmin edilmesi amaciyla kullanildig1 bir teknigi ifade eder; yeni kullanicilara sunulan 6neriler de bu
tahmine dayanir. Onerilen diger terimler ise ‘toplumsal bilgi filtrelemesi’ve ‘6neri sistemleridir’ (Pennock

ve Horvitz 1999;Goldberg, 2001).

Oneri sistemleri topluluk bireylerinin gériislerini kullanarak o topluluktaki diger bireylere ihtiyaclarina

veya ilgilerine en uygun bilgi veya iiriinleri sunan sistemlerdir (Konstan, 2004).

Oneri sistemleri —belli bir kullanicinin belli bir maddeyi begenip begenmeyecegini 6n goérmek icin
kullanilan kisisellestirilmis bilgi filtreleme (tahmin problem) veya belli bir kullanicinin ilgilenebilecegi N
sayida madde kiimesini tanimlamak (top-N 6neri sorunu) igin kullanilan sistemdir (Desphande ve Karypis,

2004).

Oneri sistemleri, o topluluktaki bireylerin potansiyel olarak yorucu secenege sahip ili igerigini daha etkin
bir sekilde segmelerine yardimei olmak {izere o topluluktaki kullanicilarin goriiglerini sunar (Herlocker vd.,

2004).

Kisisellestirilmis 6neri sistemi tiiketicinin gegmis davranislari ve diger kullanicilarin benzer tercihlerinden
¢ikarim yoluyla tiiketiciye bire bir hizmet sunabilir. Kigisellestirmenin amaci kisiye tam olarak ne istedigini

sormaksizin 6neri sunmak ve kisiler arasi etkilesimin toplumsal bilesenini ele ge¢irmektir (Hung, 2005).

Oneri sistemleri kullanicilara acik ve ortiik tercihleri, baska kullanicilarm tercihleri ve kullanic1 ve madde

ozellikleri temelinde ilgi duymasi muhtemel maddeyi 6nermektedir (Schein vd., 2005).

...¢1kt1 olarak bireysel oneriler {ireten veya kullaniciy1 olas: segenekler iginde faydali nesneye kisisel bir

sekilde yonlendirme etkisine sahip herhangi bir sistemdir(Burke 2002; Lops vd., 2011).

Oneri sistemleri &neride bulunan kisisellestirilmis bilgi kaynaklaridir: 6neriler muhtemelen bir kullanicinin
yararma olacaktir... Oneri sistemi, bilgiyi ele gegirme sisteminden, kullanicilarin kendi aralarindaki

etkilesimlerinin semantik (gostergebilimsel) yapisiyla farklilagir (Burke, 2007).

. aktif kullanicinin tercihlerini makul sekilde tahmin edebilmek igin bagka kullanicilarin goriisleri

secilebilir ve birlestirilebilir (Ekstrand, 2010).
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3.4. Oneri Sistemleri Bilesenleri

Bir 6neri sistemi genel olarak 5 temel bilesenden olusur. Ancak ticari isletmeler i¢in
oneri sistemlerinde bu bilesenler ekiplerine ve hedeflerine gore degisiklik gosterebilir
(Isinkaye, vd., 2015). Oneri sisteminin temel 5 bileseni izleyen kisimlarda agiklanmustir.

Sekil (3.4)’de Oneri sisteminin ana temel 5 bileseni sematik olarak verilmistir.

1 Veri toplama ve siireci

b

2 Oneri Modeli

Oneri Siireci

4 Cevrimici (Online) Modiiller

¢

5 Kullanici Arayiizii

Sekil 3.4. Ders oOneri sistemi temel bilesenleri
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3.4.1. Oneri sistemlerinde veri toplama siireci

Oneri sistemlerinde veri toplama siireci énemli bir siiregtir. Uretilen oneri kalitesi
veri kalitesi ile sinirhidir. Dolayisiyla toplanan veriler gereksiz bilgi barindirmamali, hedefe
yonelik gerekli 6l¢timler belirlendikten sonra veri toplanmalidir. Bu nedenle 6lgme ve dl¢iim
araclar1 6nemlidir. Veri toplama islemi sonrasinda verinin bazi 6zelliklere gore ayiklanmasi
“veri temizleme” ya da klasik veri madenciligi tanimina gore giriilti azaltma
stirecidir. Ek olarak, farkli karakteristik yapilara sahip degisken sonuglarini birbirlerine
benzer hale getirebilmek icin normallestirme islemi yapilarak, tiim degisken sonuglari
[0,1]temsil edilirler. Sosyal aglar, Internet siteleri, mobil cihazlar gibi ¢ok farklh
kaynaklardan toplanan veri ve bilgilerin glivenli bir bicimde nerede ve nasil depolanacagi
sorunu yavas kendisini gostermektedir. Toplanan bu veri ve bilgileri elinde bulunduranlar,

artik veri veya bilgiyi piyasada alinip-satilan bir {iriin haline getirmislerdir.

Oneri sistemleri, bilgi tanimima gore kullanicimin iiriinler hakkinda verdigi tercih
ya da begerni degerleridir. Oneri sistemlerinde kullanicidan toplanan bilgi, iiriinler i¢in
begenilerini yildiz verme vaya 1-5 arasinda dlgek puanlamasi seklindedir. Oneri sistemi
toplanan bilgiyi hem bilgi topladigi kullanici i¢in hem de diger bir kullanici igin kullanir. Bu
islem de 6neri sisteminin kalitesini artirabilir. Oneri sistemleri daha ¢ok film, Dersler, haber,
makale, uygulama sistemleri ve Web siteleri i¢in olusturulabilir. Tipik bir oneri sistemi,
kullanic1 bilgisinden yararlanarak, kullanicinin daha onceden incelemedigi ancak
kullanicinin begenecegi diisiiniilen iiriinleri dnerir. Oneri sistemleri, verileri agik ya da kapali

bi¢imde ele alir (Adomavicius ve Tuzhilin, 2005).

Sistem, normalde kullanicidan, sistem arabirimi araciligiyla, modelini olugturmak
ve gelistirmek icin Ogeler igin derecelendirmeler yapmasini ister. Onerinin dogrulugu,
kullanict tarafindan saglanan oylarin sayisina baglidir. Bu yontemin tek eksikligi,
kullanicilar i¢in caba gerektirmesi ve kullanicilarin daima yeterli bilgi vermeye hazir
olmamasidir. Agik bildirimlerin kullanicilardan daha fazla ¢aba harcamasi gerekmesine
ragmen, hala daha giivenilir veriler sagladig1 ve oneri siirecinde seffaflik saglayarak, biraz
daha yiiksek algilanan 6neri kalitesiyle sonu¢landigi goriiliiyor. Acik veri i¢in izleyen
ornekler siralanabilir (Vialardi, vd., 2009). Kullanicinin iriinler igin belirli bir 6lgek

kullanilarak (ikili veya daha fazla segenek ) oy (begeni derecesi) vermesi istenir.
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. Kullanicinin iiriinleri begenisine siralamasi istenir.  Ornegin, kullanict
= Kullanic iki farkli 6geden (iirtinlerden) en sevdigini seger.

= Kullanici iiriin segeneklerinden, en begendigi iirlinlere ait bir liste yapar.

Sistem, satin alma ge¢misi, web gezinme ge¢misi ve bazi web sayfalarinda
harcanan siire, kullanici tarafindan takip edilen baglantilar, e-postanin icerigi ve digerleri
arasinda diigme tiklamasi gibi kullanicilarin farkli eylemlerini izleyerek kullanicinin
tercihlerini otomatik olarak degerlendirir (Gadanho ve Lhuillier, 2007). Ortiilii geribildirim,
kullanicinin tercihlerini sistemle olan davranislarindan ¢ikararak kullanici yiikiinii azaltir.
Bu yontem kullanici ¢abasi gerektirmiyor, ancak daha dogrulugu daha azdir. Ayni zamanda,
ortiik tercih verilerinin, kullanicilarin toplumsal agidan istenen bir sekilde yanit vermesinden
kaynaklanan bir 6nyargi bulunmadig1 ve kisisel c¢ekinceler duymadigindan dolayi, daha
objektif olabilecegi ileri stirtilmistiir (Fisher, 1993). Kapali veri igin izleyen Ornekler

siralanabilir,

. Kullanicinin web sitesindeki aktif siiresi, ziyaret sikligi, tirtin(sayfa) tiklama sayilar
incelenir.

= Cevrim i¢i magazalarda kullanicinin inceledigi tiriinlerin belirlenir.

= Kullanicinin 6geyi goriintiileme siiresi tespit edilir.

. Kullanicinin ¢evrim igi sayfalarda satin aldig1 6gelerin kayitlar: tutulabilir.

. Kullanicinin sosyal aglar1 incelenerek, tirtinler hakkindaki begenileri tespit edilir.

. Oneri sistemlerinin dikkate aldig1 kullanici 6zellikleri yas, egitim, cinsiyet, meslek ve
yasadiklar1 sehir demografik bilgiler gibi statik olabilirken; kullanicilarin sistemle
etkilesimleri, ge¢mis alisverisleri, inceledikleri iiriinler, gezindikleri Web siteleri,
arama motorlarindaki aranilan anahtar kelimeler veya sosyal aglardaki begenileri gibi

dinamik veriler de olabilir.

Oneri sistemlerinde, toplanan verinin tiirii ©neri sisteminde uygulanacak

algoritmalarin ve tekniklerin segilmesinde siiflamasinda énemlidir. Oneri sistemleri igin
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veri tiirli on madde halinde simiflanabilir. (Goldberg vd., 1992; Adomavicius ve Tuzhilin,
2005).

1.) Ogeler x kullanicilar: Skaler bir rakam, puan, Evet-hayir seklinde ikili veriler veya
Tag verileriyle giinliikkler (derecelendirmeler, satin almalar, géz atma ...). Metin
verileri ile 6gelerin kullanicilara ait degerlendirme anketleri ya da forumlar.

2.) Kullanicilar x kullanicinin sos yo-demografik verileri: Istemci dosyalari. Cografi
pazarlama dosyalari.

3.) Kullanicilar x 6ge meta verileri: Kullanicilarin 6ge ozellikleri veya etiketleri
tizerindeki tercihleri bildirildi.

4.) Kullanicilar x kullanicilar: Sosyal agda arkadas gruplari. Burada sosyal aglardaki
node (diigtimler).

5.) Ogeler x dgeler: HTML sayfalar1 arasindaki baglantilar. "lgili arama" cihaziyla
baglantil1 6geler.

6.) dgeler x meta veriler: Uriin katalogu. Metin uygulamalari i¢in belgeler x anahtar
kelimeler. Etiketli 6geler.

7.) 6geler x kullanicimin sos yo-demografik verileri: Ornegin bir kampanya igin belirli
pazarlama segmentasyonu (boliinmesi).

8.) Meta veriler x kullanicinin sos yo-demografik verileri: Ornegin, bir kampanya icin
genel pazarlama segmentasyonu (boliinmesi).

9.) Oge meta verileri x 6ge meta verileri: Tiir, tiirler, anahtar kelimeler arasinda baglant:
veren es anlamli kelimeler.

10.) Kullanicinin sos yo-demografik verileri x kullanicinin sos yo-demografik verileri:
Ornegin, bir toplanti sitesi i¢in bir oncelik boliimleme. Ozellikle pazarlama

segmantasyonu (boliinmesi), sos yo demografik siniflama 6zellikleri.

3.4.2. Oneri Modeli

Oneri sistemlerinin gekirdek bilesenidir. Kullanicilara, nerisi yapilacak {iriin
bilgisi, kullanici tercihleri, kullanicilara 6nerisi sunulacak iiriinler i¢in kullanicinin gegmis
begeni puanlar1 gibi verileri almaktan sorumludur. Bu modelde 6neri sistemi elde ettigi

veriye bagli olarak amaca yonelik kullanacagi algoritmalarin ya da hangi yontemlerden
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yararlanildig1 veya 6geler (iirlinler) i¢in kestirimlerin yapildigi ve onerilerin olusturuldugu

stiregtir (Resnick ve Varian, 1997).

3.4.3. Oneri Siireci

Oneri modeli tarafindan olusturulan dneriler, genellikle kullanicilara gdsterilmeden
once bazi ek diizenlemeler (post-processing) gerektirir. Oneri siirecinde, diizenleme
onerinin dogrulugunun belirlenmesinden sorumludur. Kullanicinin ihtiyaci olan iiriin
alternatiflerini genisleterek ¢esitlilik yaratan bir siirectir. Bu bilesen sistemin gereksinimine

bagli olarak ger¢ek zamanli ¢evrimigi olabilecegi gibi, ¢evrimdisi da olabilmektedir.

3.4.4. Cevrimici (Online) Modiiller

Oneri modeli bileseninde iiretilen onerilerin, diizenlenmesinden sonra, Oneri
performansi, kullanim raporlar1 ve giinliiklerin saklanmasi gibi 6neri modeli bilesenini

olusturur. Kisaca kullanici ile 6neri sistemi arasindaki etkilesimin oldugu bilesendir.

3.4.5. Kullanic1 Ara yiizii

Oneriler olusturulduktan sonra, bu onerileri kullanicilara aktarmak gerekir. Bu
aktarma i¢in kullanilan arag¢ ara yiiz (arabirimi) bilesenidir. Bu bilesen Oneri sistemlerinde
kullanicilara sunulan &neriler ile etkilesimi tanimlar. Oneri sisteminin kullanislilig: ile

kullanicr ara yiiziin kullanislilig1 arasinda biiyiik bir iligki oldugu agiktir.

3.5. Oneri Sistemlerinde Kullanilan Yontemler

Oneri sistemleri son yillarda internetin gelismesiyle beraber ¢ok yaygin olarak
kullanilmaya baslanmistir. Oneri sisteminde ilk uygulamalar, gelismis istatistiki teknik
kullanim1 ve makine 6grenmeden daha ¢ok korelasyon istatistikleri ve kestirime dayali
modelleme iizerine kurulmustur. Oneri sistemi yontemlerini anlatirken goz Oniinde
bulundurulmasi gereken unsur, Oneri sistemlerinin temelinde bilgi filtrelemesini
bulunmasidir. Genel olarak bilgi filtreleme yaklasimlari igbirligine dayal filtreleme, icerik
filtreleme ve her iki tipin bir karmasi olan Melez (hibrid) filtreleme olmak {izere ii¢ ana gruba

ayrilirlar. Bunlarin yani sira Demografik, Faydaya dayali ve Bilgiye yontemler dayali olarak
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siralanirlar.  Bir isbirligine dayali Oneri sistemi i¢in iki ana yaklagimlardan biri olabilir:
kullanici tabanli algoritmalar (ya da sosyal filtreleme) ve madde-tabanli algoritmalar (Ricci,
vd., 2010). Isbirligine dayal filtrelemede, icerik tabanl1 sistemlerin aksine, tavsiye edilen
kalemlerin i¢eriginden bagimsizdir ve bu nedenle kendi aralarinda farklilik gosteren 6geleri

tavsiye edebilir (Su ve Khoshgoftaar, 2009).

3.5.1. Isbirligine dayal filtreleme yontemi

Isbirligine dayali filtreleme, tipki bir arkadas tavsiyesi niteligindedir. Her giin
insanlar birbirlerine film, Dersler, tatil, miizik 6neriyorlarsa, isbirligine dayal filtrelemede
de oneriler benzer bicimde “madem bu kitab1 begendiniz, o halde sana dnerecegim su kitab1
da begenirsiniz” yaklasimini icerir. insanlar film izlemek icin 6neri arayisina girdiklerinde,
kendilerine benzer film zevkleri olan, benzer Dersleri daha 6nce alan, bu derse iliskin

hoslanan veya basaran arkadaslarina sorarlar veya onlarin dnerilerini benimserler.

Isbirligine dayali filtrelemenin amaci, aktif kullanicinin tercihlerini, bir grup
kullanicinin tercihlerine dayanarak kestirmektir. Ornegin, aktif kullanicinin ve diger
kullanicilarin filmler i¢in verdikleri begen puanlarimi veri olarak ele alirsak, sistem aktif
kullanicinin gérmedigi filmleri nasil derecelendirece@ini kestirebilir. Isbirligine dayali
filtrelemede temel yaklasim, kestirimlerin veya onerilerin benzer kullanicilarin goriislerine

dayandirilmasidir.

3.5.2. Icerik tabanh filtreleme

Icerik tabanl filtreleme (Content Based Filtering), oneri sistemlerinin diger bir
onemli kategorisidir. Isbirligine dayali filtrelemeden temel farki kullanici benzerligine degil,
tirtinlerin benzerlik 6zelliklerine odaklanilmasidir (Adomavicius ve Tuzhilin, 2005). Burada
amag, kullanicinin tercih ettigi iiriinlere benzer 6zelliklere sahip iiriinlerin 6nerilmesidir. Bu
Oneri sisteminde, kisiler arasinda benzerlik arastirmadigi i¢in hi¢ kimsenin tercih etmedigi
triinler de aktif kullaniciya Onerilebilir. Oysa isbirligine dayali filtrelemede bu miimkiin
degildir. Icerik Tabanli Filtreleme, igerigin belirli bir 6zellik seti altinda gruplanmasi ve
kullanicr profilini temsil eden belirli 6zelliklerin listesi ile uyum saglamasi sonucunda bazi

ieriklerin filtrelemesidir. Igerik tabanli filtrelemede kullanicilarin daha énce begeni puani
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verdikleri iirtinleri ya da igerikleri kaydetmek suretiyle bir kullanici profili olusturulur
(Herlocker, vd., 2004). Daha sonra bu profile bakarak kullanici i¢in en uygun, en benzer

Ozellikteki icerik ya da {iriin 6neri olarak sunulur.

Icerik tabanli filtrelemenin bazi dezavantajli yonleri de bulunmaktadir. Igerik her
zaman kolayca analiz edilebilecek bir bigimde olmayabilir. igerik tabanli filtrelemede, resim,
miizik ve video tiirlerini igeren ¢oklu ortam igeriklerinin analizi ve siiflandirilmasi ya tam
anlamiyla miimkiin olamamakta, ya da elle simiflandirilmast gerekmektedir. Bunun
sonucunda ise, igeriklerin oldukca kisithi bir 6zellik seti iizerinden degerlendirilmesi

gerekebilir.

Icerik tabanli filtrelemede karsilasilan bir diger kisitlama da kullanici profillerinin
olusmasindan sonra, bu profile uymayan diger igeriklerin, ne kadar ilging ya da giizel
olurlarsa olsunlar, éneri edilme imkanlarmin kalmamasidir. Ornegin bir Miizik &neri
sisteminde, kullanic1 daha 6nce Tiirk Sanat Miizigi dinlememis ise Tiirk Sanat Miiziginin en
popliler sarkilari dahi Onerilmeyecektir. Bu durumda kullanicinin bu igerikten haberi

olmayacaktir.

3.5.3. Hibrit oneri sistemleri

Bu yontemdeki temel amag, Oneri sisteminin kalitesini arttirmak i¢in isbirligine
dayal filtreleme ve igerik tabanh filtrelemeyi birlestirerek, Melez (hibrit) bir yaklasima
basvurulmasidir. Boylece her bir yontemin ayr1 ayr1 dezavantajlarini bertaraf etmek veya

avantajlarindan yararlanmak miimkiin olabilir (Su ve Khoshgoftaar, 2009).

Isbirligine dayali dneri sistemleri ile igerik tabanli filtreleme sistemlerinin birlikte
kullanilmasidir. Igerik tabanli filtreleme ydntemleri, kullanicilar igin dneri yapilmak istenen
ogeler, iriinler (sarki, film, Dersler vs.) ile ilgili bilgiler kullanilarak benzer iirlinlerin
onerilmesidir. Isbirligine dayali filtreleme yonteminin galisma prensibi ise diger kullanict

ve/veya kullanici gruplarinin 6neri ve dngoriilerine dayanir.

Bir kullaniciya tavsiyede bulunabilmek i¢in diger kullanicilarin benzer igeriklere

verdigi degerler kullanilir. Kullanicilar arasindaki benzerliklere gore diger kullaniciya
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benzer iiriin Onerilerinde bulunulur. Bu yontem Hibrit (melez) filtreleme yontemi olarak
adlandirilir. Bu yontemde Isbirligine dayali ve Icerik tabanli filtreleme sonucunda elde
edilen Oneri sonuglar1 birlestirilir. Daha sonra iiriin bilgileri ve oneriler tek bir gosterimde

kullaniciya sunulur.

3.5.4. Demografik yontemler

Bu yontemde; benzer davranis gosteren kisileri arastiran isbirligine dayali
filtreleme ile benzerlik gdstermektedir. Bu yontemde temel olarak kullanicilarin demografik
Ozelliklerinin benzerligi dikkate alinir (Su ve Khoshgoftaar, 2009). Demografik bilgi
kullanicinin sisteme kayit olurken verdikleri bilgilerdir. Dolayisiyla oneri sistemleri icin ilk

dikkate alinacak veri bu bilgilerdir.

Ayrica giiniimiizde sosyal paylagim sitelerinin de yayginlagsmasi ile neredeyse
kullanicilar i¢in gizlilik ortadan kalkmis, bunun sonucunda kullanicilarin bir¢ok kisisel ve
demografik bilgileri agik hale gelmistir. Ancak demografik yontemlerin en biiyiik

sorunlarindan birisi, kullanicilarin demografik bilgileri toplanirken karsilasilan zorluklardir.

Bir diger zorluk ise, demografik bilgilerin genellikle sabit kalmasi, insanlarin zevk
ve tercihlerinin zaman igerisinde daha hizli degismesidir. Dolayisiyla bazi durumlarda
demografik bilginin ¢ok genel kalmasi ve de kisilerin gergek yaslari ile hissettikleri
yaslarinin farkli olmasi durumu ortaya ¢ikabilir. Demografik 6zelliklerin degisim hizinin
giinliik tiketim hayatindaki degisim hiziyla paralellik gostermemesinden dolayr Oneri
sistemlerinde benzerlik kurulmasi zor oldugundan konuya olan arastirmaci ilgisi azalmistir
(Towle ve Clark, 2000). Fakat baz1 durumlarda, kullanicilara bir 6neride bulunulabilmesi
sadece demografik bilgiler sayesinde yapilabilir. Ornegin, bir kullanic1 sisteme yeni kayit
oldugunda, ge¢mis davranis bilgisi bulunmadigindan, demografik bir benzerlik kurmak

faydali olabilmektedir.

3.6. Isbirligine Dayah Filtreleme Islem Adimlar

Isbirligine dayali filtreleme, film ve miizik gibi meta verilerle kolayca ve yeterince

tanmimlanamayan igerik igin igerikten bagimsiz bir tahmin teknigidir. Isbirligine dayal:
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filtreleme, kullanicilar ve iirlinler arasindaki baglantilar1 kuran bir veri tabanini kullanir
(Sarwar, vd., 2000). Kullanict igin 6neri iiretilmesi istendiginde sistem, benzer tercihlere
sahip diger kullanicilar1 arastirir. Benzer kullanicinin bulunmasi sisteme ve veri miktarina
baghdir. Isbirligine dayali filtrelemenin temel varsayimi; A ve B kullanicilart n tane
iriinii/hizmeti benzer sekilde siraliyorlarsa veya satin almada, dinlemede, izlemede benzer
davraniglart gosteriyorlarsa, diger iiriinleri/hizmetleri de benzer sekilde siralarlar olarak
ifade edilebilir. Isbirligine dayali filtreleme kullanicilarin  {iriinler hakkindaki
derecelendirmelerini kullanarak, oylanmamis triinler hakkinda oneriler tiretir (Ricci, vd.,
2010). Bu islemi gergeklestirmek igin n sayida kullanicidan m sayida {iriin (daha dnce satin
aldig1 veya degerlendirme yapabilecek kadar bir fikre sahip oldugu iiriinler) hakkinda bilgi
(6rnegin, puan) toplar. Bir dneri sisteminde Isbirligine dayali filtreleme ydntemi, problem
tanimlandiktan sonra 3 temel adimda kestirim yapabilmekte ve 6neri olusturmaktadir. Bu
adimlar;

Problem tanimu,

Benzerlik hesaplama,

Komsulari belirleme,

P W npoE

Oneri hesaplama, begeni puani kestirimi bi¢iminde siralanabilir.

Isbirligine dayal filtrelemede hedef kullaniciya kisisellestirilmis 6neri sunar. Bir
{irlin i¢in begeni 6neri tahmini hesaplandiktan sonra en yiiksek begeni puani olan bir Ust-N

Onerti listesi sunulur.

Isbirligine dayali filtreleme teknigi, kullanicilarin dgeler igin tercih ettigi bir veri
taban1 (kullanict 6gesi matrisi) olusturarak calisir. Ardindan, Onerilerde bulunmak igin
kullanici profilleri arasindaki benzerlikleri hesaplayarak kullanicilar ile alakali ve tercihlerle
eslestirir. Isbirligine dayali filtreleme sisteminde, m x n boyutlu bir kullanici-iiriin matrisi
olusturulur. Bu matris i¢inde, n kullanici ve m iiriin sayisidir. Matris ¢esitli tirtinler hakkinda
kullanicilarin tercihlerini igerir. Bu tercih matrisinde, q hedef 6gesi i¢in bir tahmin elde
etmeyi hedefleyen a gibi bir aktif kullanici sisteme oy/puan bilgilerini tanimlar. Bu aktif
kullanict i¢in q tirlinii hakkindaki tahmin (paq), birbirine en ¢ok benzeyen kullanicilar
secilerek elde edilir. Isbirligine dayali filtreleme sistemi, tiiketici/kullanici tercihlerinin
korelasyon iginde oldugu varsayimina baglidir. Burada temel fikir, aktif kullanicinin onun

diisiincelerine benzer diisiincelere sahip kisilerin tercih ettigi {irlinleri tercih edecegidir.
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Isbirligine dayali filtreleme icin en yaygin yaklasim, kullanici odakli en yakin komsuluk
tabanli yaklagimdir.

3.7. Isbirligine Dayah Filtrelemede Problem Tanimi

Isbirligine dayali filtreleme, n tane kullanicinin, m tane iiriin icin begeni puanlarini
kestirme problemidir. Bu problemin ¢dziimii, Isbirligine dayal filtreleme ile kullanicinin
elde mevcut bilgilerinden yararlanilarak, 6rnegin; daha once izledigi filmlere vermis oldugu
begeni puanlart ile heniliz izlemedigi ancak sistemde var olan diger filmler i¢in begeni
puanini kestirerek ¢6ziim elde edilir. Begeni puani herhangi bir kullanicinin, izledigi film,
TV Programi, okunan Dersler, dinlenen miizik veya satin alinan iriin igin, (1-5) araliginda
siralanmis (1= Hi¢ begenmedim, 5= ¢ok begendim) olmak {iizere rakam, yildiz verme
seklindedir. Veya begendi (0) —begenmedi (1) seklindeki ya da satin almad1 (0) -satin aldi

(1) seklindeki 0 ve ya 1 degeri verilen ikili puanlardan olusurlar.

Oneri sitemlerinde kullaniciya veya iiriine ait begeni puanlar1 bir vektor veya dizi
ile ifade edilmektedir. isbirligine dayal: filtrelemede hedef kullanici igin, sistemdeki m tane
iriin i¢inde olan ancak kullanicinin heniiz karsilagsmadig iirlinler i¢in begeni puanlari
kestirilir. Kestirim yapilabilmesi i¢in hedef kullanicinin ve diger kullanicilarin ge¢mis
bilgilerinden (begeni puanlarindan) yararlanilir. Bu kullanicilar komsu adi verilen bir grup
olustururlar. Bir kullanici, daha 6nce oy kullanmadigi, ancak komsulugundaki kullanicilar
tarafindan olumlu degerlendirilen 6geler i¢in oneri iiretilir. Isbirligine dayali filtreleme
tarafindan {retilen Oneriler ya ongorii ya da tavsiye olabilir. Tahmin, kullanici 1 i¢in j
maddesinin 6ngoriilen skorunu ifade eden sayisal bir deger Rij'dir, Kestirim sayisal bir
degerdir ve O0rnegin begeni derecelendirme 1-5 arasindaysa, belirli bir iirlinlin belirli bir
kullanict i¢in begeni kestirimi ayni araliktaki bir rakam ile belirlenir. Kestirilen bu begeni
puani degerine gore dneri yapmak olanakli olur. Oneri, aktif kullanicinin en fazla begenecegi
kestirilen n tane iiriiniin listesidir. Kestirim yapilan n tane madde i¢in Oneri listesi olusturur.
Oneri listesinde tiim {iriinleri 6nermek kullanici igin bir fayda saglamayacagindan, begeni
puani (ya da 6neri puani) en biiyiik olan iiriinlerden olusan Ust-N 6neri listesi olusturulur.

Isbirligine dayali filtrelemede problem (U, I, R) iicliisii ile tanimlanir (Sarwar, vd., 2002).
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Burada;

U: Kullanict; Ui, 1’inci kullanict olmak tizere, i={1,2,......... ,n}, n kullanici sayisini
belirtir.

I: Uriin; Ij, j’inci iiriin olmak iizere, j=1={1,2,......... ,m} ve m iirlin sayisin1 belirtir.

R kestirilen derecelendirme degeridir; (0, 1) araliginda veya (1, 2, 3, 4, 5) araliginda
kesikli ya da stirekli degerler alabilir. Bu tez ¢alismasina 0-4 arasinda siirekli bir deger alan
basar1 puanlar1 ayn1 6l¢me diizeyinde kestirim yapilacaktir. (U, I, R)’in bir islevi (u, i, 1) ile
gosterilir. (u, 1, r); u kullanicisinin i tirlinii i¢in r ile derecelendirmesidir. Burada amag¢ R(U,
I) gegmis derecelendirme degerlerinden R'yi kestirmektir. Isbirligine dayali filtreleme
Kullanici-benzerligi ve Madde benzerligine dayanan iki temel yaklasimda da 6nce kullanici
tabanli yaklagimda kullanicilar arasindaki benzerlik, madde tabanli da ise maddeler(6geler-

tirtinler) arasindaki benzerligin hesaplanmasi gerekir (Isinkaye, vd., 2015).
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Sekil 3.5. Ders segme Oneri sistemi i¢in problemin sematik gosterimi
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Bu tezde problem olarak; Yiiksekogretimde oOneri sistemleri tekniklerinden
Isbirligine dayali filtreleme tekniginde yararlanarak, tahmin modeli (Sneri motoru)
olusturmaktir. Isbirligine dayali filtreleme tekniginin problem tanimi sematik olarak Sekil

3.5.”de gosterilmistir.

3.8. Benzerlik Ve Uzakhk Hesaplamada Kullanilan Olgiitler

Oneri sistemlerinde, 6ncelikle problem tanimindan sonra benzerliklerin
hesaplanmas1 gerekmektedir. Bu benzerlik diizeyine gore kullanici (user) veya iiriin (item)
kendilerine en benzer olan digerleri ile gruplara etiketlenir. Boylece veri matrisinden
yararlanarak kullanici veya iiriin kiimeleri olusturulur. Kiime, birbirlerine yakin bireylerin
cok boyutlu uzayda olusturduklar birlik olarak ifade edilebilir. Bu durumda kiime kavrama,
“benzerlik" ve ‘“uzaklik" kavramlarini ifade etmektedir. Kiimeleme analizi Oncesinde
benzerliklerin hesaplanmasinda uzaklik 6lgiitlerinden yararlanilir (Su ve Khoshgoftaar,
2009).

Verilerin geometrik olarak gosteriminde ikiden fazla boyut oldugunda noktalar1 ve
birbirine olan uzakliklarini ¢ok boyutlu uzayda hesaplamak ve gostermek gerekmektedir. P
tane degiskene iligkin birimler ya da degiskenler arasindaki uzakliklar1 hesaplamak i¢in en

sik kullanilan 6lgiitleri:

1. Minkowski Uzakligi,
2. Oklid ( Euclide ) Uzaklig1
A. .Olgekli Oklid Uzaklig
B. Binary Oklid Uzaklig1
Pearson Uzakligi,
Manhattan ( City-Blok ) Uzakligi,
Mahalanobis Uzakligi,
Hotelling T2 Uzaklig1,
Canberra Uzaklig1,

O N o g B~ W

Cosine, olarak siralanabilir.
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Temel olarak birim ya da degiskenler aras1 benzerlik ya da uzakliklar hesaplanirken
geometrik yaklagimlardan yararlanilir. isbirligine dayali filtrelemede en yaygin kullanilan
Pearson korelasyon ce Kosiniis benzerlikleri agiklanacaktir. Geometride koordinat
sisteminde yer alan iki nokta arasindaki en yakin uzaklik Pisagor bagintisina gore
bulunabilir. Dolayisiyla koordinat sisteminde yer alan A ve B noktalari arasindaki dogrusal
uzaklik, A’nin koordinat A(X1,Y1) degerleri ve B’nin koordinat degerleri B(X2, Y2) olmak

tizere denklem (3,1) deki Pisagor bagintisina gore;

d(AB)=y(x %) +(y,-.)
(3.1)

Olacaktir.

Verilerin geometrik olarak gosteriminde ikiden fazla boyut olmasi durumunda,
noktalarin birbirine olan uzakliklarini ¢ok boyutlu uzayda hesaplamak ve gostermek
gerekmektedir. P tane degiskene iliskin birimler ya da degiskenler arasindaki uzakliklar
hesaplamak igin en sik kullanmilan arasindaki bazi 6lgiitler Oklid (Euclidean ) Uzaklig,

Pearson Uzaklig1 ve Kosiniis uzakligi olarak siralanabilir (Chen, vd., 2009).

Temel olarak bir uzaklik fonksiyonunun 6zellikleri i¢in izleyen durumlar sdylenebilir.

d (" J) =0 ; Uzaklik negatif olamaz.

d(i,j)=0 ; (1=)) oldugunda, her birimin kendisine olan uzaklig

sifirdir.

d (i’ J) =d ( J i); Uzaklik fonksiyonu simetriktir.
d(i,j)<d(i,h)+d(h,j).

ticlincii bir birime olan uzakliklar1 toplamindan kii¢iik olamaz (liggen esitsizligi).

Iki birimin arasindaki uzaklik bu iki birimin

3.8.1. Oklid (euclidean) uzakhg

En cok kullanilan uzaklik 6l¢ii birimidir. Oklid uzaklik 6lgiisii Oklid uzaymda
noktalar arasindaki mesafeyi diiz ¢izgiler ile 6lcen yontemdir. Eger iki nokta arasindaki

Oklid uzaklig1 bu noktalarin birbirlerine olan uzakliklar1 ve asgari mesafe iiggende hipoteniis
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uzunluguna denk gelmektedir. Oklid uzaklik 6l¢iisii kullanilarak iki nesne arasindaki uzaklik
izleyen esitlik yardimryla hesaplanir. Uzayda iki nokta arasindaki Oklid uzakligi hesaplamak
i¢in kullanilan, aralarindaki Oklid uzakligi denklem (3,2) de verilmistir (Field, 2009).

d(x,v)= Xi— '.-':
(x.3) =/ (x—39)") .

Denklem (3.2) de goriilebilecegi gibi, Oklid mesafe diizlemde iki nokta arasindaki
mesafedir. Daha kiiciik mesafe, benzerlik derecesi: Oklid ile mesafe genellikle déniisiim igin

denklem (3,3) ile verilen asagidaki formiil kullanilarak benzerlik gésterilir (Field, 2009).

1

sim(x,y) = m

3.3)
3.8.2. Pearson korelasyon katsayisi

Pearson korelasyon katsayisi genellikle yakindan [-1, +1] arasindaki degeri
derecesine bagli iki verilen degiskenler arasindaki mesafeyi denklem (3,4) de verilen esitlik

yardimiyla hesaplanir (Field, 2009).

d(i, j)=\/(xil—xj1)2 +(xi2 —sz)z +...+(xiID —xjp)2

(3.4)

Pearson Uzakligi: Pearson uzaklik 6l¢iisii kullanilarak iki birim arasindaki

uzaklik denklem (3,5) de verilen esitlik yardimiyla hesaplanir.

(i §)= (=% P /82 + (%, =%, )/S% -+ (x, — x;, /82

(3.5)

Esitlikte kullanilan sp, uzakligin hesaplandigi degiskene ait
standart sapmadir. Bununla birlikte farkli gruplar hakkinda dnceden bilgi sahibi olunmadig:
icin, uzaklik hesaplanmasinda s degerinin kullanilmasi dogru olmaz. Bu nedenle, Pearson
uzaklik Olgiisii yerine genellikle Oklid uzaklik 6lgiisii tercih edilir. Ozellikle benzer
kullanicilar tespit etmek amaciyla kullanilabilecek kiimeleme analizinde, ilgili degiskenler
belirli 6nem derecelerine gore agirlik verilmis ise, Pearson uzaklik 6l¢iisii denklem (3,6) da
verilen esitlik yardimiyla ¢oziilir (Hartigan, 1975). Wi, agirliklandirma puanlari olmak

lizere;
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d(i, j):\/Wi (Xu—le)z/slz Wy (X _XjZ)/822 et Wy (X _Xip)z/ss

(3.6)

Pearson uzaklik 6l¢iisii, “Karesel Pearson uzaklik” ya da “standartlagtirilmis

Oklid uzaklig1” olarak da adlandirilir.

3.8.3.  Kaosiniis (cosine) Olciisii

Kosiniis benzerligi yaygin belge verilerinin benzerligi hesaplamak icin kullanilir:
Ozellikle belge ve ¢oklu ortam nesnelerinin kiyaslanmasi ile metin madenciliginde
kullanilmaktadir. X ve Y birer vektor olmak tiizere, bu iki vektor arasindaki aginin

kosiniisli, agisal benzerligi, izleyen denklem (3,7) da verilen esitlik yardimiyla hesaplanir

(Tabachnick ve Fidell, 2001)

v 2%,
S,, =C0sf = —— = =L

X1yl \/ixiz 3y
i=1 i=1

3.7)

Esitlikte yer alan “x.y” ifadesi x ve y vektorlerinin nokta (skaler) carpimini ifade
etmektedir. Agisal benzerlik 6lgiitii [-1,1] araliginda degerler alir. Ornegin tamamen ayni
yonii gosteren, tamamen birbiri ile ayni olan iki vektor icin kosiniis degeri 1 olacaktir.
Tamamen birbiri ile iligkisiz olan vektorler i¢in ise kosiniis degeri 0 olacaktir. Bu vektorlere
dik vektorler denir. Agisal benzerlik iki vektor arasindaki agisal farkliligi temel aldigindan
dolayr vektorlerin matematiksel biiyiikliikleri izerinden bir bilgi saglamayacaktir (Su ve

Khoshgoftaar, 2009).

Ayrica Jaccard katsayisi denilen Tanimoto katsayisi, Kosiniis benzerligi de
benzerlik hesaplama belge verileri igin kullanilir. Jaccard katsayis1 asagidaki denklem (3,8)

da verilen esitlik yardimiyla hesaplanir.

T(x3)= 3 25

H"‘H +”JH‘ —Xey } \/Z o+ \/Z v = ap 9
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3.9. Isbirligine Dayah Filtreleme Algoritmalar

Isbirligine dayal filtreleme algoritmalari, e-ticaret, finans, sosyal ag, egitim gibi
bircok alanda kullanilmaktadir. Ozellikle e-ticaret sitelerinde yaygm kullanimi s6z
konusudur. Amazon, Ebay gibi popiiler e-ticaret siteleri kullanicilara milyonlarca {iriin
arasindan se¢im yapmaya yardimei olmak amaciyla dneri sistemlerini kullanmaktadir. Oneri
sistemlerinde, Isbirligine dayali filtreleme algoritmalari temel olarak 3 kategoride
incelenebilir. Bunlar Bellek-tabanli (memory-based), model-tabanli (model-based) ve hibrit
(hybrid) algoritmalaridir (Su ve Khoshgoftaar, 2009). Algoritmalar arasindaki biiyiik
ayrimlardan biri, bellek tabanli algoritmalar ve model tabanli algoritmalardir. Temel fark,
bellek tabanli algoritmalarin tahmin yapmak i¢in her zaman tiim verileri kullanmasidir. Bu,

bellek tabanli algoritmalarin genellikle bellekteki tiim verilere sahip olmasi gerektigi

anlamia gelmektdir.

Cizelge 3.2 isbirligine dayali Filtreleme Algoritmalarinin Olumlu Ve Olumsuz Yénleri

CF Kategoriler |Ornek teknikleri Avantajlari Eksiklikleri

Bellek tabanh |Komsu tabanli CF (Pearson / Kolay uygulama, insan yorumuna

CF

vektor kosinls kor{elasyon ile
madde-tabanli / kullanici
tabanli CF algoritmalar)

Madde-tabanli / kullanici
tabanl Gst N onerileri

Yeni verileri kolayca ve
asamali eklenebilir,
Ogelerin icerigini dikkate
gerekmez.

baghdir. Seyrek veri
yapisinda performans
azalmasi gorilebilir.

Yeni kullanicilar ve
ogeler igin tavsiye
edemez. Blylk veri
setleri igin sinirli
olgeklenebilirlik

Model tabanh

Bayesian CF aglar,

Kithk (sparsity),

Pahali modeli

birlesitirerek, her ikisinin ayn
ayri olumsuz yonlerini
gidermeye calisir.

Sparcity (kithk) ve gri
koyun gibi problemlerin
Gstesinden gelir.

CF Kiimelenme CF, olceklenebilirlik ve diger |olusturma, Tahmin
. sorunlarin ¢oziimiinde. |performans ve
Gizli anlamsal CF, 0 N
Lo olgeklenebilirlik
. . Ongori performansini T e
Faktor analizi CF, SVD ve PCA arasindaki degis tokus
artirmak,
kullanir. vardir.
T isel bi o
nel: eri igin sizglse ir Boyutindirgeme
ERRERER teknikleri icin yararh
bilgiler kaybedersiniz
Hibrid Oneri | icerik tabanli ve isbirligine Ongérii performansini Uygulanmasi karmasik
Sistemleri dayali filtreleme tekniklerini  |artir, ve zamani ahcidir.
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Model tabanli algoritmalar, daha sonra tahmin yapmak icin kullanilabilecek bir
modeli 6grenmek / egitmek i¢in verileri kullanir. Model tabanli, orijinalden daha az veri
kullanarak hizli ongoriilerde bulunabilir Bu algoritmalarin olumlu ve olumsuz yonleri

Cizelge 3,2 de karsilastirmali olarak verilmistir.

3.9.1. Bellek-Tabanh Algoritma

Bellek-tabanli filtreleme algoritmalar1 tahmin tiretmek igin sistemdeki biitiin
verileri kullanir. Bellek-tabanli igbirligine dayali filtreleme algoritmalar1 ¢evrimici
caligmaktadir. Bu algoritmada onersi sistemi tahmin, (kullanici —lirlin) matrisi iizerinde

hesaplanan benzerlikler yardimyla hesaplanir.

Madde-tabanli algoritmalari, oneri sisteminin farkli 6geleri arasindaki benzerlik
derecesine gore yapilir. Bir kullanic1 6nceden gérmiis oldugu 6gelere benzer 6geleri tercih
fikrine dayanmaktadir (Almazro, vd., 2010). Ana Orneklerinden biri Amazon veri
tabanindaki diger kullanicilarin yiiksek memnuniyet derecelendirme sahip kullanicilar
tarafindan satin alinan triinlerle ilgili diger kullanicilara memnuniyeti yiliksek triinlere
dayali olarak 6neriler yapar. "Uriin-Uriin Isbirligine dayali Filtreleme" olarak adlandirilan
Amazon algoritmasi, milyonlarca {iriin i¢inde kullanicilara 6neriler sunmada, basa ¢ikmak

i¢in etkili ve uygun oldugu gorilmiistiir (Hernandez-del-Olmo ve Gaudioso, 2008).

Madde Tabanli Isbirligine dayali Filtreleme Yontemi; Isbirligine dayali
filtrelemede madde (6ge-iirlin) benzerligine dayanan bu yontemde, maddeler (6geler-
tirtinler) arasinda benzerlik veya uzaklik 6l¢iileri hesaplanarak, maddeler arasindaki uyum
belirlenir. Daha sonra 6neri sunulacak aktif kullanicilar ile benzer maddeleri begendikleri,
satin aldiklar {irtinlerden aktif kullanicinin heniiz karsilasmadigi {iriinler i¢in oneri listesi
olusturularak sunulur. Bir kullanicinin 6nceden deneyim sahibi oldugu maddeler (6geler-
tirtinler) ile benzer iiriinleri tercih edecegi temel fikrinden faydalanilir. Madde tabanli, madde
benzerligine dayali isbirligine dayali filtrelemede temel yaklasim i¢in 6rnek Cizelge 3.3’de

verilmistir.
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Cizelge 3.3 Madde Tabanl1 (User-item) Matrisi

erzler Ders-1 | Ders-2 | Ders-3 | Ders-4 | Derz -5
6grencile
Ogrenci-A S 7 G B 4 v
Ogrenci-B v v
Ogrenci-C v v v
Ogrenci-D v v
Ogrenci-E v

Oneri sistemlerinde igerik tabanli filtreleme ydnteminde temel yaklasim madde
(lirtin) i¢in daha 6nce izlenme, satin alma veya begeni durumlarina gore en ¢ok izlenen, satin
alinan veya begenilen {irlin onerisi yapilir. Cizelge3.3’de verilen 6rnege kullanici-iiriin
matrisine gore, A Ogrencisi igin yeni bir Ders onerisi yapmak istenmektedir. Bu Amagla A
Ogrenci i¢in daha 6nce aldigi Ders-1, C ve D Ogrencileri tarafindan da almmustir. Bu
bilgiden hareketle A’nin almadig1 dersler arasinda Ders-5 oldugu tespit edilmistir. O halde

C dgrencisi ile D 8grencisi tarafindan alinan Ders-5, Ogrenci-A’ya almast igin dnerilir.

3.9.2. Model-tabanh algoritma

Model tabanli algoritmalarda (kullanici-iiriin) matrisindeki biitiin verilerin
kullanilmast yerine (kullanici-iiriin) matrisini temsil edecek bir model olusturulur.
Olusturulan bu modele bagl olarak kullanici-kullanici veya iiriin-iiriin tabanli igbirligine
dayali filtreleme teknikleri kullanilarak, benzerlikler ¢evrimdist hesaplanir. Benzerliklere

gore kiimeleme analizi yapilarak, kullanicilar ya da driinler kiimelere ayristirilir
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(Adomavicius ve Tuzhilin, 2005). Kiimeleme tabanli yaklasgimda kullanicilar
benzerliklerine gore kiimelere ayrilirlar. Aktif (¢evrimigi) kullanici sistemden bir 6neri talep
ettiginde, kullanicinin veya Oneri talep ettigi iirliniin kiimesi belirlenir. Kiime tespitinden
sonra, kiimede yer alan diger kullanicilarin verilerinden yararlanilarak oneri hesaplanir.
Model-tabanli algoritmalar (kullanici-iiriin) matrisinin tamamini kullanmadigindan, veri
kayb1 problemi nedeniyle, oneri kalitesinde diisiisler goriilebilir. Model-tabanli igbirligine
dayali filtrelemede bir¢ok kiimeleme tekniginden yararlanilir. En yaygin olarak kullanilan
Bellek-tabanli algoritma KNN (k en yakin komsuluk) algoritmasidir (Su ve Khoshgoftaar,
2009).

Kullanici tabanli 6neri sistemi algoritmalari, farkli kullanicilar arasindaki benzerlik

derecesine gore yapilir. Belirli bir kullanicinin benzer zevklere sahip kullanicilara tanimlar

-----

kullanicinin tercihlerine benzer diger kullanicilardan almman derecelendirmelerini tavsiye
kararlar1 olarak kullanir (Ricci, vd., 2010). Kullanici-Tabanl Isbirligine dayali Filtreleme
Yontemi; Isbirligine dayali filtrelemede (user-user) Kullanici benzerligine dayanan bu
yontemde, kullanicilar arasinda benzerlik ve uzaklik oOlgiileri hesaplanarak, kullanicilar
arasinda benzerlikler (komsuluklar) belirlenir (Koren, vd., 2009). Daha sonra, Oneri
sunulacak aktif kullanici ile benzer kullanicilarin begenileri, satin aldiklari iiriinler arasindan

aktif kullanicinin hentiz karsilasmadig {irtinler i¢in Oneri listesi olusturularak sunulur.
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Cizelge 3.4 Kullanic1 Tabanli (User-item) Matrisi

ersler Ders-1 | Ders-2 | Ders-3 | Ders-4 | Ders-3
Kiziler
Ogrenci-A v |2 7 | ? >
Ogrenci-B v 7 7
Ogrenci-C v v v
Ogrenci_ D v v 7
Ogrenci-E 7 7

v" =Ogrencilerin daha dnce satin aldiklar1 kitaplar1 gdstermektedir.

Bir kullanicinin iirlinler i¢in begenilerinin, baska kullanicilarin begenileriyle
Kullanic1 tabanli, kullanici benzerligine dayali isbirligine dayali filtreleme temel yaklasim

icin bir user-item matrisi Cizelge 3.4’de verilmistir.

Oneri sistemlerinde kullanici tabanli yéntem olan Isbirligine dayal filtrelemede
temel yaklasim kullaniciya en yakin komsuyu belirlemektir. Cizelge 3.4’de verilen kullanici-
{irlin matrisine gére, A Ogrencisi igin yeni bir ders dnerisi yapmak istenmektedir. Bu Amagla
A Ogrenci igin daha 6nce benzer dersleri alan Ogrencinin belirlenmesi gerekir. Cizelge
3.4°de incelendiginde A Ogrencisine en yakin C Ogrencisidir. Cizelge 3.4 deki bilgilere
gore A ve C Ogrencileri birbirlerine benzerlerdir. A ve C Ogrencileri ayni kiimede yer alirlar.
C Ogrencisinin aldig1 dersler ile A Ogrencisinin aldig: dersler benzerlik gostermektedir. O
halde benzer dersleri alan ve ayn1 kiimede yer A ve C Ogrencileri igin Ogrenci-C’nin aldig

Ders-4, Ogrenci-A’ya &nerilir.
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3.9.3. Hibrit (melez) algoritma

Isbirligine dayali algoritmalarin kisitlamalarin1 ortadan kaldirmak igin Bellek ve
Model tabanli yaklasimlarin avantajlarini bu model de birlestirilir. Hibrit algoritmalarin
Oneri performansi bellek ya da model tabanli algoritmalarin performanslar1 arasinda yer
alirken, baz1 model ve bellek tabanli igbirligine dayali filtreleme algoritmalarindan daha iyi

oneri performansi gosterdigi diisliniilmektedir (Su ve Khoshgoftaar, 2009).

3.10. (isbirligine Dayah Filtrelemede Oneri Hesaplama Temel Yaklasimlar

Isbirligine dayal: filtrelemede temel yaklasim, hedef kullanic icin yapilacak {iriin
Onerisinde kullanicinin ge¢mis bilgilerine dayanarak en yakin komsu ya da komsularin
olusturdugu kiime veya kiimelerin belirlenmesidir (Vialardi, vd., 2009). Kiime, birbirlerine
yakin bireylerin ¢ok boyutlu uzayda olusturduklar birlik olarak ifade edilebilir. Isbirligine
dayali filtrelemede benzerlik, hedef kullanicinin begeni puanlari ile diger kullanicilarin
begeni puanlar1 benzerligine (komsuluk) dayanan veya madde (iiriin) benzerliklerine bagl
olarak iki sekilde kestirim yapilabilir (Jahrer, vd., 2010). Bunlar Kullanici tabanli filtreleme

ve madde tabanli filtreleme olmak iizere iki yontem igerir.

3.11. {isbirligine Dayah Filtrelemede Kullamlan Istatistiksel Teknikler

Netflix Odiillii yarisma rekabet igin uygulanan iyi bilinen bir yaklasimdir. Bu
yarigma sonucunda bir¢ok sekilde cesitli algoritmalar tavsiye sistemleri ve kullanilabilir
oldugunu gostermistir. Elde edilen sonuclar, belirli bir sorun ¢6ziimiinde tasarlanmig
algoritmalardir. Bu algoritmalar verilerin mevcut iliskiye bagl olarak degisebilir. Bu
algoritmalarin bircogu 6grenme, tahmin ve karar verme algoritmalari ile ugrasan, yapay zeka

ve bir alt uygulamas1 makina 6grenme baglaminda gelistirilmistir (Jahrer, vd., 2010).

Oneri sitemlerinde kullaniciya veya iriine ait begeni puanlar1 bir vektdr veya dizi
ile ifade edilmektedir. Isbirligine dayali filtrelemede hedef kullanict icin, sistemdeki m tane
iriin i¢inde olan ancak kullanicinin heniiz karsilagmadig: iirlinler i¢in begeni puanlari
kestirilir. Kestirim yapilabilmesi i¢in hedef kullanicinin ve diger kullanicilarin gegmis

bilgilerinden (begeni puanlarindan) yararlanilir. Bu kullanicilar komsu adi verilen bir grup



52

olustururlar. Bir kullanici, daha 6nce oy kullanmadigi, ancak komsulugundaki kullanicilar
tarafindan olumlu degerlendirilen 6geler icin oneri iiretilir. Isbirligine dayali filtreleme
tarafindan {iretilen Oneriler ya ongorii ya da tavsiye olabilir. Tahmin, kullanici 1 i¢in j
maddesinin 6ngoriilen skorunu ifade eden sayisal bir deger Rij'dir (Hernandez-del-Olmo ve
Gaudioso, 2008), Kestirim sayisal bir degerdir ve ornegin begeni derecelendirme 1-5
arasindaysa, belirli bir {irlintin belirli bir kullanict i¢in begeni kestirimi ayn1 araliktaki bir
rakam ile belirlenir. Kestirilen bu begeni puani1 degerine gore oneri yapmak olanakli olur.
Oneri, aktif kullanicinin en fazla begenecegi kestirilen n tane iiriiniin listesidir. Kestirim
yapilan n tane madde i¢in oneri listesi olusturur. Oneri listesinde tiim iiriinleri Snermek
kullanict igin bir fayda saglamayacagindan, begeni puani (ya da oneri puani) en biiyilik olan

tiriinlerden olusan Ust-N 6neri listesi olusturulur (Resnick ve Varian, 1997).

3.11.1. Kiimeleme analizi

Kiimeleme analizi, bir arastirmada incelenen birimleri aralarindaki benzerliklerine
gore belirli gruplar i¢cinde toplayarak siniflandirma yapmayi, birimlerin ortak 6zelliklerini
ortaya koymay1 ve bu smiflar ile ilgili genel tanimlar yapmay:1 saglaya bir yontemdir
(Kaufman ve Rousseeuw, 1990). Kiimeleme, birincil amact 6zelliklerine gore birimleri
gruplamak olan ¢ok degiskenli istatistik tekniginden biridir. Kiimeleme analizinin genel
amaci, gruplanmamis verileri benzerliklerine gore siniflandirmak ve arastirmaciya uygun,
ise yarar Ozetleyici bilgiler elde etmede yardimci olmaktir. Kiimeleme analizinde amac,
benzer ozellikleri gosteren birimleri ayn1 kiimede toplayarak, 6zet bilgi elde etmektir. Kisa
bir tanimla kiimeleme analizi dogal siniflamalari hakkinda kesin bir bilgi bulunmayan
durumlarda, kiitleyi olusturan birimlere iliskin tahminlerin yapilmasinda kullanilan teknikler
toplulugudur (Hartigan, 1975). Birimlerin benzerligini ortaya koymak igin ¢esitli uzaklik
matrisleri kullanilir. Kiimelemede birimlerin gruplanmasi 6nceden belirlenmis bir olgiite
gore gerceklestirilir. Kiimeleme sonuglari, kiimeler i¢inde yiiksek derecede homojenlik,
kiimeler arasinda ise yiiksek derecede heterojenlik gostermelidir. Kiimelemenin odak
noktasi rastlanti degiskeninin tahmini degil, rastlanti degiskenine dayali olarak birimlerin
karsilastirilmasidir.  Ancak, ikinci bir kullanim alani olarak da, kiimeleme analizinin
degiskenlerin kiimelenmesinde kullanilabilecegi bilinmektedir (Johnson ve Wichern, 2007).
Kiimeleme yapist igerisinde rastlanti degiskeni kavraminin 6nemli bir yeri vardir. Ancak,

rastlanti degiskeninin kiimeleme yapisi1 i¢indeki yeri diger ¢ok degiskenli tekniklerde
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oldugundan tamamen farklidir. Kiime rastlanti degiskeni, kiimelemede birimleri
karsilagtirmak i¢in kullanilan 6zellikleri simgeleyen degiskenler kiimesidir (Theodoridis ve
Koutroumbas, 2008). Kiimeleme analizinde verilerin normal dagilimli olmas1 gerektigi
varsayimi olmakla birlikte normallik varsayimi prensipte kalmakta, uzaklik degerlerinin
normalligi yeterli goriinmektedir. Ayrica kovaryans matrisine iliskin herhangi bir varsayim
bulunmamaktadir (Tatlidil, 2002) . Kiimeleme analizinde gruplandirma benzerlik ve
farkliliklara gore yapilir. Girdiler benzerlik Olgiilerini veya veriye hangi benzerliklerin
hesaplanabilmelerinin gerekliligidir (Johnson ve Wichern, 2007). Kullanicinin amacina ve

kullanim alanina gére kiimeleme analizinin amaglar1 asagidaki gibidir (Field, 2009).

1. Dogru tiirlerin belirlenmesi

2. Model olusturmak

3. Gruplara dayali tahmin

4. Hipotez testi

5. Veri arastirma ve aykir1 degerleri belirleme
6. Hipotez olusturma

7. Veri indirgeme

Kiimeleme Algoritmalari, bir tiir rastgele (veya isaretsiz) veri saflariin yapisini
belirlemek i¢in "kendiliginden 6grenme" (denetimsiz 6grenme) algoritmalaridir. Genel
olarak, bu tiir bir algoritma 6zelligi kisiler aralarindaki mesafeyi hesaplayarak maddeler
arasindaki benzerlikleri belirlemeye dayanmaktadir. Bagimsiz birimlerin (niteliklerin)
Ozellik sayis1 kiime alan1 boyutunu tanimlar. Birimler birbirlerine “yakinlarsa”, bunlar tek
bir kiime halinde kombine edilebilir. Kiimeleme i¢in bir¢ok algoritma vardir. Bunlarin en
basit algoritma k ortalama ( k: kiime {izerinde Ogelerini ayiran), k kiime anlamina
gelmektedir. Baslangigta, elemanlar1 rasgele sirayla bu kiimelere dagitilir. Sonra kiime
merkezine her kiime iiyesi mesafesini kontrol eder. Bu onay sonucunda birim sonuglari1 diger
kiimeye iiyelerine daha yakin ise, birim diger kiimeye tasinir. Kiime merkezleri tiim
tiyelerine tim mesafeleri kontrol ettikten sonra yeniden hesaplanir. Kiime merkezleri hareket
etmiyor ve kararli duruma ulastiktan sonra kiimeler uygun sekilde olusturulur ve algoritma
durur (Field, 2009).
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Iki nesne arasindaki mesafenin hesaplanmasi gorsellestirmek zor olabilir. Bu
sorunu ¢ozmek yaygin bir yontem ¢ok boyutlu bir vektor olarak kiimenin her iiyesi i¢in
hesaplamada Oklid mesafe adaptif rezonans teorisi (Adaptif Rezonans Teorisi), bulanik
kiimeleme yontemi C-ortalama (Bulanik C), EM-algoritma (Beklenti-Maksimizasyon) ve
olasilikli kiimelenme dahil kiimelenme ve diger birgok varyasyonu vardir (Johnson ve

Wichern, 2007).

3.11.2. K-ortalamalar algoritmasi

Komsuluga dayali k-ortalamalar algoritmasi, hata fonksiyonunu minimum
yapilmasina dayali olarak verideki en uygun parcalanmayr bulmayr amaglayan adimsal
optimizasyon yontemidir. Kiimeleme analizinde K -ortalamalar algoritmasi en yaygin olarak
kullanilan algoritmadir (Theodoridis ve Koutroumbas, 2008). 1967 yilinda Mac Queen
tarafindan bulunan k-means (ortalamalar) algoritmasi, kiimeleme problemini ¢ézen en basit
denetimsiz 6grenme (herhangi bir 6grenme olmaksizin) algoritmalarindan biridir. Iniflayict
kiimeleme tekniklerinden biri olan k-means, bilimsel ve endiistriyel uygulamalarda en
yaygin olarak kullanilan kiimeleme algoritmalari arasinda yer almaktadir. Kiimeler, benzer

ozellik gosteren veri elemanlarinin kendi aralarinda gruplara ayrilmasidir.

K-ortalamalar algoritmasinin genel mantig1 n adet veri nesnesinden olusan bir veri
kiimesini(X), giris parametresi olarak verilen k( k < n) adet kiimeye boliimlemektir. K-
ortalama kiimelemesinde, bu kiimelerin tanimlanma sekli, her grup ig¢in bir (merkez)
centroid olugturmaktir. Centroidler kiimenin kalbi gibidir, kendilerine en yakin noktalari
“yakalar” ve kiimeye eklerler. Amag, gerceklestirilen béliimleme islemi sonunda elde edilen
kiimelerin, kiime i¢i benzerliklerinin maksimum ve kiimeler aras1 benzerliklerinin minimum
olmasin1 saglamaktir (Everitt, vd., 2011). K-ortalama kiimelemesi islem adimlar1 asagidaki

gibi tanimlanir;

Giris verisi:
Veri tabani, X={X 1, X2, X3, ....Xn}

n: veri nesneleri.
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Cikti:

1. N veri setleri kaynaktan k nesneleri rasgele secilmistir ve kiime merkezi
vardir (mg, m2, m3, ... mg),
k: k-centroid yada k kiime sayis1 olarak tanimlanir.
2. Her nesne ve kiime merkezi arasindaki mesafe hesaplanir ve ardindan her

nesne en yakin kiimeye atanir.

K-ortalamalar algoritmasinda, verinin kiimelenmesi kiime sayis1 k’nin belirlenmesi
ile baglar. Algoritmanin ikinci adiminda kiime baslangic merkezleri secilir ve birimlerin
kiime merkezlerine olan wuzakliklar1 hesaplanir. Genellikle kiime merkezlerinin
belirlenmesinde aritmetik ortalama, birimlerin kiime merkezlerine olan uzakliklarinin
hesaplanmasinda Oklid uzakligi kullanilmaktadir (Gan, vd., 2007). Kiime merkezlerine
yakinlhiga gore birimler kiimelere atanir ve yeni olusan kiimelerin merkezleri belirlenir.
Belirlenen kiime merkezlerine olan uzakliklar hesaplanarak tekrar atamalar yapilir. Bu siire¢
kiime tiyelikleri sabitleninceye kadar veya hata fonksiyonunun degeri degismeyinceye kadar
devam eder (Everitt, vd., 2011). K-ortalama kiime algoritmasinin g¢alisma prensinin

gorsellestirilmesi Sekil 3.6’da  verilmistir

Diizlemdeki her nokta en yakin oldugu merkeze (centroid) gore
atanir. Centroid'lerin (mavi, kirmizi ve yesil biiylik noktalar) rastgele basladigini ve ardindan

ilgili kiimelerini yakalamak i¢in hizlica ayarlandigini gostermektedir.
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Sekil 3.6. K-ortalamalar algoritmasi kiimeleme adimlari gorsellestirilmesi.

3.11.3. En yakin komsuluk (KNN) algoritmasi

K-en yakin komsu algoritmasi (KNN) egiticili ve 6rnek tabanli bir siniflandirma
algoritmasidir. K en yakin komsu algoritmasi, siniflandirma problemini ¢6zen denetimli
O0grenme (smiflandirma i¢in O0grenme kiimesi kullanir) algoritmalarindan biridir.
Simiflandirma, yeni bir nesnenin 6zniteliklerini inceleme ve bu nesneyi onceden tanimlanmig
bir sinifa atamaktir (Everitt, vd., 2011). Burada 6nemli olan, her bir siifin 6zelliklerinin
onceden net bir sekilde belirlenmis olmasidir. K en yakin komsu yonteminde; siniflandirma
yapilacak verilerin 6grenme kiimesindeki normal davranig verilerine benzerlikleri
hesaplanarak; en yakin oldugu diisiiniilen k verinin ortalamasiyla, belirlenen esik degere
gore siniflara atamalar1 yapilir. Diger yontemlere gore daha kolay uygulanir. Bu tip
algoritmalarda egitime ihtiyag yoktur. KNN, veri madenciligi, bilgi giivenliginin
saglanmasinda saldir1 tespit sistemlerinde, cografi bilgi sistemlerinde, genetik ve
biyoinformatik alaninda, oriinti tanima sistemleri gibi birgok benzeri sistemde

kullanilmaktadir (Vialardi, vd., 2009).
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KNN’de bir vektoriin smiflandirilmasi, sinifi bilinen vektorler kullanilarak
yapilmaktadir. Test edilecek 6rnek, egitim kiimesindeki her bir 6rnek ile tek tek isleme alinir.
Test edilecek 6rnegin siifin1 belirlemek i¢in egitim kiimesindeki o 6rnege en yakin K adet
ornek secilir. Secilen 6rneklerden olusan kiime igerisinde hangi sinifa ait en ¢ok 6rnek varsa
test edilecek olan drnek bu sinifa aittir denilir. Ornekler aras1 uzakliklar Oklid uzaklig: ile
bulunur. Oklid uzakligi kullamlarak hesaplanan tiim uzaklik degerleri siralanir. Siral
degerler arasindan K sayisina bagli olarak en kiiciik K tanesi belirlenir. Test edilecek 6rnege
en yakin K tane komsu 6rnek belirlenmis olur. Test edilecek drnegin siniflandirilmasi igin
bulunan K tane komsunun sinif etiketleri kullanilir (Hartigan, 1975). Sinif etiketlerinin “1”
ve “0” olarak belirlendigi varsayilirsa; test edilecek ornek ile egitim 6rneklerinin arasindaki
uzaklik degerleri hesaplandiktan sonra, K tane en yakin 6rnegin sinif etiketlerine bakilir.
Sinif etiketi “1” olanlar “0” olanlardan fazla ise test 6rneginin sinifi “1” dir, “0” olanlar “1”
olanlardan fazla ise “0” olarak siniflandirilir. Testin sinifina karar verilmesi esnasinda K
degerini segmek i¢in iki durum yasanabilir. Birinci durumda K degeri tek sayi segilerek “+1”
ve “0” orneklerin sayisinin esit degerde ¢ikmasi dnlenir. K degeri ¢ift say1 secilirse de K tane
ornek i¢in her bir sinifa ait 6rnekler kendi aralarinda toplanir ve ortalamalar: bulunur. En
kiiciik ortalamaya sahip olan sinif, test edilecek 6rnege daha yakin olacagi i¢in test 6rneginin
sinifi en kii¢iik ortalamaya sahip olan sinif olacaktir. Bu algoritma i¢in sinif sayisinda bir
kisitlama yoktur. Istenilen sayida simif belirlenerek smiflandirma islemi yapilabilir (Koren,

vd., 2009).

Kiimeleme, nesnelerin gruplarini o sekilde bulur ki, bir grup i¢indeki nesneler
birbirlerine benzerken, baska gruptaki nesnelerden farklidirlar. Kiimeleme en Onemli
denetimsiz (unsupervised) 6grenme teknigidir. Kiimelenme ve asir1 ug tespiti igin kritik
noktalari, arasindaki yogunluk ve mesafe kavramlar1 ¢ok boyutlu uzaylarda daha anlamh
hale gelir. Bu olarak bilinir Boyutluluk Sorununu. Orijinal yiiksek boyutlu uzay1 boyut
indirgeme teknikleri ile diisiik boyutluluk haline doniistiirerek bu sorunu agmak yardimci
olur.

K en yakin komsu yonteminde; siniflandirma yapilacak verilerin 6grenme
kiimesinde ki normal davranig verilerine benzerlikleri hesaplanarak; en yakin oldugu
diisiiniilen k verinin ortalamasiyla, belirlenen esik degere gore siniflara atamalar1 yapilir

(Theodoridis ve Koutroumbas, 2008).
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Kiimeleme Analizinde, kiime sayisinin belirlenmesi konusunda son yillarda
calismalar yapilmaktadir, Ancak kiime sayisinin belirlenmesinde en pratik yontem n: kiime

sayis1 olmak iizere; denklem (3,9) deki gibi hesaplanir.
S
k= \/; (3.9)

KNN algoritmanin performansin1 etkileyen kriterler, asagidaki sekilde
stralanmaktadir.

* k en yakin komsu sayis1 (benzerlik 6l¢iimii icin segilecek komsu sayist: k),

» Esik deger (etiketleme islemi icin verinin k en yakin komsuya olan
benzerliklerinden hesaplanan ortalama degerinin kiyaslanmasinda kullanilir).

* Benzerlik 6l¢iimii

 Ogrenme kiimesindeki normal davramglarin yeterli sayida olmasi 6grenme
kiimesi yeterli cesitlilikte ve sayida normal davranig verisi igermiyorsa, test kiimesinde yer

alan yeni normal davranig verileri anormal olarak algilanabilir.

3.11.4. Matris ayrisim algoritmalari

Verinin sahip oldugu boyut sayisi arttik¢a, genellikle ¢cok az sayida boyut dogrudan
kiimelerle ilgili olur ancak ilgisiz boyutlardaki veri, ¢ok fazla giiriiltiiye sebep olabilir ve bu
da kesfedilecek kiimelerin gizlenmesine sebep olur. Bundan daha 6nemlisi boyut arttikca,
verinin seyreklesmesi sorunudur. Sabit sayida veri noktasinin bulundugu bir veri seti boyut
sayisi arttikga iistel artan bir bicimde seyreklesir. Bu yiizden verinin boyutu arttikca
kiimeleme islemi zorlasacagindan ve dogru sonucun bulunma ihtimali azalacagindan veri
setinin boyutunun azaltilmasi gerekmektedir. Bu nedenle verinin analizinde 6zellikle veri
madenciliginde cesitli uygulamalarda boyut azaltma tekniklerine ihtiya¢ duyulmaktadir. Son
zamanlarda, matris ayristirma modelleri, onlarin ¢ekici dogruluk ve oOlgeklenebilirlik
sayesinde popiilerlik kazanmistir (Koren, vd., 2009). Matris ayrisimi karmasik bir matrisi
daha basit matrislerin ¢arpimina doniistiiren bir yontemdir. Pratikte boyut indirgeme, gerek
maliyetleri disiirmek gerek icerik temsilini yalinlastirarak basarimi artirmak acisindan

onemlidir (Golub ve Loan, 1996).
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Bunun i¢in literatiirde bulunan birgok ayristirma yontemi veri boyutunu kiigiiltiip
Oonemli bilesenleri ortaya c¢ikarmaya calisir. Matrisin ayristminda en ¢ok kullanilan
algoritmalar ise SVD, QR ve LU ayrisimi algoritmalaridir (Golub ve Loan, 1996). Ayrica
temel bilesenler analizi “TBA” (principal component analysis, PCA) gosterilebilir (Jolliffe,
1986). Bu tiir ayristirma yontemlerinin en bilinenleri “TDA” (singular value decomposition,
SVD) olarak tekil deger ayristirmasidir (Baker, 2005).

3.11.5. Temel bilesenler analizi

Cok degiskenli istatistiksel analizlerde n tane bireye (birime) ait p tane degisken
incelenmektedir. Bu p tane degiskenin birbiriyle bagimli olmasi ve degisken sayisinin da p

tane olmasi analizlerde sorun yaratmaktadir (Tabachnick ve Fidell, 2001).

Bir X veri matrisi i¢in; n birey(gozlem, birim) i¢in p tane degiskeni gostermek iizere,
p boyutlu bir uzayda her birey bir noktay1 gostermek iizere ¢cok sayida noktadan olusan bir
topluluk olusturur. Buradaki p tane degiskenin tam bagimsiz olmadiklar1 ve olusan
geometrik seklin eksenlerinin bir birine dik olmamasindan dolayr tanimi da

yapilamayacaktir (Stewens, 1996).

Bu geometrik sekil eksenleri birbirine dik bir elipsoidi igerine almak daha ayrintili
ve aciklayict bilgi verecektir. Bu amagla yapilan doniistiirmede noktalarin ilk eksenler
boyunca sahip olduklar1 toplam varyans degismedigi gibi yeni eksenler birbirine dik
olmaktadir. Bu da bize analizlerde kolaylik ve birgok degiskenin aslinda genel bir degiskenin
6l¢iim degerleri oldugunu ve bu degiskenlerin genel bir degisken altinda siniflandirilmasi
(boyut) ve hangi degiskenler oldugu bilgisini vermektedir. Bu baglamda Temel bilesenler
analizinin (PCA) ana hedefi gbzlemlerin boyutun (degisken sayisi) azaltmaktir (Jolliffe,
1986).

PCA, Pearson (1901)tarafindan tanitilan bu teknik daha sonra Harrold
Hotelling(1933) tarafindan ¢ok degiskenli veri setinin bir biriyle iligkisiz bir veri setine
dontisii olarak tanimlanmistir (Tabachnick ve Fidell, 2001). Cok degiskenli veri setinde p
tane degiskenin 6l¢iim diizeyleri farklilik gosterebilir. Bu durumda n*p ham veri seti yerine

standartlastirilmis bir veri seti kullanilarak islemler PCA islemleri uygulanir. Ancak n*p
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boyutlu ham veri seti de kullanilabilir ancak pratikte bu ¢ok nadir karsilasilan bir durumdur
(Theodoridis ve Koutroumbas, 2008).
. Genel olarak n birimin p tane degisken i¢in bir birleriyle bagimli

(korelasyon) n*p boyutlu X ham veri matrisi X1,Xo,...xp seklindedir.

II.  Temel bilesenler analizi sonucunda biri biriyle iligkisiz p tane yeni dik

degisken (temel bilesenler ya da 6z vektorler) elde edilir.

[1l.  Elde edilen temel bilesenlerin birimi yoktur, p degiskenin tasidigi bilginin
k tane genel degisken/degiskenlerin (temel bilesen) ile agiklanmasi ise
temel bilesenler analizinin ana hedefi olan boyut azaltma islemi

gerceklesmis olur.

PCA sonucunda elde edilen veri seti artik nxp degil k tane bilesenden olusan bir
vektordiir. Burada n tane bireyin p degiskene iliskin 6l¢tim degerlerinden olusan veri seti X
ile bu degiskenlerin varyanslar1 yardimiyla p degisken (k <p) tane temel bilesen (6z vektor)

elde edilmistir (Stewens, 1996).

En biiyiik 6z deger, birinci 6z vektor, en kiiciik 6z deger ise en son 6z vektore aittir.
Boylece pratikte uygulanan X veri matrisi n*p temel bilesenler analizi ile bir faktorler matris
olarak donistiiriilmustiir. (veri sonunda standart ve ortalanmis olacaktir). P boyutlu uzaydaki
varyans, 6z degerler toplamina esittir. Xz,X2,Xp vektorlerinin standartlagtirilmis hali olan
Z21,75,...,Zp vektorlerinin p tane dogrusal birlesimi, ya da temel bileseni olarak adlandirilir

(Wall, vd., 2003) (Koren, vd., 2009).

3.11.6. Tekil deger ayrisimm

Tekil deger ayrisimi (TDA), 3 fakli ve birbiriyle baglantili veri durum igin
kullanilmaktadir. 11k olarak, iliskili verileri, iliskisiz veri kiimesine doniistiirmesi amaciyla
kullanimdir (Wall, vd., 2003). iliskisiz kiimelere doniistiirme islemi; diger bir ifade ile

korelasyonlu verileri, orijinal veri parcalar1 arasindaki gesitli iligkileri daha iyi ortaya ¢ikaran
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korelasyonuz veri kiimesine doniistiirme yontemi olarak tanimlanmaktadir (Wall vd., 2003).
Ikincisi, TDA hangi verilerin en ¢ok degisim gosterdigi boyutu tanimlama ve siralama
yontemi olarak kullanilabilir. Ugiincii olarak da, Tekil deger ayrisimi veri madenciligi
yapilacak, gereksiz yiizlerce degiskenden olusan veri kiimesinin boyutunu indirgemede
sik¢a kullanilan bir yontemdir. Kullanilmasiyla daha az boyut ile orijinal veri noktalariin

en iyi tahmininin yapilmasi miimkiindiir (Baker, 2005).

Bir matrisin, pozitif taniml1 bir matris olabilmesi i¢in, A tekil olmayan herhangi bir
matris ile matrisin transpozunun AT carpimlar1 AAT seklinde ifade edilebilmesi gerekir.
Matematikte, 6z deger ve 6z vektor lineer cebir alaninda birbiriyle iligkili kavramlardir.
Lineer cebir, vektorler iizerine uygulanan matrisler seklinde temsil edilen dogrusal
doniisiimleri arastirir. Oz degerler ve 6z vektdrler bir matrisin dzellikleridir. Bunlar matris
hakkinda 6nemli bilgiler igerir. Bir 6zvektor, ona dogrusal bir doniisiim uygulandiginda

yonii degismeden kalan bir vektordiir.

A= AAT veya ATA icin tekil olmayan bir A matrisi varsa, A matrisi pozitif

tanimlidir denir. Pozitif tanimli bir matrisin 6zdegerleri (/1 ,0zdeger skaler bir degerdir. ) her

zaman 0’dan biiyliktiir ve karekokleri gercek sayilardir.

Tekil deger ayristirmasi, A € IR™" seklindeki bir A matrisini, iki ortogonal
matrise U € IR™" V € IR™" ve bir kdgegen matrise £ € [IR™" ayirir. Boylece A matrisi,
ortogonal matrisler olan U, ¥ ve V seklinde ayristirilabilir. Bunun sonucunda ise A =
UzVTdir. 2’nin asil kdsegen degerleri A'min tekil degerleri olarak adlandirilir. Burada U
matrisi stitunlart A’nin sol tekil vektorleri ve V matrisi ise siitunlari A'nin sag tekil vektorleri
olarak adlandirilir. Bu ayrisma A matrisinin “Tekil Deger Ayrisimi” SVD olarak bilinir.
Bu yontemde, veri matrisi A, Z, U, V olarak adlandirilan daha kiigiik boyuttaki ii¢
matrisin ¢arpimina esittir (G. Strang, 2009).



62

¥, U, V matrislerinin hesaplanama asamalar1 asagidaki gibi siralanir (Baker, 2005).
I. U Matrisinin hesaplanama agsamalar1 asagidaki gibidir.

Asama 1: AAT hesaplanir, boylece A, xqtipindeki A matrisi, ATA, ., tipide karesel
matrise doniisiir.

Asama 2: AAT matrisinin 6z-degerler hesaplanur.

Asama 3: Hesaplanan 6z-degerler yardimiyla 6z vektorler hesaplanir.

Asama 4: Bu 6z vektorler bir matrise yerlestirilir. Boylece, U matrisi elde edilir.

Il.  V Matrisinin hesaplanama asamalar1 asagidaki gibidir.

Adim 1: ATA hesaplanir
Adim 2: ATA matrisinin 6z-degerleri hesaplanir.
Asama 3: Hesaplanan 6z-degerler yardimiyla 6z vektorler hesaplanir.

Asama 4: Bu 6z vektorler bir matrise yerlestirilir. Boylece, V elde edilir.

I1l. X Matrisin hesaplanama asamalar1 asagidaki gibidir.

Adim 1: ATA veya AAT 6z-degerlerinin karekokii hesaplanir
Adim 2: Bu degerleri asil kosegen olarak yerlestirilir. Diger degerler sifir olarak

yazilarak, boylece (¥) matrisi elde edilir.

U= sol orthogonal SVD matris

U=k boyutunda kesilmis sol orthogonal SVD matris
V= sag orthogonal SVD matris

Vi = k boyutunda kesilmis sag orthogonal matris

o= tekil deger

Y= tekil deger kdsegen matris
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Boylece A matrisi ii¢ pargaya ayrilir. A matrisi {i¢ matrisin ¢arpimi sonucuna esittir.
Denklem (3.10)’da verilen esitlik elde edilir. Tekil deger ayrisim1 (SVD), tekil degerleri
azalan diizende diizenleme, Ay, veri matrisinin sirali (bilesenli) pargalarini verir (G.

Strang, 2009).

[A]mxn = [U]mxr[z]rxr[VT]rxn . (3,10)

Esitlik (3.10) genisleme, yeniden diizenlenebilir.

U=[U - U] (3.11)
V=[vi " Vr]py (3.12)

vi

v=| :
T
Vr lrxn
(3.13)

Y=[o; .. o]veo;=0,=2=20,>0 (3.14)

Boylece, Tekil deger ayrisiminin matris ve vektor seklindeki gosterimi esitlik

(3.15)’ de verilmistir.

[A]mxn = [U]mxr[z]rxr[vT]rxn = [U.1 ul’] : (3.15)

Tekil deger ayrisimi ile iki tekil vektor elde edilir. Bu tekil vektorler sirasiyla u ve v

matrisleridir. Her iki matris de simetrik oldugundan onlarin 6z vektdrleri ortonormaldir.
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Tekil degerleri azalan diizende, veri matrisinin 6nem sirasina esitlik (3.16)” da gosterildigi

gibi gore sirali (bilesenli) parcalarini verir.

r
AZ WOV = Uy0,V] 4 Up0,V5 + - UpOVy (3,16)
=

Bir mxn boyutlu A matrisinin tekil olmayan en biiyiik boyutlu kare alt matrisinin rxr
boyutuna A matrisinin ranki denir.(r<m, r<n) RankA=r seklinde gosterilir. Tekil deger
ayristmina (3.16) verilen esitlik, matrisin determinant1 sifirdan farkli olan en biiyiik karesel
matris sayisi r boyutu i¢in hesaplanmistir. Ancak uygulamada r kadar matris i¢in hesaplamak
¢ok zahmetli ve uzun bir islem siiresi gerektirir. Bu nedenle k<r olmak iizere k boyutta
kesilmis matris ile islem yapmak ve modellemek daha kolaydir. Ancak kesilmis (truncated)
bir matrisle ¢alismak 6zellikle resim ve dijital goriintii {izerinde ise, boyut indirgemeden
dolay1 ciddi bir nitelik kayb1 olabilir (Wall, vd., 2003). Bu nedenle ¢ok kiiciik k degerleri ile
calismak veya biiyiik k degerleri ile calismak yapilan aragtirmanin tiiriine gore degisir.

Kesilmis (truncated) k boyutta islemde tekil deger ayrisimi islemi sonucu esitlik
(3.17)’de verildigi gibidir.

[Almxk = [Ulmxk[Zlixk [V Tkxn = [U1 = k] 5T 3.17)

Tekil deger ayrisimu ile sahip oldugumuz orijinal veri matrisi igerisinde k gizil
temanin (ya da iligkinin) oldugunu varsayimi ile k boyutlu [A],x matrisinin tekil deger

ayrisimi sonucu esitlik (3,18)’deki gibidir.

k
[Al sk = AZ UjOjV) = U;01V] + Up0,V] + -+ UgORvy (3,18)
=



65

A @) = Umx) x S x Vg

A 0x9) = Uamy x JYeey x View

Sekil 3.7. Tekil deger ayrisiminin matris ve vektor seklindeki gdsterimi

Esitlik (3,18)’de k degeri i¢in, daha kii¢lik boyutlar1 diisiiniirsek daha genel temalar
elde edebiliriz, daha fazla boyut diisiiniirsek daha detay temalar olusturabiliriz. Ancak k
degerini ¢ok fazla biyiitiirsek giiriiltili boyutlarla sonuglanacaktir (Sarwar, vd.,
2000). Tipk1 bir yagli boya tabloyu ne kadar biiyiiterek bakarsak fir¢a izlerini daha net
goriiriiz. Ciinkii orijinal boyut degismese de giiriiltii artacaktir. Bu nedenle TDA’a da k
degerinin seg¢ilmesi 6nemlidir. Bunun i¢in kestirim icin elde degerler ile gercek degerler
arasindaki hata minimum oldugunda veya hata degeri stabil oldugu noktayr optimum k

degeri olarak almak gerekir (Koren, vd., 2009).

3.12. Oneri Kalitesi

Oneri sistemleri son yirmi yilda gelistirilip iyilestirilmis genis bir algoritma
cesitliligi ile Oneri iiretebilecek bir noktaya gelmistir. Her bir algoritma yaklasiminin belirli
amaclar i¢in {istiin oldugunu savunan yandaslar1 vardir. Agikga belirli bir amag i¢in en iy1
algoritmay1 belirlemek 6nemli bir sorundur (Hernandez-del-Olmo ve Gaudioso, 2008).
Ciinkii bu alanda ¢aligsan aragtirmacilar s6z konusu amaclar i¢in hangi 6zelliklerin 6l¢iilmesi

ve bu oOzellikler i¢in hangi 6lciilerin kullanilmasi konusunda anlagsmazlik igindedirler.
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Literatiirde bir¢ok nicel 6l¢ii ve ek olarak nitel degerlendirme teknikleri bulunmaktadir. Bu
nedenle Oneri sistemlerini ve bunlarin kullandig1 algoritmalart bu asamada degerlendirmek
zordur. Bu zorluklarin baslica nedenlerinden birisi farkli veri kiimelerinde farkl
algoritmalarin iyi veya kotii sonuglar vermesidir. Birgok isbirligine dayali filtreleme
algoritmasi kullanici sayisinin madde (iirlin) sayisindan fazla olmasi igin tasarlanmistir.
Ornegin, MovieLens’in en son 2016 veri setinde 33 bin film i¢in 580 bin etiket, 240 bin
kullanicinin 22 milyon reyting (begeni) puani vardir. Bu tiir algoritmalar madde(iiriin) sayis1
kullanict sayisindan fazla oldugu durumlar i¢in uygun degildir. Bir digeri, Onerinin
yapilmasindaki amaglarin farkliligindan kaynaklanmaktadir. Bir Oneri sisteminde, ister
kullanict veya iiriin benzerligine dayals, isterse igerik tabanli filtrelemede kisinin begenecegi
bir tirlin (Ders, Dersler, film, Web sayfasi) oOnerildiginde kisinin tercihlerinin de kesismesi

ile iyi bir 6neri sistemi saglanmis olur (Ricci, vd., 2010).

Oneri Sistemi hatalarinin iki ayr1 tipi vardir. Kullanici tarafindan begenilecek ya da
satin alinmak istenen iiriin 6nerisinin yapilmamasi yanlis negatif olarak adlandirilir. Yanlis
negatif hatasi e-ticarette miisteri kaybina neden olur. Burada satin alinma olasilig1 yiiksek
iriin Onerilmediginden, Uriin satis1 yapilamaz. Kullanicinin begenmeyecegi bir iirliniin
onerilmesi yanls pozitif olarak adlandirilir. Ozellikle e- ticarette yanlis pozitif dnemli
hatalarin basinda gelmektedir. Ciinkii Miisteriye satin almayacagi bir iriin Onerisi

yapilmaktadir. Bu kizgin miisterilere yol acar, sisteme olan giiveni azaltir.

Bu bolimde, bilgi filtreleme sistemlerini degerlendirmeden 6nce kullanilan
kuramsal ve deneysel metrikleri inceleyecegiz. Arastirma alan yazininda Isbirligine dayali
filtreleme algoritmalar1 1994°ten beri degerlendirilmektedir. Bu zaman zarfinda pek ¢ok
farkli Isbirligine dayali sistemi gelistirilmistir. Birkag istisna disinda, o giinden beri
yayimlanan ¢alismada her bir sistemin degerlendirilmesi i¢in farkli bir metrik kullanilmistir.
Kullanilan her bir dlgiitiin giiclii ve zayif noktalarina vurgu yaparak inceleyecegiz. Oneri
sistemleri degerlendirilmesinde dikkate alinacak temel 6zellikler ve agiklamasi maddeler

halinde verilmistir (Hernandez-del-Olmo ve Gaudioso, 2008).

1) Giiven/itimat; Giiven, sistemin kendi tavsiyelerine gilivenini/itimadin1 ifade

etmektedir. Kullanicilar bu tiir bilgilerden istifade edebilir; 6rnegin sistem ayni
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degerli iki madde 6nerdiginde ve bu maddelerin giiven araliklar1 farkli ise, kullanict

bir maddeyi dogrudan sepete atip digeri hakkinda daha 6zellikli bilgileri okuyabilir.

Giiven/Inanc; Bu o6zellik kullanicinin tavsiyelere giivenini ifade etmektedir.
Ornegin kullaniciya onun halihazirda begendigi maddeleri gdstermek yararli olabilir.
Bu tiirden tavsiyeler ek bir deger yaratmasa da kullanicinin giivenini ve ilgisini

artirir.

Yenilik; Bu 6zellik sistemin tercih degisimlerine uyum saglayabilme yetenegiyle
ilgilidir. Ornegin Bilim Kurgu filmlerini begenen bir kullanicinin ilgisi komedi
filmlerine kayabilir. Bu niceligi 6l¢gmenin yolu puanlar kiimesini sabit bir tarihle iki
alt kiilmeye ayirmak ve o tarihten sonraki puanlamalarin tamamini ve o tarihten
onceki kimi puanlamalar1 saklamaktir/gizlemektir. Sonrasinda ogrenilenleri
uygulamak ve sistemi ikiye ayirma tarihinden Once begenilen {iriinler tavsiye

etmemem konusunda cezalandirarak degerlendirmektir.

Tesadiifilik; Tesadiifilik basarili tavsiyenin ne kadar sasirtici, beklenmedik
oldugunu ifade eder. Kullanictya uygun ilave bilgilerin miktarim1 tanimlar. Bu
faktorde daha iyi sonuglar elde edebilmek i¢in kisi madde alaninda halihazirda
siralanmis olanlardan ‘uzakta’ kalan tavsiyelerde bulunan sistemleri odiillendirebilir.

Uzaklik 6l¢iitii olarak farkli 6zelliklerin sayis1 (yonetmen, tiir vb.) kullanilabilir.

Saglamhik/Robustness: Saglamlik, sistemin sahte bilgilerin farkina varmasidir.
Arastirmalarin da gdsterdigi {izere, her gecen giin daha fazla insan Internetteki
bilgilere giivenmektedir. Bu nedenle Halkla Iliskiler ve pazarlama sirketleri kendi
irtinlerini tutundurarak tavsiyeler konusunda Onyargi olusturmaya caligirlar.
Saldirilara bagisik bir sistem olusturmak neredeyse imkansiz olmasina karsin
giivenilmez bilgilerden sakinmak iizere bazi yontemler kullanilabilir. Ayni IP
numarasindan yapilan pek ¢ok puanlama veya ayn1 zamanda birkag tirtinii puanlayan
pek cok benzer kullanicilar gib, ne yazik ki, sistem yalnizca belirli saldirilara karsi

korunabileceginden bu 6zelligin dl¢iilmesi ve degerlendirilmesi glictiir.
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6) Mahremiyet; Belirli bir kullaniciya 6zel sahsi bir bilginin ifsa edilmesi uygunsuz
bir durumdur. Bu tiir bilgilerin ifsasindan kagiabilmek igin, kullanici tercihlerinin
kamuya (veya benzer tercihleri olan kullanicilara) sizmasina dayali kuramsal

senaryolar kontrol edilmeli ve derhal bloklanmalidir.

7) Hiz ve Olgeklenebilirlik / scalability; Uygulamalarin biiyiik bir cogunlugunda,
kapsamli veri setlerinin Ol¢eklenebilmesi onemli bir 6zelliktir. Online tavsiyeler
iireten sistemler i¢in hiz hayati 6dnemdedir. Hesaplamalarin karsilastirilabilmesi

0zelligi de uygulamalarda dikkate alinan bir unsurdur.

8) Etkilesim Kkolayhgi; Tavsiye sistemleri insanlar igin tasarlandigindan,
kullanimlarinin kolay olmasi beklenir. Birka¢ soru sormak biiyiik yetenekler
saglayan bilgiler verebilir ancak bu durum kullaniciyr rahatsiz etmemelidir. Bu

0zellik oldukea 6znel oldugundan kullanici aragtirmalariyla 6l¢iiliir.

9) Tavsiye edene faydalari; Biitiin dzellikler arasinda bir dengenin ¢ikarilmasi veya

bir 6zellik iizerinde yogunlagmanin yaygin bir yolu fayda fonksiyonudur.

10) Kullanic1 faydasi ve riski; Modellenmesi zor olsa da kullanici faydasimi
hesaplamayi1 deneyebiliriz. Eger performans fonksiyonu anlagilacak olunursa risk de

hesaplanabilir ve zararl Oneriler cezalandirilabilir veya 6diillendirilebilir.

3.13. Oneri Sistemleri Degerlendirme Olciimleri

Oneri sistemleri filtreleme ve geri ¢cagirma teknolojilerine alternatif bir ara yiiz
sunmaktadir. Oneri sistemlerinin tek bir odag1 vardir: bir kullanicinin hangi bilgileri ilging
veya yararli bulacaginin tahmin edilmesi. Bir tavsiye sisteminde iiretilen tahminler her bir
kullanicinin genellikle 6nceden goriilmiis iiriinlere (maddelere) ilgileri ve ileride gorecekleri
iriinlere ilgileri tahmini arasindaki fakliligin 6l¢iimlenmesi gerekir. Bu nedenle 6neri sistemi

degerlendirme Olgiitleri ilerleyen boliimlerde agiklanmistir.
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3.13.1. Ortalama Mutlak Hata (MAE)

Oneri sistemlerinde, kullanicilarin derecelendirme tahmin sisteminin dogrulugunu
degerlendirmek i¢in, yaygin olarak Ortalama Mutlak Hata (MAE) metrik kullanilir. MAE,
kullanicinin gergek degerlendirmesi ile tahmin degerlendirmesi arasindaki ortalama mutlak
sapma degeridir (Herlocker, vd., 2004). Mutlak Ortalama Hata; burada n, test seti i¢in segilen

kullanici sayisi, Si bir 6ge i¢in tahmin degeri ve ri gercek derece degeridir.

~ YveKomsular(Tv,i—Fu)XSim.(u,v)
= . A1
Fui fu + YveKomsular! Sim.(w,v)| (3 )
N P
MAE = Yiz1 |r11\1l,1 Pu,il (3,12)

Ortalama Mutlak Hata (Mean Average Error: (MAE) degeri ne kadar disiik ise,
yapilan 6neri o kadar tutarlidir. Ayrica Isbirligine dayali filtreleme algoritmasi ile dogru

basar1 puanini tahminin ¢ok diisiik hata ile yapildiginin bir gostergesidir.
MAE = ﬁZ(i’j)eKlr” - /I:lll K < N olmak ﬁzere, (313)

K = Kullanic ve tiriin giftleri sayisin1 gosterir. Tahmin hatasi i¢in, kullanici-tiriin
ciftleri gercek degeri ile kullanici-tirtin tahmin degeri arasindaki farki hesaplamak igin

belirlenen sayidir.
3.13.2. Kok Ortalama Mutlak Hata (RMSE)

Kok Ortalama Hata (Root Mean Squared Error: (RMSE) degeri ne kadar diistik
ise, yapilan 6neri o kadar tutarhidir. Ayrica Isbirligine dayali filtreleme algoritmasi ile dogru
basar1 puanini tahminin ¢ok diisiik hata ile yapildiginin bir gostergesidir. RMSE, daha
biiylik hatalar1 daha fazla kiigiilterek cealandirir ve kiigiik tahmin hatalarida kiigiilterek
daha az onemsizlestirir. Eger tahmin degeri igin ¢ok kiigiik hatalar1 6nemsenmeyecek ise;

RSME kullanimi daha uygundur (Ricci, vd., 2010).

N2
ik (rij—Fij
@y i

RMSE =
K|

(3.14)
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3.14. Oneri Sistemleri Ve Karsilasilan Problemler

Isbirligine dayal: filtreleme, veri toplama olanaklari biiyiik 6lciide “kalabaliklarin
bilgeligi" kavramini basitlestirilmis sekliyle internet iizerinden saglar. Ote yandan,
kalabaligin bilgeligi kavramiyla ortiismeyen durumlar s6z konusu olabilir. Bazi insanlarin
davraniglarint modelleme oldukga kolay iken, bazi kullanicilar digerleri gibi tipik davranisi

gostermezler.

Bu tip kullanicilarin mevcudiyeti tavsiye sistemi diisiik verimlilikte bir kaymaya
ve sonuglara neden olabilir. Rakipleri tarafindan bir iiriin i¢in ve negatif degerlendirmeler
veya yorumlar gonderilebilir. Iyi 6neri sistemi bu sorunlarla basa ¢tkmak zorundadir.

Oneri sistemlerinde dogasinda bir baska sorun 6lceklenebilirlik ile ilgilidir.
Geleneksel algoritmalar veri nispeten kiiglik miktarlarda iyi calisir, ancak geleneksel
algoritmalar ile ayn1 kalite seviyesinde sonuglari elde etmek biiyiik veri setleri i¢in sorun
olabilir. Geleneksel algoritmalarda offline (¢evrim-disi) islem durumunda pek bir sorun
olmayabilir, ama bir ger¢ek zamanli Online durumlarda daha uzmanlagsmis yaklagimlar

gerektirir.

Son olarak, bazi sorunlar gizlilik ihtiyacini yaratir. Insanlarin 6zeline ait bilgiyi
tahmin etme sonucu bunlart desenleyen 6neri sistemi problemler dogurmustur. Boyle bir
durumun son ornekleri, hedefli reklam amaciyla tiiketici tercihlerine gore dizin gebelik
tahmini hesaplamak miimkiin olan biiylik bir sirket tarafindan yasanmustir. Sirket tahmin
sistemi tarafindan anne adaylarina gelecekte alacaklari iiriinleri dogru tahmin etmistir.
Hedefli reklamlar sonrasi iirlin onerisi sunulan geng¢ kizinin babasi tarafindan kizinin

gebeligini 6grenmek siirpriz olmustur (Gtirsakal, 2017).

Isbirligine dayal: filtreleme sisteminin avantajlarinin yaninda kendi karsilasti1 baz1
sorunlar vardir. Oneri sistemlerinin kalitesini etkileyen baslica problemlerden bazilar1 veri
kithgr (sparity), olgeklenebilirlik scalability, dogruluk (accuracy), gizlilik (privacy) ve silin
(shilling) ataklaridir (Schafer vd., 2007; Su ve Khoshgoftaar, 2009).
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3.14.1. Dogruluk problemi

Oneri sistemlerindeki en ©nemli problemlerin basinda kaliteli ve yiiksek
dogrululukta 6neri iiretme problemi gelir. Kullanicinin bu 6nerilere gore hareket etmesi
beklendigi i¢in, Onerilerin dogru olmasi onemlidir. Eger sistem kullanicilar1 yanlis

yonlendirirse, sistemin giivenirligi azalir (Herlocker, vd., 2004).

3.14.2. Ol¢eklenebilirlik problemi

Oneri sistemlerinde Isbirligine dayali filtrelemeye yonelik bir diger temel sorun,
“Olgeklenebilirlik” dir (Herndndez-del-Olmo ve Gaudioso, 2008). Etkili bir sekilde
filtreleme icin ¢ok sayida kullanicidan elde edilen veriye ihtiya¢ duyulmaktadir. Ayrica
oOnerilerini, her kullanici i¢in, kullanicilarin belirttikleri 6gelere sinirlandirdiklarinda, biiyiik
miktarda veri gerektirir. E-ticaret sitelerinde kullanici ve 6ge sayisinda dinamik bir artig
olabilir. Oneri sisteminde, sistem gok biiyiik sayida kullanici veya e, iiriinden olustugunda,
geleneksel isbirligine dayali filtreleme algoritmalar1 ciddi 6lgeklenebilirlik sorunlar
yasayacaktir. Olceklenebilirlik sorununu ¢ézmek icin, model tabanli &neri algoritmalar:
genellikle boyut indirgeme teknikleri, tekil deger ayrisimi (SVD), kiimeleme, ya da madde
(liriin, 6ge) tabanli algoritmalar olarak ortaya ¢ikmaktadir (Koren, vd., 2009).

3.14.3. Nadirlik (sparsity) problemi

Bu gibi sistemlerde aktif kullanicilar sadece iiriinlerin % 1'inden azini satin
alacaklari i¢in, kullanilan matrisin hiicrelerinin ¢ogu bostur ve bu problem nadirlik (sparsity)
veya veri kithgr seklinde adlandirilir (Adomavicius ve Tuzhilin, 2005). Ayrica, Nadirlik
nedeniyle Onerilerin dogrulugu zayif olabilir. Bu sorun, kullanict sayisi sinirli oldugu
zamanlarda karsimiza ¢ikmaktadir. Kullanic1 sayisinin sinirli oldugu zaman, oneri zayif
oneri ile sonuglanir (Sarwar, vd., 2000). Ciinkii her kullanic1 igin komsular bulmak zordur,
bu sorun genellikle en yakin komsu algoritmalarinin yogun kullanildig: isbirligine dayali
yontemlerde daha ¢ok karsimiza g¢ikar. Nadirlik veya yetersiz veri, Isbirligine dayali
filtreleme algoritmalarinin karsilagtigi onemli problemlerden birisidir (Su ve Khoshgoftaar,

2009). Bu problemin iistesinden gelmek i¢in kullanilan yéntemlerden biri de yetersiz veriye
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sahip sitelerin veri setlerini birlestirerek biitiinlesmis veri setleri ilizerinden Oneriler

tiretmektir (Huang, vd., 2004).

3.14.4. Soguk baslangic problemi

Soguk baslangi¢ sorunu, isbirligine dayali filtreleme de 6neri sistemleri igin yaygin
olarak karsilagilan bir sorundur. Bir kullanic1 veya bir 6ge (iiriin) i¢in dnce begeni puani elde
edilemedigi siirece, dogru ve giivenilir bir {iriin tavsiye edilemez. Yeni bir 6genin (iiriin)
sisteme girmesi ya da sistemde var olan ancak hi¢bir begeni puani bulunmayan 6ge (soguk
tiriin) bulunmasi1 durumudur. Bu sekilde problemler ile karsilasildiginda, dneri siirecinde bir
benzerlik hesaplanamaz veya komsular1 bilinemez (Chen, vd., 2009). Ornegin &neri
sisteminde ilk kez yer alan bir iiriin veya kullanici i¢in daha 6nceden tespit edilmis herhangi
bir bilgisi yok ve olusturulamiyor ise sistemin dogru 6neri verme sansi ¢ok azalir. Farkli
durumlara dayanarak, soguk baslangi¢ problemini “yeni sistem-soguk-baslangi¢ problemi”
ve “yeni-kullanici-soguk-baslangi¢-problem” olarak ikiye ayirabiliriz. Bu durumda,
isbirligine dayali filtreleme sisteminde, 6nerebilecekleri herhangi bir 6ngoriisel bilgiye sahip
degildir. Bu nedenle, kotii performans gosterirler (Middleton, vd., 2002). Yeni-kullanici-
soguk-baslangi¢ probleminde, 6neri sisteminde yeni bir kullanicinin sinirli da olsa higbir
derecelendirme bilgisine sahip olmadig1 durumdur. Bu sorunda ise, sisteme yeni bir kullanici
girmesidir. Bu kullaniciya iligkin sistemde bir bilgi yoktur. Yeni katilan bir kullanicinin
tercihleri konusunda sistemin bir bilgisi olmadig i¢in, dneri benzerligi i¢in kurulacak komsu
kullanicilarin da kimler oldugu hesaplanamaz. Bu nedenle yeni katilan kullanici kendisini
sisteme tanitmaya yetecek sayida icerigi izlemeden veya oylamadan once, sistemin tutarl
ve doyurucu onermelerde bulunmasi beklenmez. Bu yeni kullanici probleminde hedef

kullanicilara 6neri yapamaz.

Bu problem, sinirli sayida kullanici profiline sahip sistemler i¢in hala gegerlidir
(Middleton, vd., 2002). Oneri Sistemde yeni bir iiriin ortaya ¢iktiginda, bilgi elde edilene
kadar bir kullaniciya tavsiye edilebilir. Genellikle bu durum “erken-rant problemi” olarak
adlandirilir (Towle ve Clark, 2000). Bu sorun kullanilan Isbirligine dayali filtreleme

algoritmalarina gore iki ana kategoride ele alinabilir.
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3.14.5. Olagandisi kullanici problemi

Isbirligine dayal: filtrelemenin doyurucu onerilerde bulunmakta zorlandig:
kullanici1 gurubu, tercihleri kullanicilarin biiylik boliimiiyle ortiismeyen kullanicilardir.
Bunlardan ilki, ayn1 zamanda Gri Koyun problemi olarak da bilinir (Su ve Khoshgoftaar,
2009). Bu sorun bazi kullanicilarin siirekli olumsuz ya da siirekli olumlu goriis belirtmesidir.
Boyle kullanicilarin tercihleri diger kullanicilarla ortiismediginden, bir benzerlik iliskisi
kolay kolay kurulamaz. Dolayisiyla bu kullanici bilgileri, hem kendisine, hem de diger
kullanicilara 6neride bulunmak igin Oneri sisteminin yararlanacagi benzerlik kuracagi bir
bilgi uzayr olusturmaz. Bir diger Olagandis1 kullanici problemi ise; Siyah koyun (Black
Sheep) olarak adlandirilir (Marques. ve Dario, 1994). Bu guruba kendine 6zgili begenileri
karsisinda Oneri yapilmasi neredeyse imkansizdir. Bu kullanicilar i¢in dogru tahminler
yapilamaz. Bu kullanict goriislerinin, begenilerinin ister kullanici benzerligine dayali
Onerilerde, ister ki {irlin benzerligine dayali Onerilerde Oneri sistemleri igin fayda

saglamazlar.

3.14.6. Siirh icerik analizi problemi

Bu sorun, Igerik tabanli sistemler ile ilgilidir. Igerik tabanli sistemlerde oneri,
ogelerin 6zellikleri ile sinirhidir. Bu nedenle, igerik tabanli sistemlerde igerik bilgisinin 6neri
sunacak yeterlilikte olmasi gerekir (Parameswaran, vd., 2011). Bu sorunun asilmasinda
igeriklerin ya bir bilgisayar tarafindan otomatik olarak ¢oziimlenebilir bir yap1 da ya da iiriin

ozelliklerinin elle siniflandirilarak kodlanmasi ile yeterli icerik saglanabilir.

3.14.7. Kapsam gecerliligi problemi

Oneri sistemleri, ister kullanici tabanli ister madde tabanli filtreleme yaklagimlari
sonucunda olusturulan Oneri listesini kullaniciya Oneri olarak sunar. Ancak her iki
yaklasimda da popiiler {iriinler daha 6ncelikli olarak oneri listesine alinir. Boylece popiiler
tiriinler daha ¢ok onerilirken, sistemde var olan ancak kullanicinin belki de ¢cok begenecegi
trtin/tirinler listeye girmemektedir (Sarwar, vd., 2002). Boylece popiiler olamayan iiriinler
sistemde yetersiz ¢esitlik veya kapsam gecerliligi problemi olarak karsimiza ¢ikar. Kapsama,

sistemin bir tahmin iiretebilecegi maddeleri basit bir yiizdesidir.
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Belirli durumlarda isbirligine dayal: filtreleme sistemi, verinin bulunmamasi veya
verinin asir1 kisitlayici esiginden/threshold dolay1 bir tahmin iiretememektedir. Bu nedenle
degerlendiricilerin kendi sistemlerinin gerceklestirdigi kapsama diizeyini rapor etmesi
onemlidir. Cogu durumda sistemlerin yiiksek giivenilirlikte iyi bir tahmin liretemeyecegi
durumlart (6r; Bir maddeye iliskin ¢cok az miktarda veri oldugunda) tespit etmeleri

mumkuindiir.

Sistemlerin bu tiirden maddelere iliskin tahminler iiretememesiyle dogruluk
degerlerini sisirmesi olasidir. Belirli siralama-tabanli gérevlerde bu durum kabul edilebilir.
Ancak, veri tabanindan bulunan herhangi bir maddeye iliskin bir tahmin talebi oldugunda,
bir tahmin iiretilemiyor olmasi genellikle pek de uygun degildir. Hangi durumda olursa
olsun, kapsama rapor edilmeli ve sistem dogrulugu, her iki sistemin de tahminde

bulunabildigi maddeler iizerinden kiyaslanmalidir (Jannach, vd., 2012).

3.15. Yiiksekogretimde Oneri Sistemlerine Dayah Ders Secme Modeli

Yiiksekogretimde ogrencilerin dogru dersi segmeleri, gelecegi bu karara bagh
oldugu i¢in ¢cok dnemlidir. Ogrenci, oldukga fazla zorunlu ve se¢meli ders arasindan dogru
dersi segcme kararinda zorlanir. Yanls derslerin secilmesi, 6grenci yetenegi, yetenek ve
kisisel ilgi arasindaki uyusmazlik anlamina gelir. Bu zorlugun iistesinden gelmek igin
Fakiilte yonetimi tarafindan danigman 6gretim elemani gérevlendirilir. Ancak s6z konusu
danigsman 6gretim elemanlari, Ogrenci yetenegini ve ilgisini bilemedigi gibi herhangi bir
dersten daha basarili olacagini da tahmin edemez. Bu nedenle, genel olarak 6grenciyi en
uygun yone dogru yonlendirebilen bagka giivenilir kaynak bulunmadigindan, dogru bir ders

se¢mede ona rehberlik etmesi i¢in ders segme Oneri sistemi modeli gelistirilmistir.

Gelistirilen Oneri sistemi, Ogrencilere “tavsiye” niteliginde yol gosterecek
olmasindan dolay1 6neri sistemine “yol gosterici (pathfinder)” ismi tez danigman hocam ile
kararlastirilarak verilmistir. Yol gosterici olarak isimlendirdigimiz Oneri sistemi,
Ogrencilerin gegmis ders puanlarindan gelecekteki sececegi bir ders bulmaya yardimci olan

ve istatistik tekniklerine gore tahminleme yapan bir sistemdir.
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Bir istatistiksel tahmin modeli, verileri olusturulan karmasik olaylarin bir
temsilidir. Genel bir tanim olarak, rassal degiskenler ve parametreler arasindaki iliskileri
tanimlayan matematiksel formiilasyonlara sahiptir. Bu istatistiksel tahmin siirecinde rassal
degiskenler ve bazen de parametreler hakkinda varsayimlarda bulunur (Tabachnick ve
Fidell, 2001;Johnson ve Wichern, 2007).

Genel bir tahmin formu: Veri = model + artiklar (hata terimi) olarak ifade edilir. Bu
ifade de yer alan, modeli verilerdeki degiskenligin cogunu aciklamalidir. Artiklar,

uyumsuzlugun, model tarafindan agiklanamayan verilerin bir kisminin temsilidir (Stewens,

1996).

Tahmin, verilere uygun modele dayanarak anakiitle parametresini 0grenme
yollarii veya 6grenme siirecini temsil etmektdir. Tahmin anakiitlenin bir parametresi igin

Onerilen tahmin edicinin degeri seklindedir (Brooks ve Thompson, 2017).

Ornek istatistikten anakiitle parametresi hakkinda bilgi edinmenin, nokta tahmini
ve aralik tahmini ve hipotez testleri olmak iizere {i¢ temel yolu vardir. Nokta tahmini:
parametreyi tahmin eden 6rnekten hesaplanan tek degerlerdir. Giiven Araliklari: parametre
icin bir deger araligi verir. Aralik tahminleri: parametrenin belirli bir giiven derecesi ile
gergeklesmesi beklenen deger araliklardir. Hipotez testleri: parametrenin belirli bir degeri
icin uygulanan testlerdir (Tabachnick ve Fidell, 2001).

Bu tezde, tasarlanan 6neri modeli 6grencinin ders se¢imi i¢in gelecekteki zorunlu
secmesi gereken ya da segmeli olarak ders se¢ciminde basari puani istatistik tahmin modeli
onermektedir. Onerilen istatistik tahmin modeli, eksik gozlemlerin elde dilmesi

probleminde, her bir 6grencinin her bir desi i¢in puan tahiminidir.

3.16. Yiiksekogretimde oneri sistemlerine dayah ders secme modeli bilesenleri

Oneri sistemleri temel 5 bilesen oldugu daha 6nceki boliimde detayli olarak
aciklanmistir. Yiiksekogretimde oneri sistemlerde ayni 5 temel bilesenden olusur. Bu bes
bilesen 0grenci verilerin toplanmasi, 6neri modelinin gelistirilmesi, kisisellestirilmis Oneri

sunma siireci, daha hizli islem i¢in ¢evrimici erisim ortami ve Ogrenci ile Oneri sistemi
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arasinda etkilesimin saglanacag ara yiiz tasarimi olarak siralanmaktadir. Ders Oneri sistemi

temel bilesenleri sematik olarak Sekil (3,8)’de verilmistir.

lV eri toplama ve

siireci

1

Ogrenci verileri: Gegmiste aldig derslere iligkin verilerin
depolanmasi ve veri temizleme ve yapilandirma sureci.

2 Oneri Modeli

Ogrenci bagar puanlarina gore diger 6grencilerle benzerlik
olusturarak oneri sistemi olusturmasi, isbirligine dayal

filtreleme algoritmasi

4

Oneri Siireci

- Ogrencinin heniiz segmedi derslere iliskin bagari puani

tahmin edilmesi, Tahmin edilen puanlarin Ust N siralamasiyla
en yuksek bagari puanindan en diistik seklinde sunulmasi.

4 Cevrimici (Online)

Ogrenci ile Ders dnerisi saglayacak sistem arasinda erigim

saglayan bilesendir.

I
I
Ogrenci ile Oneri sistemi arasinda etkilegimin saglandigi
5 Kullanic1 Arayiizii bilegendir.

Sekil 3.8. Yiiksekogretimde Oneri sistemi temel bilesenleri
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3.16.1. Ders éneri modeli veri toplama siireci

Yiiksekogretimde bir iiniversiteye ilk kaydolan her 6grenciye kayitta bir 6grenci ID
tanimlanir. Bu ID, T.C kimlik numarasi ve ya 6grenci numarasi olabilir. Universiteye ilk
kaydolan her 6grenciye iliskin bazi bilgileri; demografik bilgiler (dogum tarihi, cinsiyet,
medeni durum, yasadigi yerlesim yeri, mezun oldugu lise tiirii vb.) merkezi yerlestirme
smavi sonucunda OSYM tarafindan, kayit yaptiracagi Universite veritabanina
aktarilmaktadir. Bu bilgiler, Universitenin bilgi islem merkezi birimi tarafindan ilgili 6grenci
isleri birimine ve fakiilte ya da yliksekokul 6grenci bilgi sistemine aktarilir. Bunun haricinde
ogrenci sinav, staj ve bilgiler fakiilte 6grenci ileri tarafindan takip edilir, girilir ve diizenlenir.
Ogrencinin derslerine ait notlar ilgili 6gretim eleman: tarafindan not sistemine girilerek
onaylanir. Ogrencilerden ilgili derse iliskin degerlendirme anketleri uygulanir. Dolayisiyla,
bir dgrenciye ait birgok kanaldan veri girisi yapilmaktadir. Artik 6grencinin biitiin bilgileri
ogrenci ID ile eslestirerek birlestirilir. Oneri sistemi uygulama asamasinda Ogr ID ile
eslenik veriler kullanilir. Bu bilgiler, 6grencinin sinifi, alacagi zorunlu dersler, almis oldugu
derslere iliskin puanlari, sinav takvimi, ders 6n kosular1 vb. bilgileridir. Oneri sisteminde,
bagvurulacak yaklagima gore veri seti analiz yapilacak ortama aktarilir. Demografik tabanli
yaklasimda ogrencinin demografik bilgileri veri olarak kullanilir. Igerik tabanli bir
filtreleme sisteminde ders igerikleri, 6grenci ilgi alanlari, gili¢lii ve zayif yonleri gibi sozel
verilerden yararlanilir. Isbirligine dayal: filtreleme sistemi, 6grenci gegmis ders puanlaridir.
Karma (Hibrit ) filtreleme tekniginde, Isbirligine dayali ve icerik tabanli yaklasimda
kullanilan s6zel veriler ile basar1 puanlari birlikte kullanilir. Hibrit filtreleme tekniginde,
igerik bilgilerinin kullanildigi durumlarda pearson korelasyon yerine kosiniis(Cosine)

benzerlik dlgiitiinden yararlanilir (Towle ve Clark, 2000).

3.16.2. Ders oneri modeli

Ders o©neri modeli, 6grencinin secebilecegi derslere ait basari puanlarinin
tahminlerinin yapildig1 bilesendir. Bu bilesende 6grenci ge¢mis verilerinden yaralanarak,
heniiz segmedigi derslere iliskin basar1 notu tahmin yapilir. Tahmin yapilirken kullanilacak
oneri sistemi burada belirlenir. Eldeki veri yapisina gore; Icerik tabanli filtreleme, isbirligine

dayali filtreleme veya hibrit filtreleme yaklasimlarindan biri veya birden fazla uygulanabilir.
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Isbirligine dayali filtreleme tekniginde, hafiza(memory) tabanli yaklasimda
ogrenci-ders veri matrisindeki 6grenci basari puanlari ile dersler arasindaki benzerligine
dayali olarak hesaplanir. Hafiza tabanli yaklasimda ders-ders benzerligine dayali olarak
pearson korelasyon degeri hesaplanir, ders ciftleri arasinda en yiiksek benzerlikler bulunur.
S6z konusu derse iligkin 6grenci basari puanlart ile hesaplanan korelasyon degerleri carpilir.
Elde edilen deger korelasyon degerleri toplamina boliinerek, tahmin edilecek ders notu
hesaplanir. Hafiza tabanli yaklasimda biitlin veri setini kullandig1 i¢in bu islem stires, ¢ok

uzun oldugundan ¢ok ragbet gormemistir (Sarwar, vd., 2002).

Model tabanli yaklagimlar ise, 6grenciler arasinda benzerliklere gore kiimeleme
algoritmalarindan yararlanir. Model tabanli yaklasim diger bir ifade ile kiimeleme
algoritmalar1 kullanir. Makina 6grenme algoritmalarindan birisi en ¢ok uygulanan K en
yakin komsuluk algoritmasi aynm1 zamanda, en iyi performans veren kiimeleme
algoritmalarindan biridir (Jannach, vd., 2012). KNN, tiim veri kiimesindeki en yakin birime
gore birimleri siniflandiran bir yontemdir. Ders 6nerisi sistemi durumunda, ayni dersleri
secmis ve benzer notlart alan tiim 6grencileri tanimlamak ve smiflandirmak icin KNN
kullanilir. Bu siniflama i¢in 6nce her 6grenci ¢ifti icin uzaklik hesaplanir, boylece 2 6grenci
arasindaki benzerlik veya uzaklik 6l¢iiliir. Ayn1 kiimede yer alan 6grenciler i¢in, uzaklik
degerinden yararlanarak her 6grenciye bir agirlik atanir. Her bir 6grenci i¢in en yakin komsu
ogrencilerin ders basari puanlart ve uzaklik degeri ile 6grencinin agirlikli ortalamasi
hesaplanir, bu agirlik ortalama degeri bir 6grenci i¢in belirli bir derse ait tahmin edilen notu

Verir.

Ayrica model tabanli yaklasimda, matris tamamlama teknikleri arasinda yer alan
matris ayrigtirma (matrix decompozition) tekniklerinde yararlanilir. Oneri sistemleri
uygulamalarinda en ¢ok uygulanan ve basarili sonug veren matris ayristirma teknigi ise, tekil
deger ayrisimi( TDA) teknigidir. Tekil deger ayrisimina gore veri matrisi, u ve v iki
ortogonal matris ve orijinal matristen elde edilen 6z degerlerin carpimi ile iglem yapar.
Orijinal veri matrisinden k boyutunda kesilmis (truncated) matris ile (Uk X o X Vk )seklinde
kesilmis matrislerin yardimiyla hesaplar. TDA, orijinal veri matrisi yerine daha kiigiik bir

veri seti ile orijinal veri matrisini modelledigi i¢in islem siiresi olarak oldukg¢a hizlidir.
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3.16.3. Ders Oneri Siireci

Ders oOneri siirecinde, tahmin modelinde elde edilen ders basari notu tahmin
degerleri veri matrisine yazilir. Herhangi bir 6grenci ders se¢iminde oneri olarak tahmin
degerlerini sunmak amaciyla biiylikten kiiglige siralanir. Bir 6grencinin segebilecegi ders
havuzunda yiizlerce ders varsa hepsini siralayarak vermek anlamli degildir. Bunun igin Ust
N N=10,20 gibi daha az sayida bir ders 6nerisi yapilir. Eger 6grenci, bu dersler disinda daha
fazla ders icin Oneri isterse N degerini kendisi tanimlayarak veya tiim dersler i¢in hesaplanan

Oneri listesini isteyebilir.

3.16.4. Cevrimici: Ders secimi oneri yonetim sistemi

Oneri sistemlerinde kullanici ile sistem arasindaki erisimin saglandig: bilesendir.
Yiiksekogretimde halihazirda 6grenciler derslerini ¢gevrimigi ortamlardan, bilgisayar, tablet,
mobil araglardan yararlanarak yapabilmektedirler. Ogrenci ders segimi sonrasi se¢mis
oldugu dersleri danisman 6gretim elemanina ciktisini alarak onaylatmaktadir. Danigman

burada ders ¢akigsmalarina veya 6n kosul bilgisi varsa ona dikkat etmektedir.

Bu tezde, Yiiksekogretimde ders segiminde Oneri sistemi modelinde, “yol
gosterici” olarak tanimladigimiz e-danigsman (gevrimi¢i danigman) mimarisine erigim
sagladigi alandir. Ogrenci siteme Ogr-ID ile girdiginde, sitem ogrenciye ders se¢me
stireciyle ilgili biitiin bilgilere erigsim saglandigi alandir. Bu alanda kayit yenileme, ders
secimi ve onayi, ders se¢iminde Oneri (UstN), ders iicreti 6deme ve fakiilte tarafindan

gorevlendirilen danisman 6gretim eleman1 onay1 ve Onerisinin yer aldig: yerdir.

3.16.5. Ders secimi oneri yonetim sistemi: Ara yiizii

Ders Oneri sistemi ara yiizii; Ogrenin sistemler etkilesim kurdugu alandir.
Ogrencinin sisteme giris yaptig1 andan, ¢ikisana kadar islem yaptig1 web alanidir. Bu alanin
tasarimi onemlidir. Web sayfasi tasarimi, kKolay erisim ve etkilesim, destek, anket, forum,
gibi alanlardan olusur. Bu alan 6grencinin sisteme girdiginde kendine gore tasarlayacagi
esnek yapida diisiiniilebilir. i1k tasarim sonras, tasarima iliskin bir degerlendirme anketi ile

Ogrenci goriigleri alinarak, ara yliz tasarimi yenileme ve iyilestirmeleri saglanabilir.
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3.17. Yiiksekogretimde isbirligine dayah ders secme oneri modeli

Bir dneri sisteminde, 6grencilere uygun 6neri yapmak i¢in siniflama ve puan tahmin
etmede istatistiksel teknikleri, makine 6grenme ve veri madenciligi, karar agaglari, Bayesian
siniflandirict teknikleri uygulanabilir. Bizim dnerdigimiz 6neri sisteminde Isbirligine dayali
filtreleme algoritmalarindan yararlanilmistir. Bu algoritmalar, K-Ortalamalar ve K en yakin
komsu algoritmalari ile Tekil deger ayrigimi algoritmalaridir. Kiimeleme algoritmasinda veri
icerisindeki yapilar1 ve iliskileri bulmak i¢in kullanilmistir. Kiimeleme tekniginde
Ogrencileri daha once sahip olduklar1 basari puanlari degiskenlerine gore, benzerlik
hesaplayarak gruplandirir. Benzerlik Ol¢iisii olarak pearson korelasyon hesaplanmistir.
Korelasyon iki degisken arasindaki iliskiyi gosteren bir dlciidiir ve -1 ile +1 arasinda yer
almaktadir (Tatlidil, 2002). Benzerlik hesaplamada her bir ¢ift 6grenci arasindaki benzerlik
pearson korelasyon katsayilari hesaplanarak belirlenmistir. Kiimeleme analizinin Oneri
sistemlerinde, uygulanmasinin ardindaki neden ayni grupta yer 6grencilerin benzer basari
elde edecegi varsayimina dayanmaktadir. Kiimeleme analizde hesaplanan benzerlik 6lgiitii
pearson koralsyon katsayis1 mutlaka nedensellik belirtmez. Ornegin, sonbahar da havalarin
sogumasi ile yapraklarin sararip dokiilmesi arasinda, sicaklik ile dokiilen yaprak sayisi
arasinda korelasyon pozitif ve yiiksek olabilir. Ancak bu korelasyon yapraklarin sararip
dokiilmesinin nedeni degildir. Yapraklarin sararip dokiilmesindeki temel neden giines
1sinlarin sonbaharda daha yatay bir sekilde gelmesidir. Bu nedenle gelistirdigimiz oneri
sisteminde, veri setinde mevcut arastirilan 6grencilerin rassal degiskenleri olan ders basari
puanlart arasindaki korelasyon degerleri her zaman nedenselligi agiklamamaktadir. Bu
amagla rassal degisken olarak degerlendirilen, basari puanlari arasindaki nedenselligi
kesfedici ve gizil yapiy1 belirlemek amaciyla matris ayristirma teknigi “tekil deger ayrisimi”
yaklasimi uygulanmistir. Ayrica, Tekil deger ayrisimi teknigine bagvurulmasindaki temel
nedenlerinden birisi, veri matrisinde %10’unda basar1 puanlarindan olusan ve yaklasik
%90’nin bos olup tahmin edilecektir. TDA’ya basvurulmasinin ikinci temel neden ise,
orijinal veri setindeki rassal degiskenleri arasinda iliskili yapiy1 daha kii¢iik boyutta iliskisiz
degiskenlerle tahmin edecek olmasidir. Boyut kii¢iiltme islem siiresini kisalttigi i¢in oneri
sistemlerinde olduk¢a bagvurulan bir tekniktir. TDA’ya bagvurulmasinin {igiincii temel
neden ise, rassal degiskenler arasindaki gizil yapinin belirlenmesi ve karsilastirilan orijinal
degerler ile dogruluk derecesi yliksek, tahmin hata degeri daha kiigiik olmas1 hedeflendigi

i¢cin bagvurulmustur.
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Ogrenci siteme girisini, ders dneri sistemi (yol gdsterici) ara yiizii ile yapmaktadir.
Sisteme girdikten sonra ders se¢imi islemini segtiginde, oneri modeli tarafindan hesaplanan
tahmin basar1 puanlari {istN olarak &grenciye sunulacaktir. Ogrenci sunulan derslerden
birinin istiine geldiginde, derse ait dgretim elemani bilgisi, tahmini basar1 notu bilgisi,

kaginc1 donemde yer aldig1 gibi bilgileri gormesi saglanmalidir.

Ogrenci / Ggrenciler Yol gostenici (Pathfinder)
-Sisteme girig iglemi e-Damisman: Ders Secimi
(OBrenci ID ve sifre Onern Sistemi Yénetimi:
islemleri) .

—2»| -Kayit Yenileme

Islemlens,

- Ders Onerisi UstN

sunulmasi,

-GNO hesaplanmas1

-Ders se¢imi ve onayt,
YOz-¥ilze Darusman -Ders Kayit ticreti 6demesi.
/Danismanlar Onayi:

-Ogrenciye sunulan
ders Gnerisi - 6grenci

segiminden sonra, Bilgi islem Merkezi: —

Danigman onay /6nerisi ONERI

ile degisiklik. ‘ » | -Verilerin saklanmasi, et
islenmesi ve hesaplamalar. S.

I ;

Fakilte Yonetimi: TAHMIN MODELI

-Ogrenci sinifi bilgisi -Algoritma segimi: Model
Bazli, Hafiza Bazli
-Ders bilgileri; donem,

icerik, kredi vs. -Benzerliklerin hesaplanmasi -

Secilen
-Haftalik ders plani algoritmay/algoritmalarin
bilgisi, uygulamasi,
-Ogretim elemani bilgisi, ' ‘ -isbirligine dayali filtreleme

teknigi ile ders bagan
puanlarinin tahmin edilmesi.
-Ders 6n-kosullari, l

-Derslik sayisi,

-Sinav takvimi ve
Organizasyonu,

Oneri Sureci

-Tahmin edilen basari
puanlarinin Ust N sirasiyla
68renciye dnerilmesi

-Mezuniyet kosullan
denetimi ve
belgelendirilmesi

Sekil 3.9.. Yiiksekogretimde Isbirligine Dayali Ders Se¢gme Oneri Modeli
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Bu &neri sisteminde ii¢ biiyiik elemanin yer aldig1 teknolojisi iliskilendirilmistir. ilk
insan-bilgisayar ara yiizii teknolojisi gerekli bilgileri toplamaktir. ikincisi, bu amagla, bilgi
alma teknikleri ile toplanan verilerden istatistiksel tahmin ve makine 6grenme ile ulasilan
bilgileri dnerilere doniistiirmektir. Uciinciisii 6neri sisteminde gerekli bilgileri toplamaya,
veri tabani lizerinde islemek, hesaplamak ve dagitim ag ile ilgili bir teknolojidir. Sekil 3.9°de
Yiiksekogretimde isbirligine dayali ders segme modelinde s6z konusu ii¢ elemanin iligkileri
sematik olarak gosterilmistir. Sekil 3.9. incelendiginde ilk olarak 6grenci ile Oneri sistemi
etkilesimim oldugu, “yol gosterici” e-danigman sistem etkilesimini gdstermektedir. Burada,
Bilgi islem merkezinde kayitli veri tabani ile Fakiilte yonetimi tarafindan girilen bilgilerin
yer aldig1 bilgi toplama ve toplanan verilerin diizenlendigi béliimdiir. Ikincisi toplanan
verilerden Oneri modeli veya tahmin modelinin uygulandigi, eldeki verilere algoritmalarin

uygulandigi teknolojidir.

Ugiincii olarak, &neri siireci ve veri ve bilgi akismin siirekliligini bdylece
uygulanan algoritmalar sonucunda 6grenci tekrar sisteme ders se¢imi igin giris yaptiginda

yeni tahminlerin iiretilecegi teknolojidir.
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1 Ogrenci Sistem Girisi
[ ]

4

2 Ogrenci Profil Bilgileri Gésterimi

4

Ders Listesi Ve Bilgileri

w

v

4 Yol Gasterici (Pathfinder):

Ders Onerisi

T

5 Ogrenci Ders Secim Onay1
1

!

6 Damsman Oneri / Onay1

oy wmw uxal

Sekil 3.10. Yiiksekdgretimde Oneri Sistemi ile Ogrenci Ders se¢im Siireci

Ugiincii boliim ayn1 zamanda 6grenci ve ara yiize bilgi saglayan, dnerilerin
(tahminlerin) sunuldugu insan-bilgisayar ara yiiziiniin olustugu teknolojidir. Ugiincii

boliimde 6grenci sistemle etkilesim siirecinin sematik gosterimi Sekil 3.10.” da verilmistir.
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3.18. Isbirligine dayal filtreleme ile ders basar1 puanlarim tahmin siireci

Tezde onerilen ders se¢gme modelinde, isbirligine dayali filtreleme tekniginden
yararlanilmistir. Bu modelde, veri tabaninda 6grenci ID, sinifi ve dénemi, dersleri ve ders
basar1 puanlar1 yer almaktadir. Bu teknikte 6grencilerin gegmis donem ders basari puanlari
rassal degiskeni olarak ela alinacaktir. Hafiza tabanli bu iki 6grenci — 6grenci veya ders-ders
benzerlik, ge¢mis donem basari puanlari yardimiyla pearson korelasyon degerleri
hesaplanacaktir. Benzerliklere gore, 6grencilerin ge¢gmis donem basar1 puanlart da tekrar
tahmin edilmektedir. Boylece, bir test verisi olarak biitliin 6grencilerden gegmis donem 20
ders basar1 puanlar1 sistemde belirlenerek, bu derslerin gergek degerleri ile tahmin degerleri

arasindaki MAE degerleri hesaplanacaktir.

Ayrica MAE degeri, K-ortalama, K en yakin komsu ve tekil deger ayrisimi
algoritmalari i¢inde benzer sekilde hesaplanmaktadir. Hesaplanan MAE degerine gore en iyi
tahmin yapan algoritma ve ilgili algoritmadaki k, komsuluk sayis1 belirlenir. Tekil deger
ayrisimda ise, en kiiciik MAE degerinin elde edildigi ve stabil oldugu k (truncated) degeri
baz alinir (Huang, vd., 2004). Tekil deger ayrisiminda en kiigiik k degerinde elde edilen
tahmin degerleri, ilgili 6grencinin karsilik gelen derslerine ait basari puan degerleridir.
Uygulanan algoritmalar sonucunda tahmin edilen basar1 puanlari ders isimleri ya da ders
kodlar1 (ders_ID) ile eslestirilir. Daha sonra dersi sececek 6grenciye genellikle biiyiikten
kiiciige dogru siralanmis sekilde en basarili olacagindan, en diislik notu alacak ders sirali
listesi olusturulur. Olusturulan liste cok uzun olmasi kullanisli olmadigidan UstN sirali liste
Ust N=10 ve 20 kadar desin sirali bicimde 6grenciye 6neri olarak sunulur (Parameswaran,
vd., 2011).
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OGRENCILERIN
BiLGILERIi:

Ogrenci ID 2
= TEST VERISI

Siniflari

Dersler

Ders Puanlar:

T 4

EGITIM VERISI

. MAE hesaplanmast:
Veri . o
Algoritma Segimi

Yapilandirma

TAHMIN MODELIJ
ISBIRLIGINE DAYALI
FILTRELEME

(K-Ortalama, K-en yakin komsu
(KNN), Tekil Deger Ayrigimi (SVD),
Ders Tabanl, Ogrenci Tabanh)

OGRENCILERIN DERS PUANLARI
TAHMIN EDILMESI

ONERI SISTEMI
Yol Gosterici (Pathfinder):
Ders Onerisi ( Ust N)

Sekil 3.11. Isbirligine dayal: filtreleme ile ders basar1 puanlarini tahmin siireci

Isbirligine dayali filtreleme teknigi ile modellenen ders oneri sitemi Sekil 3.11.°de
sematik olarak verilmistir. Oneri sisteminde dnerdigimiz 6neri modeli, kisisellestirilmis ders
Onerisi sunan yol gostericidir.
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4. BULGULAR VE TARTISMA

Yiiksekogretimde 6grenciler segmeli dersleri segerken, 6grenciye ve danismana yol
gostermesi acisindan Isbirligine dayali filtreleme algoritmalari yardimiyla Iktisat boliimii ve
Isletme boliimii 6grencileri i¢in ayn1 algoritmalar ayr1 ayr1 bdliim bazinda uygulanarak heniiz
secilmemis derslerin basar1 puanlar1 tahmin edilmeye calisiimistir. Bu tezde oOneri
algoritmalar1 islemlerinde Matlab Simulink 2017 Anadolu Universitesi lisansl yazilimindan
yararlanilmistir. Burada Isbirligine dayali filtreleme teknigi model algoritmalarindan, k en
yakin komsu algoritmas1 (KNN), K-ortalama (k-means) algoritmasi ve gizil yapinin kesfinde
ve boyut indirgemede en iyi performans veren tekil deger ayrisimi (SVD) algoritmasindan
yararlanilmistir. Ayrica Isbirligine dayali filtreleme teknigi hafiza tabanli olan ders
benzerligine dayali algoritmadan yararlanilmistir. Model ve hafiza tabanli algoritma
sonuglar, degerlendirme oOlgiitii olarak MAE hesaplamistir. Uygulama sonucunda alan
yazinda en ¢ok kullanilan ve 6grenci gegmis basari puanlarinin 0-4 araliginda siirekli veri
olmasindan otiirli en iyi performans veren tahmin 6l¢iim metrigi MAE degeri kisit olarak
alinmistir. Ayrica MAE, en sik kullanilan ve dogrudan yorumlamak i¢in en kolay olanidir.
MAE igin istatistiksel anlamlilik testi yapmak ve giiven araliklarini hesaplamak konusunda
genis bir arastirma literatiirli vardir (Sarwar, vd., 2002). MAE 6l¢iitiinii segme nedeni olarak,

tahmin degerlerimizin gercek degerlere en yakin olanini istemizden kaynakhidir.

Onerilen ders &neri yaklasimi igin oneri kalitesini 6lgmede, en belirgin ve yaygin
olarak kullanilan ortalama mutlak hatast (MAE)  metrigi kullanmilmistir (Good,
vd.1999). Ortalama mutlak hata (MAE), tahmin edilen bir derecelendirme ile kullanicinin
gercek derecelendirmesi  arasindaki ortalama mutlak sapmayi  olger  (Nikos,
vd.2012). Ortalama mutlak hata (MAE), ilk olarak N tane derecelendirme-tahmin ¢iftlerinin
karsilikli mutlak hatalarmin toplanmasi ve daha sonra ortalamanin hesaplanmasiyla
hesaplanir. Diisik MAE degerleri daha yiliksek dogruluk gosterir. MAE en ¢ok kullanilan

metriktir ¢linkii hesaplamanin mekanigi basit ve anlagilmasi kolaydir.

K en yakin komsuluk algoritmasi i¢in komsu sayis1 boyutu 10, 25, 50, 100, 250
olarak ve tiim kullanicilar i¢in sirasiyla kullanici tabanli MAE degeri hesaplanmis ve

sonuglar karsilastirilmistir. Ayrica Ogrenci — 8grenci benzerligi temelimdeki yaklasimda K
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ortalamalar algoritmasi i¢in komsu sayisi boyutu 2, 4, 8,12, 16 olarak ve tiim kullanicilar

icin sirasiyla kullanici tabanlit MAE degeri hesaplanmis ve sonuglar karsilagtirilmastir.

Diger taraftan {iciincii olarak Tekil deger ayrisimi algoritmasi i¢in k degeri 2, 4, 8,
12, 16 olarak ve tiim kullanicilar i¢in sirasiyla kullanici tabanli MAE degeri hesaplanmis ve
sonuclar karsilagtirllmistir. Ders benzerligine dayali item-based tabanli algoritma
uygulamasinda, heniiz alinamamis ve notu olmayan dersler igin siitunlara ortalama degerleri
atanarak benzerlik hesaplanmistir. Bu benzerlik hesaplanmasi sonrasi k-ortalamalar
kiimeleme algoritmasi1 ile ders basari tahmini yapilmistir. Ders benzerligine dayali
algoritmada komsu sayis1 boyutu 5, 25, 50, 10, 250 olarak alinarak tiim dersler icin MAE
degeri hesaplanmis karsilastirilarak yorumlanmistir. Anadolu Universitesi 1IBF’sine bagl
boliimler arasindan en ¢ok dgrencisi olan Iktisat ve Isletme boliimii 6grencileri i¢in segmeli
ders Oneri sistemi uygulanmistir. Sirastyla Iktisat boliimii 6grencileri i¢in segmeli ders oneri
sisteminde kullanilan algoritma sonuglar1 ve Isletme boliimii dgrencileri i¢im kullanilan

algoritma sonuglar1 asagida basliklar altinda verilmistir.

4.1. iktisat Béliimii Ogrencileri icin Se¢meli Ders Oneri Algoritma Sonuclar

Anadolu Universitesi Iktisadi ve Idari Bilimler Fakiiltesine bagli Iktisat boliimii
2009-2014 egitim donemlerindeki 6grenci ders basari puanlarindan yararlanilarak, K-NN (K
En Yakin Komsu) Algoritmasi, K Ortalama algoritmasi, Tekil deger ayrisimi (SVD) ile ders
benzerligine baglh Uriin bazli (Item base) algoritmalari sonuglari izleyen kisimlarda

basliklar halinde verilmistir.

4.1.1. K-NN (K En Yakin Komsu) Algoritmasi Sonug¢lari

Universite dgrencilerinin secmeli ders seciminde, Iktisat béliimii 6grencileri icin
Oneri sistemi mimarisi olan Isbirligine dayal: filtreleme tekniklerinden birisi olan kullanic
tabanli yaklasimda KNN algoritmasi sonucunda MAE olgiitii 0,58160 ile 0,6045 arasinda
hesaplanmistir. En diisik MAE degeri 0,5865 ile komsu sayisinin 100 olarak
belirlenmesinde elde edilmistir. Bu deger 6grencinin herhangi bir dersten gercek degeri ile

tahmin degeri arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik
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0,5865 olmas1 yiiksek bir hata ile tahmin yapildigini géstermektedir. Komsu sayisina gore
hesaplanan MAE degerleri Sekil 4.1°de verilmistir.

knn_mae

0.61000

0.60500 0.60450
0.60000

MAE

0.59500

0.59000 mae

0.58500 0.58650

0.58000
0 50 100 150 200 250 300

Komsu sayisi

Sekil 4.1. Iktisat boliimii, K-En Yakin Komsuluk Algoritmasi sonucu MAE

degerleri

Sekil 4.1 Incelendiginde K En yakin komsuluk algoritmasi igin en diisik MAE
komsu sayist yliz oldugunda bulunmus ve daha sonra tekrar yiikselme egilimine girmistir.
Bu nedenle burada denenen algoritma sonucunda en uygun basar1 notu tahmini komsu sayisi

k=100 oldugunda elde edilmistir.



Ogr_ID [ARY111 |HUK151 [HUK152 |iKT128 |iKT216 |Ogr ID ARY111 |HUK151 [HUK152 |iKT128 iKT216
1 2.3 0 3.3 0 2.3 1.0 2.21 2.22 2.16 2:39 2.08
2 3.3 3.3 2.7 1 1 2.0 2.10 2.19 1.94 2.21 1.72
3 0 1.7 1.7 2.3 2.7 3.0 1.51 1.74 1.61 1.80 1.48
4 0 0 0 0 0 4.0 2.96 2.83 2.90 3.13 2.95
5 4 4 3 3.3 0 5.0 3.67 3.73 3.64 4.00 3.50
6 3 3 2.7 3.3 1.7 6.0 2.64 2.68 2.55 2.76 2.20
7 0 23 1.7 2 3 7.0 2.07 2.13 2.08 2.36 1.96
8 2.7 0 0 0 3 8.0 2.64 2.44 2.30 2.56 2.51
9 0 2 1.7 3.3 2 9.0 1.96 2.07 1.98 2.05 1.64
10 4 2.3 2 3.7 2 10.0 2.69 2.76 2.69 2.85 2.15
11 2.7 0 0 2.7 2.7 11.0 2.57 2.59 2.51 2.63 2.16
12 0 3 2.7 3 2.3 12.0 2.88 2.97 2.97 2.93 2.75
13 0 0 13 0 0 13.0 0.80 1.04 1.02 1.00 0.74
14 0 0 1.3 0 0 14.0 1.55 1.33 1.47 1.78 1.80
15 1.3 2.3 1.7 1.7 1 15.0 1.33 1.43 1.39 1.58 1.02
16 1.7 23 1.7 1.7 2 16.0 1.77 2.05 1.97 2.19 177
17 33 33 2.7 2.7 3 17.0 2.62 2.56 2.50 2.78 2.10
18 0 3.3 3.7 0 1.3 18.0 2.37 2.36 2.28 2.48 1.94
19 3.3 3 3 2.7 3 19.0 2.84 2.72 2.65 2.96 2.19
20 1.7 2 1.7 1.7 0 20.0 1.70 1.70 1.61 1.79 1.26
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Sekil 4.2. Iktisat boliimii k en yakin komsu algoritmast sonucunda tahmin edilen

ders puanlari

K en yakin komsuluk algoritmasi uygulamas1 sonucnda Iktisat boliimiinden 6rnek

olarak ilk 20 6grencinin ge¢mis notlari ve heniiz almadiklari dersler Sekil 4.2°de verilmistir.

Bu yirmi &grencinin tekil deger ayrigimi algoritmasi sonucunda tahmin edilen notlari

gostermektedir. Sekil 4.2. incelendiginde d6grencinin ders notu olmayan hiicreler sifir degeri

ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basar1 notu, sifir olan hiicreler

sar1 renkle belirtilirken seklin sag tarafinda ise tahmin degerleri turuncu ile belirtilmistir
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4.1.2. K-Means (K Ortalamalar) Algoritmas1 Sonuclari

Universite dgrencilerinin segmeli ders seciminde veri setinde, Iktisat bdliimii
ogrencileri icin Oneri sistemi mimarisi olan Isbirligine dayal: filtreleme tekniklerinden birisi
olan kullanici tabanh yaklasimda k-ortalama algoritmasi sonucunda MAE 6l¢iitii 0,5307 ile
0,5348 arasinda hesaplanmistir. En diisiik MAE degeri 0,5307 ile komsu sayisinin 8 olarak
belirlenmesinde elde edilmistir. Bu deger 6grencinin herhangi bir dersten gergek degeri ile
tahmin degeri arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik
0,5307 olmas1 yiiksek bir hata ile tahmin yapildigin1 gostermektedir. Komsu sayisina gore
hesaplanan MAE degerleri Sekil 4.3°de verilmistir.

k_Means_MAE

0.5355
0.535
0.5345
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0.5348

mae

Kime sayisi

Sekil 4.3. Iktisat boliimii, k-ortalama algoritmasi sonucu mae degerleri

Sekil 4.3 incelendiginde K Ortalama algoritmasi igin en diisiik MAE komsu sayist
k= 8 oldugunda bulunmus ve daha sonra tekrar yiikselme egilimine girmistir. Bu nedenle
burada denenen algoritma sonucunda en uygun basar1 notu tahmini komsu sayisi k=8

oldugunda elde edilmistir.
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Ogr_ID|ARY111 |HUK151 [HUK152 |iKT128 |iKT216 |[Ogrenci_ID[ARY111 |HUK151 |HUK152 [iKT128 iKT216
1 2:3 0 3.3 0 2.3 1 2.26 2.15 2.46 2.49 2.29
2 33 3.3 2.7 1 1 2 2.60 2.42 2.02 2.22 1.69
3 0 1.7 1.7 2.3 2.7 3 2.45 1.92 1.93 1.86 1.90
4 0 0 0 0 0 4 2.97 2.71 3.52 3.71 2.82
5 4 4 3 3.3 0 5 3.66 3.80 3.76 3.81 3.66
6 3 3 247, 3.3 1.7 6 2.88 2.72 2.92 3.18 2.79
7 0 2.3 1.7 2 2.3 7 2.97 2.48 2.38 2.37 2.34
8 2.7 0 0 0 3 8 2.95 2.51 2.28 2.46 3.08
9 0 2 1.7 3.3 2 9 1.35 1.91 1.88 1.68 1.38
10 4 2.3 2 3.7 2 10 2.84 2.58 2.37 2.87 2.25
11 2.7 0 0 2.7 2.7 11 2.94 2.69 2.49 2.65 2.95
12 0 3 2.7 3 2.3 12 3.56 3.18 3.12 3.12 3.05
13 0 0 353 0 0 13 1.00 1.00 1.00 1.00 1.00
14 0 0 1.3 0 0 14 1.51 1.51 1.28 1.51 2.13
15 1.3 2.3 1.7 1.7 il 15 1.53 1.49 1.43 1.53 1.15
16 1.7 2.3 1.7 17 2 16 1.82 2.09 1.95 2.38 1.86
17 3.3 3.3 2.7 2.7 3 17 2.93 2.80 2.91 3.23 2.86
18 0 3.3 3.7 0 1.3 18 2.12 2.53 2.58 2.44 2.03
19 3.3 3 3 2.7 3 19 2.84 2.86 2.68 2.95 2.53
20 1.7 2 1.7 17 0 20 1.64 1.54 1.56 1.72 1.36

Sekil 4.4. iktisat Boliimii

K-ortalama algoritma tahmin degeri

K -ortalama algoritmasi uygulamasi sonucnda Iktisat boliimiinden &rnek olarak ilk

20 6grencinin ge¢mis notlar1 ve heniiz almadiklar1 dersler Sekil 4.4°de verilmistir. Bu yirmi

ogrencinin tekil deger ayrisimi algoritmasi sonucunda tahmin edilen notlar1 géstermektedir.

Sekil 4.4. incelendiginde 6grencinin ders notu olmayan hiicreler sifir degeri ile doldurularak

normallestirilmistir. Ayrica, tahmin edilecek basari1 notu, sifir olan hiicreler sar1 renkle

belirtilirken seklin sag tarafinda ise tahmin degerleri turuncu ile belirtilmistir.
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4.1.3. Tekil Deger Ayrisimi (SVD) Algoritmasi Sonuglari

Universite dgrencilerinin se¢meli ders segiminde, Iktisat boliimii 6grencileri i¢in Oneri
sistemi mimarisi olan Isbirligine dayali filtreleme tekniklerinden birisi olan kullanic tabanli
yaklasimda Tekil deger algoritmasi sonucunda MAE o6lgiitii 0,288 ile 0,2034 arasinda
hesaplanmistir. En diisik MAE degeri 0,2034 ile komsu sayisinin 8 olarak belirlenmesinde
elde edilmistir. Bu deger 6grencinin herhangi bir dersten gergcek degeri ile tahmin degeri
arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik 0,2034 olmas: diisiik
bir hata ile tahmin yapildigin1 gostermektedir. Bu duruma 6grenci basar1 notu tahmininde en
iyi performans tekil deger ayrimi (SVD) ile saglanmistir. K sayisina gore hesaplanan MAE
degerleri Sekil 4.5.’de verilmistir.

SVD_MAE

0.21

0.209 0-2088—6-2088

0208 0.2084

:—I( 0.207 0.2069
= 0.206

0.205
0.204
0.203

mae

0.2034
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indirgeme sayisi

Sekil 4.5. Iktisat boliimii, tekil deger ayrisimi algoritmasi sonucu mae degerleri

Sekil 4.5 incelendiginde Tekil deger ayrisimi algoritmasi i¢in en diisiik MAE k degeri
16 oldugunda bulunmustur. Bu nedenle burada denenen algoritma sonucunda en uygun

bagar1 notu tahmin k sayis1 16 oldugunda elde edilmistir.
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Ofr ID|ARY111 [HUK151 |HUK152 |iKT128 |iKT216 |Ogrenci ID|ARY111 |HUK151 [HUK152 |iKT128 |iKT216
1 2.3 0 3.3 0 2.3 1 2.474 2.472 2.471 2.471 2471
2 3.3 3.3 2.7 1 1 2 2.347 2.344 2.343 2.348 2.344
3 0 1.7 157 2.3 2.7 3 2.131 2.131 2.133 2.131 2.131
4 0 0 0 0 0 4 2.596 2.595 2.595 2.597 2.595
5 4 4 3 3.3 0 5 3.075 3.073 3.072 3.076 3.072
6 3 3 2.7 3.3 17 6 2.814 2.812 2.810 2.816 2.811
7 0 2.3 17 2 2.3 7 2.553 2.552 2.551 2.554 2.551
3 2.7 0 0 0 3 8 2.705 2.703 2.701 2.706 2.702
9 0 2 1.7 3.3 2 9 2.538 2.536 2.535 2.539 2.536
10 4 2.3 2 3.7 2 10 2.868 2.865 2.863 2.869 2.864
11 2.7 0 0 2.7 2.7 11 2.849 2.847 2.846 2.850 2.847
12 0 3 2.7 3 2.3 12 3.057 3.055 3.054 3.058 3.055
13 0 0 1.3 0 0 13 2.662 2.660 2.659 2.663 2.660
14 0 0 1.3 0 0 14 2.698 2.696 2.695 2.699 2.696
15 1.3 2.3 1.7 1.7 1 15 1.914 1.912 1.911 1.915 1.912
16 1.7 2.3 1.7 1.7 2 16 2.324 2.322 2.320 2.325 2.321
17 3.3 3.3 2.7 2.7 3 17 2.847 2.844 2.843 2.848 2.844
18 0 3.3 3.7 0 1.3 18 2.804 2.802 2.802 2.804 2.802
19 3.3 3 3 2.7 3 19 3.081 3.079 3.077 3.083 3.078
20 1.7 2 1.7 1.7 0 20 2.086 2.084 2.083 2.087 2.084

Sekil 4.6. Iktisat boliimii ders notu tekil deger ayrisimi algoritmas: (k=16) tahmin degeri

Basar1 notu tahmininde en basarili sonug tekil deger ayrisimi sonucunda elde

edilmistir. Iktisat boliimiinden &rnek olarak ilk 20 dgrencinin gegmis notlar1 ve heniiz

almadiklar1 dersler Sekil 4.6’de verilmistir.

Bu yirmi 6grencinin tekil deger ayrisimi

algoritmas1 sonucunda tahmin edilen notlar1 gostermektedir. Sekil 4.6. incelendiginde

Ogrencinin ders notu olmayan hiicreler sifir degeri ile doldurularak normallestirilmistir

Ayrica, tahmin edilecek basar1 notu, sifir olan hiicreler sar1 renkle ve seklin sag tarafinda

ise tahmin degerleri sar1 renkle belirtilmistir.
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4.1.4. Ders Benzerligine Dayal Algoritma Sonuclari

Universite Ogrencilerinin se¢meli ders segiminde veri setinde, Iktisat boliimii
ogrencileri icin dneri sistemi mimarisi olan Isbirligine dayal filtreleme tekniklerinden birisi
olan kullanic1 tabanli yaklasimda ders benzerligine dayali iiriin benzerlik (item-base)
algoritmasi sonucunda MAE 6lgiitii 0,79ile 0,8017 arasinda hesaplanmistir. En diisiik MAE
degeri 0,79 ile komsu sayisinin 50 ve lizerinde MAE degeri degismemis sabit kalmistir. Bu
deger 6grencinin herhangi bir dersten gercek degeri ile tahmin degeri arasindaki faklarin
ortalamasi olarak bulunur. MAE degerinin en diisiik 0,79 olmasi biiyiik bir hata ile tahmin
yapildigini goéstermektedir. Bu duruma 6grenci basar1 notu tahmininde kotii performans ders
benzerligine dayali item-based algoritmasi sonucunda elde edilmistir. Komsu sayisina gore

hesaplanan MAE degerleri Sekil 4.7°de verilmistir.

Item_Base_MAE
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Sekil 4.7. iktisat boliimii, ders benzerligi algoritmasi sonucu mae degerleri

Sekil 4.7 Incelendiginde Ders benzerligine dayali algoritmasi icin en diisiik MAE
komsu sayist 25 oldugunda bulunmus ve bundan sonra 0,79 olarak degismemistir. Bu
nedenle burada denenen algoritma sonucunda en uygun basar1 notu tahmin komsu sayisi 25
oldugunda elde edilmistir. Bagar1 notu tahmininde en basarisiz MAE sonucu ders benzerligi

sonucunda elde edilmistir.

Ders benzerligi algoritmas1 uygulamas: sonucnda Iktisat béliimiinden 6rnek olarak

ilk 20 6grencinin ge¢cmis notlart ve heniiz almadiklar1 dersler Sekil 4.8’de verilmistir. Bu
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yirmi Ogrencinin tekil deger ayrisimi algoritmasi sonucunda tahmin edilen notlar
gostermektedir. Sekil 4.8. incelendiginde 6grencinin ders notu olmayan hiicreler sifir degeri
ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basar1 notu, sifir olan hiicreler

yesil renkle ve seklin sag tarafinda ise tahmin degerleri yesille belirtilmistir.

Ogr ID |BEO155 [ista02  |[ista04  |istaos  list424  |Gpr D |BEO1SS |isla02  |isiaoa  |isiaos  [isia2a
1 0 0 0 0 0 1.0 2.47 2.47 2.47 2.47 2.51
2 0 0 0 0 0 2.0 2.34 2.34 2.34 2.34 2.39
3 0 0 0 0 0 3.0 213 2.13 213 2.13 2.15
4 0 0 0 1.7 0 4.0 2.59 2.59 2.59 2.59 2.61
5 0 0 0 0 0 5.0 3.07 3.07 3.07 3.07 3.10
6 2 0 0 0 0 6.0 2.81 2.81 2.81 2.81 2.85
7 0 2.7 0 1 1.3 7.0 2.55 2.55 2.55 2.55 2.57
8 0 3 0 1.7 0 8.0 2.70 2.70 2.70 2.70 2.72
9 2.3 23 1 1.3 0 9.0 2.53 2.53 2.53 2.53 2.57
10 0 3 3 3 0 10.0 2.86 2.86 2.86 2.86 2.091
11 0 0 0 1 0 11.0 2.84 2.84 2.84 2.84 2.88
12 0 0 0 0 0 12.0 3.05 3.05 3.05 3.05 3.07
13 0 4 0 2 3 13.0 2.66 2.66 2.66 2.66 2.70
14 0 0 0 0 0 14.0 2.69 2.69 2.69 2.69 2.72
15 2.7 0 0 3.3 2.7 15.0 1.91 1.91 1.91 1.91 1.95
16 2 2 0 2.3 2 16.0 2.32 2.32 2.32 2.32 2.37
17 0 2 3 3 0 17.0 2.84 2.84 2.84 2.84 2.89
18 0 3 0 3 0 18.0 2.80 2.80 2.80 2.80 2.82
19 0 0 0 0 0 19.0 3.07 3.07 3.07 3.07 3.12
20 0 0 0 0 0 20.0 2.08 2.08 2.08 2.08 212

Sekil 4.8. iktisat boliimii ders benzerligi ders notu tahmin degeri
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4.2. isletme Boliimii Ogrencileri I¢in Secmeli Ders Oneri Algoritma Sonuglar

Anadolu Universitesi Iktisadi ve Idari Bilimler Fakiiltesine bagli Isletme béliimii
2009-2014 egitim donemlerindeki 6grenci ders basar1 puanlarindan yararlanilarak, K-NN (K
En Yakin Komsu) Algoritmasi, K Ortalama algoritmasi, Tekil deger ayrisimi (SVD) ile ders

benzerligine bagl Uriin bazli (Item base) algoritmalar1 sonuglar1 asagida verilmistir.

4.2.1. K-NN (K En Yakin Komsu) Algoritmasi Sonug¢lari

Universite 6grencilerinin se¢gmeli ders se¢iminde, Isletme béliimii dgrencileri icin
Oneri sistemi mimarisi olan Isbirligine dayal filtreleme tekniklerinden birisi olan kullanict
tabanl yaklasimda KNN algoritmasi sonucunda MAE o6l¢iitii 0,5827 ile 0,6578 arasinda
hesaplanmistir. En diisik MAE degeri 0,5827 ile komsu sayisimin 250 olarak
belirlenmesinde elde edilmistir. Bu deger 6grencinin herhangi bir dersten gercek degeri ile
tahmin degeri arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik
0,5827 olmas1 yiiksek bir hata ile tahmin yapildigini géstermektedir. Komsu sayisina gore
hesaplanan MAE degerleri Sekil 4.9’de verilmistir.

KNN_MAE
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Sekil 4.9.1sletme boliimii, k-en yakin komsuluk algoritmasi sonucu mae degerleri

Sekil 4.9. Incelendiginde K En yakin komsuluk algoritmast igin en diisiik MAE

komsu sayis1 yiiz oldugunda bulunmus ve daha sonra tekrar yiikselme egilimine girmistir.
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Bu nedenle burada denenen algoritma sonucunda en uygun basar1 notu tahmini komsu sayisi
k=250 oldugunda elde edilmistir.

K en yakin komsu algoritmasi uygulamas1 sonucnda Isletme boliimiinden drnek
olarak ilk 20 Ogrencinin ge¢mis notlart ve heniiz almadiklar1 dersler Sekil 4.10 ’de
verilmistir. Bu yirmi 6grencinin tekil deger ayrisimi algoritmasi sonucunda tahmin edilen
notlar1 gostermektedir. Sekil 4.10.. incelendiginde 6grencinin ders notu olmayan hiicreler
sifir degeri ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basar1 notu, sifir

olan hiicreler yesil renkle ve seklin sag tarafinda ise tahmin degerleri yesille belirtilmistir.

Ogr ID  [BEO155 |ist402  |ista04  |ist405  |ista24  |OGgr D |BEO155 |ista02  |istaoa  |islaos  |isl424
1 0 0 0 0 0 1 1.51 1.51 1.51 1.51 1.51
2 0 0 0 0 0 2 2.27 2.04 1.91 1.95 1.91
3 0 0 0 0 0 3 1.51 1.43 1.51 1.28 1.28
4 0 0 0 1.7 0 4 3.30 3.28 3.13 2.93 3.00
5 0 0 0 0 0 5 1.30 1.30 1.30 1.30 1.30
6 2 0 0 0 0 6 2.03 2.03 2.03 2.03 2.03
7 0 2.7 0 1 1.3 7 2.22 2.05 2.24 2.19 2.07
8 0 3 0 1.7 0 8 3.25 3.36 3.02 3.40 3.19
9 2.3 2.3 1 1.3 0 9 3.29 3.0 2.93 2.85 3.09
10 0 3 3 3 0 10 3.26 3.34 3.19 3.28 3.13
11 0 0 0 1 0 11 2.32 2.33 2.24 2.34 2.39
12 0 0 0 0 0 12 1.28 2.07 2.79 2.67 1.69
13 0 4 0 2 3 13 3.72 3.41 3.33 3.58 2.08
14 0 0 0 0 0 14 2.54 2.54 2.45 2.55 2.45
15 2.7 0 0 3.3 2.7 15 3.01 2.87 2.92 3.57 2.67
16 2 2 0 2.3 2 16 3.28 3.43 3.79 3.31 3.36
17 0 2 3 3 0 17 2.69 2.69 2.68 2.69 2.68
18 0 3 0 3 0 18 3.76 3.65 3.59 3.87 3.65
19 0 0 0 0 0 19 2.33 2.33 2.30 2.34 2.34
20 0 0 0 0 0 20 2.13 213 213 2.13 2.10

Sekil 4.10. Isletme béliimii, k-en yakin komsuluk algoritmasi ders notu tahmin

degerleri
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4.2.2. K Ortalamalar Algoritmasi Sonuglari

Universite dgrencilerinin segmeli ders se¢iminde veri setinde, Isletme boliimii
ogrencileri icin Oneri sistemi mimarisi olan Isbirligine dayali filtreleme tekniklerinden birisi
olan kullanici tabanli yaklasimda k-ortalama algoritmasi sonucunda MAE 6lgiitii 0,5616 ile
0,5893 arasinda hesaplanmistir. En diisiik MAE degeri 0,5616 ile komsu sayisinin 16 olarak
belirlenmesinde elde edilmistir. Bu deger 6grencinin herhangi bir dersten gercek degeri ile
tahmin degeri arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik
0,5616 olmas1 yiiksek bir hata ile tahmin yapildigin1 gostermektedir. Komsu sayisina gore
hesaplanan MAE degerleri Sekil 4.11°de verilmistir.

K-Means_MAE

0.5893

mae
057

0.565

0.56
0 2 4 6 8 10 12 14 16 18

Komsu sayisi

Sekil 4.11.Isletme boliimii, k-ortalama algoritmasi sonucu mae degerleri

Sekil 4.11. Incelendiginde K Ortalama algoritmast i¢in en diisiik MAE komsu sayisi
k=16 oldugunda bulunmus ve daha sonra tekrar yiikselme egilimine girmistir. Bu nedenle
burada denenen algoritma sonucunda en uygun basart notu tahmini komsu sayisi k=16

oldugunda elde edilmistir.

K -ortalama algoritmas1 uygulamasi sonucnda Isletme béliimiinden 6rnek olarak ilk
20 dgrencinin ge¢mis notlari ve heniiz almadiklar1 dersler Sekil 4.12°de verilmistir. Bu
yirmi Ogrencinin tekil deger ayrisimi algoritmast sonucunda tahmin edilen notlar

gostermektedir. Sekil 4.12. incelendiginde 6grencinin ders notu olmayan hiicreler sifir
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degeri ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basari notu, sifir olan

hiicreler yesil renkle ve seklin sag tarafinda ise tahmin degerleri yesil renkle belirtilmistir.

Ogr ID [BEO155 |ist402  |ista04  |ista0s  |ista24  [Ggr D |BeO1ss |ista02  istaoa  [islaos  lista2a |
1 0 0 0 0 0 1 3.84 3.67 3.27 3.49 3.22
2 0 0 0 0 0 2 3.29 3.26 3.09 3.42 3.61
3 0 0 0 0 0 3 2.23 2.2 2.47 2.53 2.06
4 0 0 0 1.7 0 4 3.41 3.41 3.40 3.39 3.41
5 0 0 0 0 0 5 4.00 4.00 4.00 3.97 3.89
6 2 0 0 0 0 6 2.96 3.59 3.48 3.74 2.92
7 0 2.7 0 1 1.3 7 2.73 2.48 2.77 2.94 2.51
8 0 3 0 1.7 0 8 4.00 4.00 3.31 4.00 3.81
9 2.3 2.3 1 1.3 0 9 2.54 2.63 2.89 2.89 2.52

10 0 3 3 3 0 10 3.79 4.00 4.00 4.00 3.61
1 0 0 0 1 0 1 3.10 3.27 3.28 3.28 3.36
12 0 0 0 0 0 12 3.36 3.58 3.69 3.73 3.27
13 0 4 0 2 3 13 2.04 2.13 2.2 1.99 2.12
14 0 0 0 0 0 14 1.51 1.51 1.54 1.51 1.51
15 2.7 0 0 3.3 2.7 15 2.27 2.41 2.23 2.70 2.32
16 2 2 0 2.3 2 16 2.81 2.69 2.62 3.10 2.39
17 0 2 3 3 0 17 3.48 3.71 4.00 4.00 3.64
18 0 3 0 3 0 18 2.86 2.57 2.53 3.43 2.84
19 0 0 0 0 0 19 3.98 4.00 4.00 3.93 4.00
20 0 0 0 0 0 20 2.00 2.41 2.53 2.72 2.25

Sekil 4.12. Isletme boliimii K-ortalama algoritma sonucu tahmin ders notu
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4.2.3. Tekil Deger Ayrisimi (SVD) Algoritmasi Sonugclari

Universite dgrencilerinin se¢meli ders segiminde,isletme boliimii dgrencileri igin
Oneri sistemi mimarisi olan Isbirligine dayali filtreleme tekniklerinden birisi olan kullanici
tabanli yaklasimda Tekil deger algoritmasi sonucunda MAE olgiitii 0,1868 ile 0,1895
arasinda hesaplanmistir. En diisik MAE degeri 0,1895 ile k= 12 ve k=16 olarak
belirlenmesinde elde edilmistir. Bu deger 6grencinin herhangi bir dersten gercek degeri ile
tahmin degeri arasindaki faklarin ortalamasi olarak bulunur. MAE degerinin en diisiik
0,1868 olmasi1 diisiik bir hata ile tahmin yapildigini gostermektedir. Bu duruma 6grenci
basar1 notu tahmininde en iyi performans tekil deger ayrimi (SVD) ile saglanmistir. K

sayisina gore hesaplanan MAE degerleri Sekil 4,13’de verilmistir.

SVD_MAE

0.1900

0.1895
0.1895
0.1890

0.1885

MAE

0.1880
mae

0.1875

0870
0.1869
0.1870 0.1868 0.1868

0.1865

Sekil 4.13. Isletme boliimii, tekil deger ayrisimi algoritmasi sonucu mae degerleri

Sekil 4.13 incelendiginde Tekil deger ayrisimi algoritmasi icin en diisiik MAE k
degeri 16 oldugunda bulunmustur. Bu nedenle burada denenen algoritma sonucunda en
uygun basar1 notu tahmin k sayis1 12 ve 16 oldugunda elde edilmistir. K=12 olarak alinabilir.
Daha sonra MAE degeri stabil bir degere donilismiistiir. Bagar1 notu tahmininde en basaril
sonug tekil deger ayrisimi sonucunda elde edilmistir. Isletme boliimiinden 6rnek olarak ilk
20 6grencinin gegmis notlar1 ve heniiz almadiklar1 derslere iliskin sekil 4.14°de verilmistir.
Bu yirmi 6grencinin tekil deger ayrigimi algoritmasi sonucunda tahmin edilen notlar1 ise

Sekil 4.5°de verilmistir. Sekil 4.14 incelendiginde 6grencinin ders notu olmayan hiicreler
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sifir degeri ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basar1 notu, sifir
olan hiicreler yesil renkle ve seklin sag tarafinda ise tahmin degerleri yesil renkle

belirtilmistir.

Opr ID  [BEO1S5 |ist402  |ista04  |ist40s  |isia24  [GBr D |BEO155 |ista02  |ista04  [ista0s  |isla24
1 0 0 0 0 0 1.0 2.47 2.47 2.47 2.47 2.49
2 0 0 0 0 0 2.0 2.34 2.34 2.34 2.34 2.39
3 0 0 0 0 0 3.0 213 2.13 213 213 2.15
4 0 0 0 1.7 0 4.0 2.59 2.59 2.59 2.59 2.61
5 0 0 0 0 0 5.0 3.07 3.07 3.07 3.07 3.10
6 2 0 0 0 0 6.0 2.81 2.81 2.81 2.81 2.85
7 0 2.7 0 1 1.3 7.0 2.55 2.55 2.55 2.55 2.57
8 0 3 0 1.7 0 8.0 2.70 2.70 2.70 2.70 2.74
9 2.3 2.3 1 1.3 0 9.0 2.53 2.53 2.53 2.53 2.56
10 0 3 3 3 0 10.0 2.86 2.86 2.86 2.86 2.91
11 0 0 0 1 0 11.0 2.84 2.84 2.84 2.84 2.88
12 0 0 0 0 0 12.0 3.05 3.05 3.05 3.05 3.07
13 0 4 0 2 3 13.0 2.66 2.66 2.66 2.66 2.68
14 0 0 0 0 0 14.0 2.60 2.69 2.69 2.60 2.72
15 2.7 0 0 3.3 2.7 15.0 1.91 1.91 1.91 1.91 1.95
16 2 2 0 2.3 2 16.0 2.32 2.32 2.32 2.32 2.35
17 0 2 3 3 0 17.0 2.84 2.84 2.84 2.84 2.87
18 0 3 0 3 0 18.0 2.80 2.80 2.80 2.80 2.82
19 0 0 0 0 0 19.0 3.07 3.07 3.07 3.07 3.12
20 0 0 0 0 0 20.0 2.08 2.08 2.08 2.08 2.12

Sekil 4.14. Isletme boliimii tekil deger ayrigimi algoritmasi (k=12) tahmin ders

puanlari
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4.2.4. Ders Benzerligine Dayal Algoritma Sonuclar:

Universite &grencilerinin se¢meli ders segiminde veri setinde, Isletme boliimii
ogrencileri icin dneri sistemi mimarisi olan Isbirligine dayali filtreleme tekniklerinden birisi
olan kullanic1 tabanli yaklasimda ders benzerligine dayali {irlin benzerlik (item-base)
algoritmasi sonucunda MAE 6l¢iitii 0,785ile 0,7629 arasinda hesaplanmistir. En diisiik MAE
degeri 0,7629 ile k= 50 ve tlizerinde MAE degeri degismemis sabit kalmistir. Bu deger
Ogrencinin herhangi bir dersten gergek degeri ile tahmin degeri arasindaki faklarin
ortalamasi olarak bulunur. MAE degerinin en diisiik 0,7629 olmas: biiyiik bir hata ile tahmin
yapildigini gostermektedir. Bu duruma 6grenci bagari notu tahmininde kotii performans ders
benzerligine dayal1 item-based algoritmasi sonucunda elde edilmistir. Komsu sayisina gore

hesaplanan MAE degerleri Sekil 4.15’de verilmistir.

ITEM-BASE_MAE
0.79
0.785
0.785
0.78

w
< 0.775

0.77 MAE

0.765 0.16310.7629 0.7629 0.7629

0.76
0 50 100 150 200 250 300

Komsu sayisi

Sekil 4.15. Isletme béliimii ders benzerligi algoritmasi sonucu MAE degerleri

Sekil 4.15 incelendiginde Ders benzerligine dayali algoritmasi igin en diisiik MAE
k=50 oldugunda bulunmus ve bundan sonra 0,7629 olarak degismemistir. Bu nedenle burada
denenen algoritma sonucunda en uygun basar1 notu tahmin k=50 oldugunda elde edilmistir.

Basar1 notu tahmininde en basarisiz MAE sonucu ders benzerligi sonucunda elde edilmistir.

K -ortalama algoritmasi uygulamasi sonucnda Isletme béliimiinden drnek olarak ilk

20 dgrencinin gegmis notlar1 ve heniiz almadiklar1 dersler Sekil 4.16°de verilmistir. Bu
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yirmi Ogrencinin tekil deger ayrisimi algoritmasi sonucunda tahmin edilen notlar
gostermektedir. Sekil 4.16. incelendiginde 6grencinin ders notu olmayan hiicreler sifir
degeri ile doldurularak normallestirilmistir. Ayrica, tahmin edilecek basar1 notu, sifir olan

hiicreler yesil renkle ve seklin sag tarafinda ise tahmin degerleri yesil renkle belirtilmistir.

Ogr ID |BEO155 [isL402  [ist404  [isL40s  |ist424  |OgrD  [BEO155 |ist402  [ista04  |ist40s  |isLa24
1 0 0 0 0 0 1 2.66 2.76 2.67 2.50 3.08
2 0 0 0 0 0 2 2.40 1.80 2.27 2.19 2.62
3 0 0 0 0 0 3 2.62 2.23 2.46 2.25 2.66
4 0 0 0 1.7 0 4 1.87 2.01 1.83 1.94 1.65
5 0 0 0 0 0 5 2.54 2.78 2.89 2.79 2.64
6 2 0 0 0 0 6 2.69 2.67 3.03 2.30 2.51
7 0 2.7 0 1 1.3 7 2.58 3.06 2.98 2.81 2.97
3 0 3 0 1.7 0 8 0.80 0.80 0.80 0.97 1.04
9 2.3 2.3 1 1.3 0 9 1.77 1.23 1.76 1.85 1.90
10 0 3 3 3 0 10 1.30 1.03 1.56 1.42 1.89
11 0 0 0 1 0 11 1.64 2.12 1.66 1.74 2.17
12 0 0 0 0 0 12 2.33 2.72 2.31 2.74 2.81
13 0 4 0 2 3 13 2.84 2.38 2.26 2.67 2.66
14 0 0 0 0 0 14 3.09 2.89 2.75 2.83 3.14
15 2.7 0 0 3.3 2.7 15 1.50 1.56 1.51 1.62 1.76
16 2 2 0 2.3 2 16 1.85 1.78 1.88 1.83 1.95
17 0 2 3 3 0 17 2.46 2.28 2.36 2.48 2.31
18 0 3 0 3 0 18 3.03 2.94 2.85 3.14 3.72
19 0 0 0 0 0 19 1.73 2.42 2.18 1.96 2.68
20 0 0 0 0 0 20 2.46 2.29 2.23 2.49 2.61

Sekil 4.16. Isletme boliimii ders benzerligine algoritmasi sonucunda tahmin ders

puanlari
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Tezde; Yiiksekogretimde Oneris sistemlerine dayali des segcme modeli olarak,
isbirligine dayali filtreleme teknikleri hafiza ve model bazli algoritmalar denenmistir. Bu
algoritmalarin bulgular1 agsamalr halinde agiklanmistir. Hafiza bazli algortima ders benzerligi
sonucu tahmin degerlendirme oOl¢iiti MAE oldukca yiliksek ¢ikmistir. Model bazh
algoritmalar, K-ortalama, K en yakin Komsuluk ve Tekil deger ayrigimi algoritmasi

uygulanmigtir.

3500

3000

2500

2000

1500

1000

500 1

18 2 22 24 26 28 3 32 34 36 38

Sekil 4.17. Iktisat boliimii tekil deger ayrisimu test verisi tahmin ders basari puanlari grafigi.

Model bazli algoritmalr i¢inde en diisik MAE degeri Tekil deger ayrisimi
algortimasi sonucunda elde edilmistir. Iktisat boliimii veri matrisinden, test verisi n = 108
ders se¢ilmis ve secilen derslere iliskin elde edilen tahmin ders basar1 puanlar1 histogram

grafigi Sekil 4.17.¢ de verilmistir.
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P% Variables - an6

| an6 ¥ |
[ 108x108 double
1 2 3 4 5 6 7 2 9 10
1| 1.5178e+04 6.9840 6.7037 6.7042 6.7045 6.9069 7.0135 6.7530 6.4804 6.2910
2 6.9840 1.6222e+04 7.0192 7.0356 7.0523 7.2615 7.3754 7.1071 6.7741 6.5727
3 6.7037 7.0192  1.4983e+04 6.7196 6.7342 6.9380 7.0436 6.7839 6.5010 6.3145
4 6.7042 7.0356 67196 1.5048e+04 6.7684 6.9578 7.0621 6.8030 6.4969 6.3274
5 6.7045 7.0523 6.7342 6.7684 1.5119e+04 6.9745 7.0799 6.8197 6.5013 6.3135
6 6.9069 7.2615 6.9380 6.9578 6.9745 1.5786e+04 7.2862 7.0233 6.6990 6.5030
7 7.0135 7.3754 7.0436 7.0621 7.0799 7.2862  1.6404e+04 7.1332 6.8019 6.6015
8 6.7530 7.1071 6.7839 6.8030 6.8197 7.0233 71332 1.5302e+04 6.5442 6.3753
9 6.4804 6.7741 6.5010 6.4969 6.5013 6.6990 6.8019 6.5442 1.4380e+04 6.1424
10 6.2910 6.5727 6.3145 6.3274 6.3135 6.5030 6.6015 6.3753 6.1424 1.3597e+04

Sekil 4.18. iktisat boliimii verissetinden hesaplanan &zdeger — 6zvekor matrisi

Ayrica Tekil deger ayrisi algortimast sonucunda ) degerlerini hesaplamak
amaciyla Iktisat boliimii ve m=2196 &grenci, n=108 ders i¢in olusturulan verimatrisinden
hesaplanan 6zdeger — 6zvekor matrisi ekran goriintiisii Sekil 4.18.”de verilmistir. >, 6zdeger
Ozvektor matrisi grafigi Sekil 4.18.’da verilmistir. Sekil 4.19. incelendiginde taban mor
renkli alan,sifir degeri ile doldurulup, kosegern elemanlarin karekokleri alinarak asil
kosegene yerlestirilirse 6z vektorler hesaplanmaktadir. Ozdegerleri ve Kosegenden yiikselen

stitiinlar ise 0zvektorleri gostermektedir.

120

Sekil 4.19. iktisat boliimii verissetinden hesaplanan 6zdeger — 6zvekdr matrisi grafigi
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Isletme boliimii veri matrisinden, test verisi n = 108 ders se¢ilmis ve segilen derslere

iligkin elde edilen tahmin ders basar1 puanlar1 histogram grafigi Sekil 4.20.” de verilmistir.
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Sekil 4.20. Isletme boliimii tekil deger ayrisimi test verisi tahmin ders basari

puanlart grafigi.
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P% Variables - an6

[ isletme 2| an6 \
£ 111x111 double
1 2 3 4 5 6 7 3 9 10

1 [ 1.6453e+04 7.5562 7.2103 7.3019 6.7990 7.3245 7.5706 6.7087 7.0072 6.6008
2 7.5562  1.7750e+04 7.5039 7.6090 7.0040 7.5971 7.8793 6.9858 7.2939 6.9497
3 7.2103 7.5039  1.6249e+04 7.2519 6.7706 7.2458 75197 6.6799 6.9732 6.6458
4 7.3019 7.6090 7.2519  1.6711e+04 6.8808 7.3403 7.6219 6.7743 7.0736 6.7264
5 6.7990 7.0940 6.7706 6.8808  1.5018e+04 6.8333 7.0826 6.3693 6.6181 6.3087
6 7.3245 7.5971 7.2458 7.3403 6.8333  1.6595e+04 7.6077 6.7470 7.0446 6.7206
7 7.5706 7.8793 7.5197 7.6219 7.0826 7.6077  1.7805e+04 6.9948 7.3140 6.9451
8 6.7087 6.9858 6.6799 6.7743 6.3693 6.7470 6.9948 1.4719e+04 6.5606 6.2267
9 7.0072 7.2939 6.9732 7.0736 6.6181 7.0446 7.3140 6.5606 1.5809e+04 6.4570
10 6.6908 6.9497 6.6458 6.7264 6.3087 6.7206 6.9451 6.2267 64570 1.4467e+04

Sekil 4.21.Isletme boliimii verisetinden hesaplanan &zdeger — 6zvekdr matrisi

Ayrica Tekil deger ayrisi algortimast sonucunda ) degerlerini hesaplamak
amaciyla Isletme béliimii ve m=2239 6grenci, n=111 ders i¢in olusturulan verimatrisinden
hesaplanan 6zdeger — 6zvekor matrisi ekran goriintiisii Sekil 4.21.”de verilmistir. Sekil 4.22.
incelendiginde taban mor renkli alan, sifir degeri ile doldurulup, kosegern elemanlarin
karekokleri alinarak asil kosegene yerlestirilirse 6z vektorler hesaplanmaktadir 6zdegerleri

ve kosegenden yiikselen siitlinlar ise 6zvektorleri gdstermektedir.
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Sekil 4.22. Isletme béliimii verisetinden hesaplanan 6zdeger — 6zvekdr matrisi grafigi
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4.3. iktisat Boliimii I¢in Ders Onerisi

Yiiksekogretimde isbirligine dayali filtreleme se¢cmeli ders oOneri modeli
olusturmada, en iyi sonucu veren SVD teknigi ile edilmistir. Bu nedenle ders 6neri sunumu
Iktisat boliimiindeki 2196 oOgrenci arasindan rassal 5 ogrenci icin ve karsilastirma
yapilabilmesi amaciyla segili 30 ders icin SVD ders tahminleri kisisellestirilmis bir oneri
olarak 6rnek model Sekil 4.23.de verilmistir. Isbirligine dayali ders segmede &neri modeli;
“yol gosterici (pathfinder)” olarak isimlendirdigimzden Oneride yol gdsterici oklar
kullanilmistir. Yesil renkli oklar yiiksek basari, sar1 renkli oklar ortalama bir basar1 ve kirmiz

renkli oklar ise basarisiz veya diisiik puan tahoin edildigini gostermektedir.

Ogr_ID_101 Ogr_ID_877 Ogr_ID_914 Ogr_ID_1145 Ogr_ID_1945
DERSLER ONERi  |DERSLER ONERI DERSLER ONERi  |DERSLER ONERi  |DERSLER ONERI
ikt3oa [fh 25 TOR152 | 2.7 iKT301 fh 23 iKT338 i 27 isL101 fh 3.1
ikt3or [fh 25 TOR151 |fh 2.6 MAT198 [fh 23 iKT337 i 27 MAT198 |fh 3.1
MAT198 |[fh 2.3 isL101 26 iKT304 22 iKT301 i 2.6 TUOR151  [4h 3.1
isio1 [fh 22 iKT301 i 26 TOR152 |fh 2.2 iKT304 i 26 iKT301 dh 31
TUR152 |fh 2.1 iKT304 25 TOR151 | 2.2 isL101 i 2.6 iKT304 fh 31
TOR151 |fh 21 MAT198 |[fh 25 iKT218 fh 2.2 TOR152 |fh 26 TOR152 | 31
ikr3io  [fh 2.0 iKT310 24 isL101 21 MAT198 [fh 2.6 iKT310 fh 31
ikT303  [=> 2.0 iKT303 i 24 iKT310 dh 21 TOR151  |fh 2.6 iKT303 fh 3.1
ikT220 [ 19 iKT220 23 iKT303 2.0 iKT310 i 26 iKT220 dh 31
MAT197 [ 19 MAT197 |fh 23 iKT220 dh 2.0 iKT303 i 26 MAT197 |fh 3.1
ikT218 [ 18 iKT218 = 2.2 MAT197 [fh 1.9 iKT220 i 2.6 iKT218 dh 31
HUK126 [ 1.7 HUK126 [ 2.2 iKT302 19 MAT197 |fh 2.6 HUK126 |fh 3.0
iKT128 [& 1.7 iKT128 = 21 HUK126 [£» 1.8 iKT302 i 25 iKT128 dh 29
iKT302 |&» 16 iKT302 = 21 iKT128 = 1.8 iKT218 & 25 iKT302 dh 29
IKT219  |=» 1.6 iKT219 = 21 iKT219 = 17 HUK126 |& 25 iKT219 o 28
ikr3os [ 15 iKT308 = 2.0 iKT309 = 17 iKT128 & 25 iKT308 & 28
ARY11l | 14 ARY111 |Z&» 2.0 iKT308 = 16 iKT219 9 24 ARY111 |§) 27
ikr217 (b 14 iKT217 = 19 ARY111 [=> 1.6 iKT308 & 24 iKT217 & 27
iST206 ¥ 13 iST206 = 1.9 iKT217 = 15 ARY111 |5 2.4 iST206 2 26
MUH115 [ 13 MUH115 [ 1.8 iST206 = 15 iKT217 o 23 MUH115 [$h 2.6
ikt3oo [ 12 iKT309 ¥ 18 MUH115 [ 1.4 iST206 o 23 iKT309 & 25
HUKi51 [ 11 Hukis1 | 1.7 HUKi51 (b 1.3 MUH115 |8 2.3 HUK151 |8 25
ikt [ 11 iKT216 ¥ 17 iKT216 ¥ 13 iKT309 o 23 iKT216 4 24
MUH116 (¥ 1.0 MUH116 [ 16 MUH116 [ 1.2 HUK151 [&h 2.2 MUH116 |3 2.4
isT20s [ 1.0 iST205 ¥ 16 iST205 Y12 iKT216 o 2.2 iST205 ¥ 23
HUk152 [(d 1.0 HUK152 [ 16 HUK152 [ 11 MUH116 [§ 2.2 HUK152 |d 2.3
mLy205 [ 1.0 mLy20s |d 15 MLY205 [ 1.1 iST205 ¥ 22 mLy20s | 2.2
iktszs [ 10 iKT338 ¥ 15 iKT338 ¥ 1.0 HUK152 [ 21 iKT338 ¥ 22
ikt3zz [ 1.0 iKT337 ¥ 14 iKT337 ¥ 1.0 mLy20s | 2.1 iKT337 ¥ 21
sos124 | 1.0 sos124 b 14 sos1i24 | 1.0 sos12a | 2.0 sos124 b 21

Sekil 4.23. Iktisat boiimii tekil deger ayrisimi algoritmasi sonucu elde edilen

tahmin bagar1 paunlari ile ders segme Oneri 6rnegi.
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4.4, Isletme Béliimii I¢in Ders Onersi

Ders &neri sunumu drnegi i¢in Isletme boliimiindeki 2239 grenci arasindan rassal
5 6grenci icin ve karsilastirma yapilabilmesi amaciyla secili 30 ders i¢in SVD ders tahminleri
kisisellestirilmis bir 6neri olarak 6rnek model Sekil 4.24.’de verilmistir. Isbirligine dayal:
ders segmede Oneri modeli; “yol gosterici (pathfinder)” olarak isimlendirdigimzden 6neride
yol gosterici oklar kullanilmistir. Yesil renkli oklar yiiksek basari, sar1 renkli oklar ortalama

bir basar1 ve kirmiz renkli oklar ise basarisiz veya diisiik puan tahdin edildigini

gostermektedir.
Ogr_ID_25 Ogr_ID_652 Ogr_ID_733 Ogr_ID_1278 Ogr_ID_2098
DERSLER ONERi |DERSLER | ONERi |DERSLER | ONERi |DERSLER ONERi  |DERSLER ONERI
isL111 fh 3.6 ist111  |4ph 3.4 ist111 |4 3.4 ist111  |[4h 3.6 ist111 | 3.7
iKT452 dh 3.4 iNnG150 [4h 3.3 isT206 |40 3.3 BiL150 [fh 3.4 isT206 |4h 3.5
iST206 fh 3.3 isT206 |40 3.3 ist113  |[qh 3.2 isT206 |4 3.3 BiL285 |4 3.5
ikTi01 |4 33 ist113  |[4h 3.2 iNG175 [fh 3.1 isL113 |4 3.2 isL113  |[4fh 3.4
isL113 dh 3.2 iNG175 |fh 3.1 HUK151 |fh 3.1 BiL285 |fh 3.2 ikT209 |4 3.4
iNG175  |[fh 31 BiL285 [fh 3.1 BiL285 [fh 3.1 iNG175 |[& 3.1 HUK251 [fph 3.4
BiL285 fh 3.1 HUK251 |fh 3.1 ist112 |40 3.0 HUK251 |& 3.1 ist112  |& 3.0
HUK151 | 3.1 HUK151 |4h 3.0 FiN3o1 |fh 2.9 isL112  |&H 3.0 IsT205 |5 2.9
isL112 => 3.0 ist112  |4h 3.0 ist202  |4h 29 BiL151 |& 3.0 isl202 |2 2.9
iST205 = 2.9 isT205 |4h 2.9 FIN302 [ 2.9 isT205 |&H 2.9 HUK151 |8) 2.9
isL202 = 2.9 ist202 |4 2.9 BiL811 [£> 28 isl202  |&) 2.9 iSN315  |8) 2.9
HUK305 |=* 2.9 HUK152 [ 2.8 ING150 [=> 2.8 BiLs1l |& 2.9 HUK152 |8 2.8
BiL811 = 2.8 IKT452  |=> 2.8 ING176 [=» 2.8 HUK151 |& 2.9 BiL811 |&) 2.8
iNG150 |=> 2.8 BiL811 [=» 2.8 isL103 [ 2.8 HUK152 |& 2.8 iKT452 |8y 2.8
FIN302  |=» 2.8 iSL103 = 2.8 HUK251 [ 2.7 iKT452 |& 2.8 isL103  |&) 2.8
isL103 = 2.8 FIN301 = 2.7 iKT101 = 2.7 iNG150 |&) 2.8 FiN301 |&) 2.7
iKT209 |2 2.8 iKTi01 | 2.7 HUK152 [ 2.7 isLi03  |&) 2.8 iNG175 |&) 2.7
FiN301 [= 2.7 HUK305 [ 2.7 BIL15S0 [Z» 2.6 BEO155 |&) 2.8 iKT1I01 |8) 2.7
iST435 = 2.6 IST435  |=» 2.6 ISTA35 |[=» 2.6 FiN301 |8 2.7 HUK305 |8 2.7
iKT102 = 2.6 BiL151 [£» 2.6 BiL151 [=» 2.6 iKT101 |8 2.7 iST435 |8 2.6
BiL151 = 2.6 BSi304 [= 2.5 BSI304 [=> 2.6 HUK305 |4y 2.7 BIL151 |} 2.6
isL214 = 2.6 isL214 |=» 2.5 BEO155 [=» 2.5 iST435 |¥) 2.6 iKT102 |8) 2.6
BSi304 b 26 FIN302 [=» 25 isl214  [=» 25 isl214 |&y 25 BSi304 |&) 2.5
ARY209 [ 25 ARY209 [ 2.5 ARY209 [ 2.5 BSi304 |¥) 25 iING150 |&) 25
BEO155 | 2.4 BEO155 [ 2.3 ikr2oo [ 23 FIN302 |8 25 isL214 |8 25
isn31s Wb 23 ikt209 [ 23 isT205 (W 23 |ARY209 |¥) 25 FIN302 [8) 25
HUK251 | 2.3 isn31s Wb 2.3 isNn315 [ 2.3 ikt200 | 23 iNG176 [8) 2.5
BiL150 ¥ 21 BiLiso Wb 2.1 iktas2 [ 2.2 isn315 | 2.3 ARY209 (b 25
iNnG176 Wb 2.1 iNnG176 | 2.1 HUK305 | 2.0 iNnG176 | 2.1 BEO155 | 2.3
HUK152 b 2.1 ikt102 | 19 iktT102 | 1.9 ikT102 | 19 BiL1so | 21

Sekil 4.24. Iktisat boiimii tekil deger ayrisimi algoritmasi sonucu elde edilen

tahmin basar1 paunlari ile ders segme Oneri 6rnegi.
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5. SONUC VE ONERILER

Bu tezde, Isbirligine dayali filtrelemeye dayali ders segme oneri modeli
onerilmektedir. Isbirligine dayali filtreleme teknigi, bu alandaki ¢alismalar incelendiginde,
Ogrencilere ders se¢imi Onerisi i¢in Ogrenci puanlarini tahmin edilmesinde ve Ogretim
kalitesi degerlendirmesinde yararlanilan en basarili kisisellestirilmis oneri teknolojisidir.
Ders oOnerisi sistemi, 6grenciler tarafindan secilen derslerin en iyi kombinasyonunu tahmin
etmeyi amagclamaktadir. Bu amagla ders dneri sisteminde isbirligine dayali filtreleme teknigi
ile 6grencinin sahip oldugu basar1 notundan yararlanarak gelecekte sececegi diisiiniilen
derslere ait akademik basari tahmini yapan éneri algoritmalar1 karsilastirilmistir. Oncelikle,
Ogrencilerin  birbirine olan akademik basar1 notu benzerlikleri i¢in kiimeleme
algoritmalarindan yararlanilmigtir. Benzerlik derecesi 6grencinin akademik derece olarak en
benzer kiimeleri olusturmada ve benzerlik yiikleri yardimiyla 6grenci i¢in ders tavsiyeleri

verilmesinde kullanilmistir.

Isbirligine dayal filtreleme teknigi ile ders 6nerme yonteminde veri matrisinin
kisitlilik problemi olan eksik basar1 puanlarinin tahmin edilmesini hedefleyen algoritmalar
gelistirilmistir. Kiimeleme algoritmalar1 arasindan literatiirde en yaygin ve etkili tahmin
sonuglart veren K-Ortalamalar ve KNN algoritmalari uygulanmistir. Bu algoritmadan birisi
kiimeleme tekniklerine dayali olarak oncelikle veri matrisi tizerinden 6grenci ve dersler igin
Pearson korelasyon katsayist yardimiyla benzerlikler hesaplanmig ve k-ortalamalar ve KNN
kiimeleme algoritmalar1 uygulanmigtir. Kiimeleme, nesnelerin gruplarini o sekilde bulur ki,
bir grup i¢indeki nesneler birbirlerine benzerken, baska gruptaki nesnelerden farklidirlar.
Kiimeleme en 6nemli denetimsiz(unsupervised) 6grenme teknigidir (Dol Aher ve Lobo,
2012). Daha sonra ogrencinin basart notuni tahmin icin Isbirligine dayali filtreleme
tekniklerinden birisi olan ders - ders benzerligine dayali olarak algoritma uygulanmuistir.
Ayica, 6grencinin almis oldugu ders basari puanlarindan olusan matristeki seyreklik
problemi i¢in, boyut indirgeme yontemi olan SVD teknigi ile gizil yapinin ortaya ¢ikarilmasi
ile ders Oneri algoritmalari denenmistir. Veri matrisindeki kisit seyreklik problemi
kiimeleme algoritmalar1 i¢in benzerlikler hesaplanmasinda ve uygun komsuluklarin
belirlenmesinde bir sorun olarak karsimiza ¢ikmistir. Bu sorunun giderilmesinde veri matrisi

i¢in boyut indirgeme teknigi olan tekil deger ayristirma ( SVD ) uygulanmustir.
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Isbirligine dayal: filtreleme algoritmasi sonucunda ders segme Onerisi, dgrencilere
secmeli derslere iliskin 6ngoriisel bir bilgi olusturarak, 6grencinin ders se¢iminde belirsizligi
etkin bir sekilde azaltmaya yarayacaktir. Ayrica Universitelerdeki, fakiilte yonetimine ders
planlamas1 yapmada hangi derslerin 6nerilmesinin belirlenmesinde en etkin ve en az hatayla
tahmin edilmesinde kullanilacak algoritma ya da algoritmalardan yararlanilacagini gercek
veri seti lizerinde test ederek yardimecir olmaya calisilmigtir. Bu uygulanan o6grenci
benzerligine dayali K-means, KNN, SVD ile ders benzerligine dayali (Item base),
algoritmalar1 sonucunda, Ogrencileri se¢meli derslerin secimindeki belirsizligi etkili bir
sekilde azaltarak, 6grencilere sececekleri derslerin basari hedefine yonelik olarak Oneride
bulunabilecegini sonucuna ulagilmistir. Ancak gercek veri seti iizerinde uygulanan
algoritmalar sonucunda SVD en iyi performansi gostermistir. Algoritmalar, Anadolu
Universitesi [IBF Iktisat ve Isletme boliimleri igin ayr1 ayr1 uygulanmis ve asagidaki bulgular

elde edilmistir.

Iktisat boliimii igin, sirasiyla kullanici tabanli yaklasimda ilk olarak, KNN
algoritmas1 sonucunda MAE dlgiitii 0,5865 ile 0,6045 arasinda hesaplanmistir. En diisiik
MAE degeri 0,5865 ile komsu sayisinin 250 olarak belirlenmesinde elde edilmistir.

Ikinci olarak Iktisat boliimii igin, K-ortalamalar teknigi sonucunda MAE 6lgiitii
0,5307 ile 0,5348 arasinda hesaplanmistir. En diisiik MAE degeri 0,5307 ile komsu sayisinin

8 olarak belirlenmesinde elde edilmistir.

Ugiincii olarak, Iktisat boliimii i¢in Tekil deger algoritmasi sonucunda MAE &l¢iitii
0,288 ile 0,2034 arasinda hesaplanmistir. SVD ile k= 8 degerinde en diisiik MAE degeri
0,2034 olarak bulunmustur. Son olarak (item-base) Ders benzerligine dayal1 algoritmasi i¢in
en disik MAE komsu sayisi 25 oldugunda bulunmus ve bundan sonra 0,79 olarak

degismemistir.

Isletme boliimii igin, Isbirligine dayali filtreleme tekniklerinden birisi olan kullanici
tabanli yaklasimda KNN algoritmas1 sonucunda MAE 6lg¢iitii 0,5827 ile 0,6578 arasinda
hesaplanmigtir. En diisik MAE degeri 0,5827 ile komsu sayisinin 250 olarak

belirlenmesinde elde edilmistir.
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Ikinci olarak Isbirligine dayali filtreleme tekniklerinden birisi olan kullanici tabanlt
yaklasimda k-ortalama algoritmasi sonucunda MAE dlgiitii 0,5616 ile 0,5893 arasinda
hesaplanmistir. En diisiik MAE degeri 0,5616 ile komsu sayisinin 16 olarak belirlenmesinde

elde edilmistir.

Ucgiincii olarak, Isbirligine dayali filtreleme tekniklerinden birisi olan kullanic
tabanli yaklagimda Tekil deger algoritmasi sonucunda MAE olgiitii 0,1868 ile 0,1895
arasinda hesaplanmistir. En diisik MAE degeri 0,1895 ile k= 12 ve k=16 olarak
belirlenmesinde elde edilmistir. SVD ile k= 12 degerinde en diisik MAE degeri 0,1895

olarak bulunmustur.

Son olarak Isletme béliimii icin, (item-base) Ders benzerligine dayali algoritmasi
icin MAE 6lg¢iitii 0,785ile 0,7629 arasinda hesaplanmistir. En diisitk MAE degeri 0,7629 ile
k=50 ve lizerinde MAE degeri degismemis sabit kalmistir.

Se¢meli ders se¢imi icin Isbirligine dayali filtreleme tekniklerinden en ¢ok
kullanilan ve en iyi tahmin elde edilen algoritmalar denenmis ve bunun sonucunda bir ders
Oneri sistemi mimarisi i¢in basar1 puanlari tahmini elde edilmistir. Bu algoritmalardan en
diisiik MAE sonucu k= 8 i¢in 0,02034 olarak Tekil deger ayrisimi1 sonucunda ulasiimistir.
Bu sonuca gore ders Oneri sisteminde, 6grenci ders basarilarinin tahmininde gizil iliskilerin
ortaya konulmasi ve boyut azaltarak hesaplama hizinda da biiyiik artis ve en diisiik hata ile

(SVD) tekil deger ayrisimi algoritmasi en iyi sonucu vermistir.

Ogrenci igin ders oneri sistemlerinin psikolojik baglamda da ele alinmasi,
Ogrencinin giiveninden daha ¢ok egitsel madencilikte «son mil» problemi olarak tanimlanan
mezuniyetini etkileyecek ve engeller olusmasina neden olabilir. Universite dgrencileri igin
ders se¢iminde Oneri sistemlerini ticari Oneri sistemlerinden ayirmak gerekmektedir. Ciinkii
ticari Oneri sistemlerinde dogru olmayan bir oneri ile belki bir tiiketici kayb1 yasanmasina

veya giiven kayb1 olusmasina neden olunabilir.

Birgok arastirmada Oneri sisteminin basarisinin kullanict tatminine dayandigi
sOylenmektedir. Ticari 6neri sistemleri uygulamalarinda, tatmin kullanicin satin alinan ve

iade edilmeyen iirlinler temelinde yapilmaktadir. Ticari olmayan Oneri sistemlerinde ise
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kullanicinin ne 6lgiide tatmin oldugu sorgulanmaktadir. Se¢meli ders i¢in tasarladigimiz
oOneri sisteminde, 6grenciler (kullanicilar) i¢in tatmin 6grenciler lizerinde yapilan anketler
ile ol¢iilebilecegi gibi Oneri sisteminin 6ncesinde ve sonrasinda da segmeli derslerin not
ortalamalar1 arasinda anlamli farkliliklarin bulunmasi bize 6nerilerin performansina iliskin
ipuclar1 verebilir. Ayrica Oneri sistemi ile her bir 6grenci igin Onersi sistemi sonrasi sectigi
derslerdeki tahmin edilen basart notu ile segilen derse ait gergeklesen basari notu
karsilagsirmasi ve genel basari ortalamalar1 farklarinin karsilastirlagririlmasi bize sistemin

performansi hakkinda bilgi saglayacaktir.

Ticari Oneri sistemi algoritmalarinda ayni veri seti lizerinden en iyi tahmin ve en iyi
Oneri olusturmaya c¢alisilirken, ders 6neri sistemleri kapsam ve kural geregi herkese agik veri
olmadigindan, Ancak uygulama sonrasi Ogrencilerin tahmin ve gerceklesen basari
kiyaslamasiyla dogrulugu tespit edilebilir. Ticari uygulamalarda 6rnegin film Oneri
sisteminde geri bildirim ¢ok kisa siirede alinirken, Ogrenci ders dneri sisteminde bu en az
bir donem ve daha uzundur. Ticari uygulamalarda adaptif 6neri sistemleri, zaman ve kisisel
aligkanliklarin degisimine baglh olarak gesitli uygulamalar ve algoritmalar ile test edilebilir.
Geri bildirim siiresinin kisa olmasi bu imkéani saglamaktadir. Ders Oneri sistemlerinde geri
bildirim siiresinin daha uzun olmasi, ayrica 6nerilen dersin 6grencinin basarisini artirmaya
yonelik olmasi, 6grenci Oneri sistemlerinin her seferinde yeniden tasarlanmasi ve yeniden
hesaplanmasi1 gerekmektedir. Ticari bir oneri de Onerilen romantik bir film tiliriinii ¢cok
begenmesi, onun daha sonraki Onerilecek Romantik film tiirlinde daha ¢ok begenmesi
tizerinde etkisi yoktur. Bu benzer begenisini artirmaz, diger bir ifade ile duygularina etkisi

yoktur.

Ders oneri sisteminde «basar1 basariyr getirir» sozil ile basarili bir §grencinin
motivasyonun artmasi, derse katilimi, 6zgliveninin yiikselmesi belki de ders oOneri
sistemlerinin gizil katkisidir. Boylelikle daha sonra segecegi derslere iliskin, tipki film
onerisindeki gibi derslere karsi duygularinda bir etkisi olmacada, 6n yargilar1 yikarak
motivasyonu artirabilir. Ogrencinin derslerine iliskin basar1 odakli motivasyonun artmasi
basarili olma olasihigin1 da artiracaktir. Korelasyon ile nedensellik i¢in sonbaharda
yapraklarin sararip yere diismesi 6rnegindeki gibi, yapraklarin sararip diismesine neden olan
soguk degil, glines 1sinlarinin  yatay gelmesiydi. Bu baglamda 0Ogrencilerin

motivasyonlarinin artmasi ve basarili olacagi inanci, yapraklara ilkbahar ve yaz aylarindaki
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gelen dik giines 1511 gibidir. Boylece 6grenci sistemden kopmadan, egitimine ara vermeden,

basaril1 bir mezuniyetle ile is hayatina dahil olacaktir.

Bu tez ¢alismasi sonucunda, liniversiteler de 6grenciler i¢in ders se¢iminde yararl
olacak, bir ders Oneri sisteminin alt yapisini olusturacak model 6neri sunulmus ve modelde
yararlanilacak bazi algoritmalar denenmis ve sonuglari tartisilmigtir. Yiiksekogretim
kurumlarinda 6grenci ders se¢iminde karsilasilan problemlerin ¢oziimiinde, bu tez de

sunulan Oneri sistemi modelinin yararl olacagini diisiiniiyoruz.

Yiiksekogretimde biiyiik bir 6grenci kitlesine sahip kitlesel egitim veren Acik ve
Uzaktan egitim kurumlari i¢in e-danisman sistem oldukca dnemlidir. A¢ik ve uzaktan egitim
goren 6grencilerin ders atamasinda bir danisman destegi yoktur. Bu nedenle 6grencilere ders
seciminde yol gosterici, sececegi derslerden basari puanlarini tahmin eden ve genel not
ortalamas1 GNO hesaplayan otomatik bir &neri sistemine ihtiya¢ vardir. Onerilen “yol
gosterici” veya “pathfinder” e-danisman sistemi uzaktan egitim kurumlarinin bu sorunu
cozecegine inanmaktayiz. Ayrica “yol gosterici” veya “pathfinder” e-danigman ders Oneri
sistemini kurmay1 planlayan tniversitelere ve bu konuda arastirma yapacaklara yol

gostermesini umut ediyoruz.
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Ek A¢iklama - A: Knn matlab algoritma

load iktisat;

load targetltemsList_push; %hedef iktisat listesini yiikler
%Iload target2;

targetltemsList=targetltemsList_push;

MLP=iktisat;

g = targetltemsList’;

% sigma =0

neighbors = 25; % k= 25 komsu sayis1 degisebilir.

ALLMean = zeros(size(MLP,1),1);

ALLStd = zeros(size(MLP,1),1);

for tuidx=1:size(MLP,1)
ALLMean(tuidx,1) = ComputeMean(MLP(tuidx,:));
ALLStd(tuidx,1) = ComputeStd(MLP(tuidx,:));

end

% start producing predictions

Pr = zeros(size(MLP,1), size(q,2));

for auidx=1:size(MLP,1)
auidx;
% create active user and train users dataset
activeUser = MLP(auidx,:);
trainUsers = MLP;
trainUsers(auidx,:)=[];
TUMean = ALLMean; TUMean(auidx)=[];
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Ek Aciklama - A: Knn matlab algoritma (devam)

TUStd = ALLStd; TUStd(auidx)=[];

for itemid=1:size(q,2)
%
targetltem = g(itemid);
tmpActiveUser = activeUser;
tmpActiveUser(targetitem) = 0;
avg = ComputeMean(tmpActiveUser);

stddev = ComputeStd(tmpActiveUser);

possibleNeighbors = trainUsers(trainUsers(:,targetltem)~=0,:);
possibleNeighborsMean = TUMean(trainUsers(:,targetltem)~=0);
possibleNeighborsStd = TUStd(trainUsers(:,targetltem)~=0);
sim = ComputeSimilarities(possibleNeighbors, possibleNeighborsMean,
possibleNeighborsStd, tmpActiveUser);% user ve komsular1 arasindaki

pearson benzerligini hesaplar

% produce prediction normally
[Y,I]=sort(sim,'descend’);

if size(possibleNeighbors,1)>neighbors, limit=neighbors;
else limit=size(possibleNeighbors,1); end

sub1=0; sub2=0;

for k=1:limit
if possibleNeighbors(1(1,k),targetltem) ~= 0
if ~isnan(Y(1,k))
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subl = subl + (possibleNeighbors(I(1,k),targetltem)-
possibleNeighborsMean(k))*Y (1,k);
sub2 = sub2 + Y(1,k);
end
end
end
if sub2~=0
Pr(auidx,itemid) = avg+sub1/sub2; %ders i¢in prediction hesaplanir.
else
Pr(auidx,itemid) = avg;
end
if Pr(auidx,itemid)<0, Pr(auidx,itemid)=0;
elseif Pr(auidx,itemid)>4, Pr(auidx,itemid)=4;

end

end
end

k=0;

MAE=0;

for au=1:size(MLP,1)

for i=1:size(targetltemsL.ist,1)

if MLP(au,targetltemsList(i,1))~=0 veve ~isnan (Pr(au,i))
MAE = MAE + abs(Pr(au,i)-MLP(au,targetltemsList(i,1)));
k=k+1;
end

end
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end
MAE = MAE / k%(20*size(targetltemsList,1));
knnMAE=MAE;
save knnMAE knnMAE
save k k
save Pr Pr
ElapsedTime = toc
MAE
function similarities = ComputeSimilarities(TrainData, TUMean, TUStd,
ActiveUserVector)
AUMean = ComputeMean(ActiveUserVector);
AUStd = ComputeStd(ActiveUserVector);

similarities=zeros(1,size(TrainData,1));

for tuidx=1:size(TrainData,1)
for itemidx=1:size(TrainData,2)
if ActiveUserVector(1,itemidx)~=0 veve TrainData(tuidx,itemidx)~=0
similarities(1,tuidx) = similarities(1,tuidx) + (ActiveUserVector(1,itemidx)
- AUMean)*(TrainData(tuidx,itemidx) - TUMean(tuidx,1));
end
end
similarities(1,tuidx) = similarities(1,tuidx)/(AUStd*TUStd(tuidx,1));
end
function MeanVal = ComputeMean(Vector)%1*n vector
MeanVal = mean(Vector(Vector~=0));
function StdVal = ComputeStd(Vector)%1*n vector

StdVal = std(Vector(Vector~=0));
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Ek aciklama -B: Item Base Matlab Algoritma

load isletme;
load targetltemsList_push_isletme
MLP=isletme;
gp = targetltemsList_push_isletme’;
%sigma = 2;
neighbors = 10;
A=MLP;%(1:5,);
for auidx=1:size(A,1)
auidx
for itemid=1:size(qp,2)
targetltem = gp(itemid);
activeUser2=MLP(auidx,:);
activeUser2(targetltem)=0;
activeUserltem=find(activeUser2~=0);
% Active userin rate verdigi itemlar ile targer item arasindaki benzerligi
hesaplar
for i=1:size(activeUserltem,2)
lindex=activeUserltem(1,i);
sub1=0;sub2=0; sub2_1=0;sub2_2=0;
corating=[];
corating =find(A(;,iindex)ve  A(: targetltem)); %target item ile
activeuseritemin rate verdigi itemlara rate veren ortak userlar1 bulur.
for k=1:size(corating,1)
kindex=corating(k,1);
if (A(kindex,iindex)~=0 veve A(kindex,targetltem)~=0)
indexOfRatings = find(A(kindex,:)~=0);
ratings(1,1:size(indexOfRatings,2)) = A(kindex,indexOfRatings);
average=mean(ratings);

ratings=[];
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Ek.-B. Item Base Matlab Algoritma (devam)

subl=subl + (A(kindex,iindex)-average)*(A(kindex,targetltem)-average);
sub2_1=sub2_ 1+ (A(kindex,iindex)-average)"2;
sub2_2=sub2_ 2+ (A(kindex,targetltem)-average)"2;

end

sub2=sqrt(sub2_1*sub2_2);

if sub2~=0
itemsim(1,i)=subl/sub2;

else
itemsim(1,i)=0;

end

end
end
sim=itemsim;

%  targetltem = gp(itemid);

% tmpitem=targetltem;

%

% activeUser2=MLP(auidx,:);

% activeUser2(auidx,targetltem)=0;

% activeUserltem=find(activeUser2~=0);
% save activeUserltem activeUserltem;

% for i=1:size(activeUserltem,2)

%  subl=0;sub2=0; sub2_1=0;sub2_2=0;

%  for k=1:size(A,1)

% if (A(k,i)~=0 veve A(k,targetltem)~=0)
% indexOfRatings = find(A(k,:)~=0);

% ratings(1,1:size(indexOfRatings,2)) = A(k,indexOfRatings);
% average=mean(ratings);

% ratings=[];
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% subl=subl + (A(k,i)-average)*(A(k,targetltem)-average);
% sub2_1=sub2_ 1+ (A(k,i)-average)"2;
% sub2_2=sub2_2+ (A(k,targetltem)-average)"2;

% end

%  sub2=sqrt(sub2_1*sub2_2);
% if sub2~=0

% itemsim(1,i)=subl/sub2;

% else

% itemsim(1,i)=0;

% end

% end

% end

% sim=itemsim;
% coRated=[];
%find avd ve standart sapma
tmpOrgActiveUser = MLP(auidx,:);
tmpOrgActiveUser(targetitem) = 0;
ratings = tmpOrgActiveUser(tmpOrgActiveUser~=0);
avg = mean(ratings);
stddev = std(ratings,1);
% produce prediction KNN
[Y,I]=sort(sim,'descend’);
if size(activeUserltem,2)>neighbors, limit=neighbors;
else limit=size(activeUserltem,2); end
sub1=0; sub2=0;
for k=1:limit
if Y(1,k)>0
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subl = subl + MLP(auidx,1(k))*Y (K);
sub2 = sub2 + Y(k);
end
end
if sub2~=0
Prp(auidx,itemid) = avg+stddev*(sub1/sub2);
else
Prp(auidx,itemid) = avg;
end
if Prp(auidx,itemid)<1, Prp(auidx,itemid)=1;
elseif Prp(auidx,itemid)>4, Prp(auidx,itemid)=4;
end
save Prp Prp;
k=0;
MAE=0;
for au=1:size(MLP,1)
for i=1:size(targetltemsList_push,1)
if MLP(au,targetltemsList_push(i,1))~=0 veve ~isnan (Prp(au,i))
MAE = MAE + abs(Prp(au,i)-MLP(au,targetitemsList_push(i,1)));
k=k+1;
end
end
end
MAE = MAE / k%(20*size(targetltemsList,1));
save MAE MAE
save k k

save Prp Prp;
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Ek Aciklama - C: Tekil Deger Ayrisimi (Svd) Algoritma

function SVD

clear all

clc

load iktisat;

MLP=iktisat;

%load R;

%fillerSize = [25];

Y%attackSize = 15;

%load MLP;

%segmentUsers = LocateSegmentUsers(dMLP);

for userid=1:size(MLP,1)
indexOfRatings = find(MLP(userid,:)~=0);
ratings(1,1:size(indexOfRatings,2)) = MLP(userid,indexOfRatings);
average=mean(ratings);
standarddeviation=std(ratings,1);
rtd=find(MLP(userid,:)==0);
MLP(userid,rtd)=average;

end

load targetltemsList_push

save MLP MLP

%MLP=ders;

gp = targetltemsList_push’;

a=MLP;

%for 0=1:1

sdR=std(MLP);

meR=mean(sdR);

meR2=meR*meR; %meR2 is square of meR

an4=MLP;
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g=size(an4,1); %total user number
an5=an4*an4,
an6=(1/g)*anb5;
d=rank(an6);
for i=1:size(a,2),
for j=1:size(a,2),
if i==j
an6(i,j)=an5(i,j)-(meR2); %Exception takes place
end
end
end
save an6 an6
[\Vd,Sd] = eig(an6);
S1=Sd;
for i=1:size(Sd,2)
for j=1:size(Sd,2)
if i==j
S1(i,j)=Sd(size(Sd,2)+1-i,size(Sd,2)+1-j); %S1 has descending order
diagonal!
end
end
end
S2=sqrt(S1);
S3=S2(1:d,1:d); %S3 reduced to d version of S2
for i=1:size(S3,1)
S4(i)=sqrt(g)*S3(i,i); %S3 is multiplied with square root of g!
end
V1=Vd;
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for i=1:size(Vd,2)

V1(:,)=Vd(:,size(Vd,2)+1-i);% Column are taken symmetry like V[0 1 2] to V[2 1 0];

dev.

end
V2=V1(1:end,1:d); %V2 reduced to d version of V1
Ud=[];
for i=1:d
ud(:,1)=(1/S4(i))*and*V2(:,i); %Ud is reduced to d initially
end
k=16;
URd=Ud(1:end,1:k);
SRd=S3(1:k,1:Kk);
VRd=V2(1:end,1:Kk);
SQd=sqrt(SRd);
ad2d=URd*SQd;
ad3d=SQd*VRd'
PRd=ad2d*ad3d;
%save P
%Test items are used here!
load targetltemsList_push;
%Iload targetltemsList_nuke;
titems=targetltemsList_push;
%titemsN=targetltemsList_nuke;
cl=repmat(titems,50,1);
for i=1:size(MLP,1)
standarddeviations(i)=ComputeStd(MLP(i,:));

meanvalues(i)=ComputeMean(MLP(i,:)); %Calculate row mean and stand

%standarddeviations(i)=std(k1(n));
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end
for u=1:size(MLP,1)
for itemid=1:size(qp,2)
pagld(u,itemid)=PRd(u,titems(itemid));
paqd(u,itemid)=meanvalues(u)+standarddeviations(u)*paqgld(u,itemid);
if pagqd(u,itemid)>4, paqd(u,itemid)=4;
elseif pagd(u,itemid)<1, paqd(u,itemid)=1;
end
end
end
save paqd paqd;
k=0;
MAE=0;
for au=1:size(MLP,1)
for i=1:size(targetltemsList_push,1)
if MLP(au,targetltemsList_push(i,1))~=0 veve ~isnan (pagd(au,i))
MAE = MAE + abs(paqd(au,i)-MLP(au,targetltemsList_push(i,1)));
k=k+1;
end
end
end
sVAMAE = MAE / k%(20*size(targetltemsList,1));
save svdMAE svdMAE
save k k
%save Prp Prp;
return

end
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